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Kurzfassung

In dieser Arbeit wird ein neuer Ansatz zur automatischen Qualititsbewertung bestehender 2D-Vektordaten
vorgestellt, die in Geoinformationssystemen (GIS) gespeichert sind. Die notwendigen Informationen fiir die
Qualitatskontrolle werden mit Hilfe von Bildanalyseverfahren aus aktuellen Fernerkundungsdaten gewonnen. Im
Gegensatz zu anderen Verfahren liegt der Schwerpunkt in dieser Arbeit auf der Qualitdtsbewertung von GIS-
Ackerland- und Griinlandobjekten, die von besonderem Interesse sind, da sie wesentlich zur Nahrungsversorgung
der Bevoélkerung beitragen. Acker- und Griinland bedecken gleichzeitig den grofdten Anteil an der Gesamtflache
Deutschlands mit iiber 50%. Diese Arbeit fokussiert auf die Verifikation als Teil der Qualitdtsbewertung.

Das vorgestellte semi-automatische System hat die Verifikation unter Verwendung orthorektifizierter
monotemporaler Luft- und Satellitenbilder mit einer geometrischen Auflésung von 0,5 bis 1 m zum Ziel.
Spezialisiert ist das System auf GIS, die dem Inhalt und Detaillierungsgrad einer topographischen Karte mittleren
Mafistabs entsprechen. Ziel der Verifikation ist es, den Anteil der inkorrekten Objekte im GIS auf hochstens 5% zu
senken. Zeitgleich soll der manuelle Aufwand, der fiir den menschlichen Bearbeiter zur Qualitidtskontrolle
notwendig ist, durch die Verwendung des Systems minimiert werden. Dies wird erreicht, indem ein Teil der GIS-
Objekte in einem Verifikationsverfahren automatisch verifiziert wird und daher vom Bearbeiter nicht mehr
betrachtet werden muss.

Das entwickelte Verifikationsverfahren ist zweistufig. Zunachst wird im ersten Schritt die gemeinsame Klasse
Acker-/Griinland von anderen Klassen wie Siedlung, Industrie und Wald mittels einer pixelbasierten Klassifikation
getrennt. Wird ein GIS-Acker-/ Griinland-Objekt einer anderen Klasse zugewiesen, so wird dieses vom System
abgelehnt und muss durch den menschlichen Bearbeiter manuell verifiziert werden. Im zweiten Schritt werden
alle anderen GIS-Ackerland- und Griinlandobjekte mittels einer objektbasierten Klassifikation entweder der Klasse
Ackerland oder Griinland zugewiesen. Ist eine Klassifikation nicht moglich, wird das GIS-Objekt einer
Zurtickweisungsklasse zugewiesen. Durch die Kombination eines pixel- und eines objektbasierten Ansatzes sollen
die Vorteile beider Verfahren genutzt werden. Nachdem alle GIS-Objekte einer Klasse zugewiesen wurden, wird
das Ergebnis mit der Eintragung im GIS verglichen. Stimmt die ermittelte Klasse mit der im GIS tberein, wird das
GIS-Objekt als richtig angenommen, wenn nicht, wird es verworfen, und eine manuelle Kontrolle des GIS-Objektes
durch den menschlichen Bearbeiter ist notwendig.

Der Schwerpunkt der Arbeit liegt auf dem zweiten Schritt. Da in GIS-Ackerland- und Griinlandobjekten haufig
mehrere Bewirtschaftungseinheiten (Schldge) vorhanden sind, wird zundchst eine Segmentierung mittels
Wasserscheidentransformation durchgefiihrt. Ziel ist, dass ein Segment einem Schlag entspricht. Die
Zugehorigkeit eines Segmentes zur Klasse Ackerland oder Griinland wird anschliefiend durch eine objektbasierte
Klassifikation mittels spektraler, textureller, struktureller und geometrischer Merkmale bestimmt. Als
Klassifikator dient das Verfahren der Support Vector Machines. Alle Segmente, die zu klein sind, um Kklassifiziert zu
werden, werden einer Zuriickweisungsklasse zugewiesen. Sind alle Segmente eines GIS-Objektes einer Klasse
zugewiesen, wird die Flachensumme je Klasse berechnet. Ist die Flichensumme der Zurtickweisungsklasse grofier
als die Summe der Flachen, die klassifiziert werden konnten, gilt das GIS-Objekt als nicht klassifizierbar und wird
der Zurtickweisungsklasse zugeordnet. Anderenfalls wird das GIS-Objekt der Klasse zugeordnet, deren
Flachensumme die Mindestkartierfliche {iberschreitet. Wird von beiden oder von keiner Klasse die
Mindestkartierflache erreicht, wird das GIS-Objekt ebenfalls der Zuriickweisungsklasse zugeordnet.

Das automatische Verifikationsverfahren wurde unter verschiedenen Gesichtspunkten an Hand von Beispielen
des ATKIS Basis-DLM und eines Schlagkatasters getestet, die insgesamt 3313 GIS-Ackerland- und Griinlandobjekte
beinhalten und eine Flache von iiber 302 km?2 bedecken. Zundchst wurde bei der separaten Betrachtung des
ersten Schrittes festgestellt, dass dieser fiir die Verifikation von GIS-Ackerland- und Griinlandobjekten geeignet ist.
Ein &ahnliches Ergebnis wurde bei der separaten Betrachtung des zweiten Schrittes erreicht. Nahere
Untersuchungen des zweiten Schrittes ergaben, dass der Erfolg der Verifikation vom Zeitpunkt der Aufnahme des
Bildes abhéngt. Bei der Betrachtung der Merkmalsgruppen fiir die objektbasierte Klassifikation wurde festgestellt,
dass die besten Ergebnisse immer dann erreicht werden kénnen, wenn spektrale und strukturelle Merkmale
beteiligt sind. Insgesamt konnte bei der Kombination beider Schritte eine erfolgreiche Verifikation von GIS-
Ackerland- und Griinlandobjekten durchgefiihrt werden. Der Anteil der inkorrekten GIS-Objekte nach dem
Verifikationsprozess betragt weniger als 5% und der Bearbeiter spart mindestens die Halfte der Zeit bei der
Qualitatskontrolle unter Verwendung des Systems verglichen zum Arbeitsaufwand ohne Verwendung des
Verifikationssystems.

Stichworte: Verifikation, 2D-Vektordaten, monotemporal, Bildanalyse, Ackerland, Griinland



Abstract

In this thesis a new approach for the automatic quality assessment of 2D vector data is introduced. 2D vector data
are managed in geo-information systems (GIS). The information needed for the quality assessment is extracted
from up-to-date remote sensing data using image analysis techniques. In contrast to other approaches the main
goal is the quality assessment of cropland and grassland GIS-objects, which are of interest as they assure the food
supply of the population, and at the same time cover more than 50% of the area of Germany. This thesis focuses
on the verification as a part of the quality assessment.

The goal of the introduced semi-automated method is the verification of cropland and grassland GIS-objects using
orthorectified mono-temporal aerial and satellite images with a geometric resolution between 0.5 to 1 m. The
method is specialised in GIS that contain information of a medium scale topographic map. The goal of the
verification process is to reduce the percentage of incorrect objects in the GIS to a maximum of 5%. At the same
time, the manual effort that is required by a human operator for the quality assessment has to be reduced to a
minimum using the system. This is achieved because GIS-objects which have been accepted by the automatic
verification method do not have to be reviewed by the human operator.

The developed verification approach consists of two analysing steps. In the first analysing step, the joined class
cropland/grassland (also called agriculture) is separated from other classes such us settlement, industry and forest
using a pixel-based classification algorithm. If a cropland or grassland GIS-object was not assigned to agriculture,
this GIS-object will be rejected by the system and has to be reviewed by a human operator. In the second analysing
step, all remaining cropland and grassland GIS-objects are separated into the two classes cropland and grassland
using an object-based classification algorithm. If a classification is not possible, the GIS-object is assigned to a
rejection class. Due to the combination of a pixel-based and an object-based classification algorithm, the
advantages of both strategies are exploited. After all GIS-objects were assigned to a class, the classification result
is compared to the original object classes in the GIS. If the detected class and the original class in the GIS are equal,
the GIS-object is accepted by the system, and a manual check of this GIS-object is not necessary.

This thesis focuses on the second analysing step. Due to the fact that cropland and grassland GIS-objects often
contain different management units, segmentation is necessary. The goal of the segmentation is that one
management unit corresponds to one segment. Whether a segment belongs to cropland or grassland is determined
using spectral, textural, structural and geometric features in an object-based classification. The algorithm of the
Support Vector Machines is used for this step. All segments that are too small for the object-based classification are
assigned to the rejection class. After all segments of a GIS-object have been classified, the area sum per class is
calculated. If the sum of the areas of the rejection class is larger than the sum of the areas of all other segments,
this GIS-object cannot be classified and hence is assigned to the rejection class. Otherwise, the GIS-object is
assigned to the class whose area sum is larger than the minimum mapping area. If both or none of the classes
achieve the minimum mapping area, the GIS-object is also assigned to the rejection class.

The automatic verification approach was evaluated considering ATKIS Basis-DLM (German Authoritative
Topographic Cartographic Information System) and a local thematic dataset where a GIS-object contains only one
management unit, with in total 3313 GIS-cropland- and grassland objects, covering a total area of 302 km2. The
evaluation of the first separately tested analysis step could prove that it is suitable for the verification task. A
similar result was achieved by evaluating the second analysis step separately. In addition, further analyses of the
second analysis step have been done with two main results. First, the success of the verification depends on the
time when the image was acquired. Second, the best classification and verification results were achieved using
spectral and structural features. By combining both analysis steps, a successful verification of GIS-cropland- and
grassland objects was possible. The percentage of incorrect GIS-objects could be reduced to less than 5%, and at
the same time the human operator saves at least half of the time for the quality assessment by using the proposed
method compared to a complete manual procedure.

Keywords: verification, 2D vector data, mono-temporal, image analysis, cropland, grassland
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1. Einleitung 1

1. Einleitung

1.1. Qualitiat von Geodaten

Viele Entscheidungen des offentlichen und privaten Lebens basieren auf raumbezogenen Daten, die in
Geoinformationssystemen (GIS) gespeichert und gepflegt werden. Die Brauchbarkeit der Daten fiir die
Anwendung hdngt von deren Qualitdt ab. Unter Qualitit versteht man den ,Grad, in dem ein Satz inharenter
Merkmale Anforderungen erfiillt“ (ISO 9000, 2005, S. 18). Aufgabe eines GIS ist die abstrakte Reprasentation
der realen Welt in einer Datenbank. Um die reale Welt in einem GIS reprdsentieren zu koénnen, sind
Abbildungsvorschriften, die das abstrakte Abbild der realen Welt definieren, notwendig. Diese Abbildungs-
vorschriften werden in GIS-Objektartenkatalogen zusammengefasst. Der kleinste Bestandteil eines GIS ist
ein GIS-Objekt, das einer GIS-Objektart (Objektklasse) zugeordnet ist, welche im GIS-Objektartenkatalog
beschrieben ist. Soll ein GIS die oben gennannte Qualitdtsdefinition nach ISO erfiillen, so muss der GIS-
Objektartenkatalog die reale Welt widerspruchsfrei reprasentieren (Modellqualitidt) und die Daten miissen
ihren Spezifikationen entsprechen (Datenqualitit) (Joos, 2000). Es gibt 5 wichtige Maf3e fiir die Qualitiat von
Geodaten: Volistdndigkeit (completeness), logische Konsistenz (logical consistency), geometrische Genauigkeit
(positional accuracy), zeitliche Genauigkeit (temporal accuracy) und thematische Genauigkeit (thematic
accuracy) (ISO 19113, 1999 und ENV 12656, CEN 1998).

Nur die Konsistenz der Daten kann automatisch ohne einen Vergleich mit der realen Welt kontrolliert
werden, indem ein gegebenes Datenmodell mit den vorliegenden GIS-Daten verglichen wird. Viele Aspekte
der anderen Qualitatsmafie (Vollstdndigkeit, geometrische-, zeitliche- und thematische Genauigkeit) kdnnen
nur durch Vergleich der GIS-Daten mit der realen Welt bewertet werden. Die reale Welt kann z.B. in Form
von aktuelleren Luft- und Satellitenbildern reprasentiert sein. Die aktuellen Luft- und Satellitenbilder bilden
dann die Referenz.

Der Vergleich der GIS-Daten mit der Referenz zum Finden aller Abweichungen, d.h. das Finden von Objekten
im GIS, die in der Realitit nicht existieren, oder die in den GIS-Daten falsch reprisentiert sind, wird
Verifikation genannt. Die Verifikation ist Teil des Qualititsmanagements von GIS-Daten, wobei nicht alle GIS-
Objektarten mittels Luft- und Satellitenbildern liberpriift werden kdnnen. Bei einer Verifikation von GIS-
Objekten beziiglich der thematischen Genauigkeit unter Verwendung aktueller Bilddaten wird zeitgleich auch
die zeitliche Genauigkeit iiberpriift. Der Uberpriifung der thematischen Genauigkeit von GIS-Objekten kommt
damit eine besondere Bedeutung zu. Bei der Verifikation ist die Ursache der Abweichung ohne Bedeutung.
Ein Verfahren, das speziell zeitliche Genauigkeit untersucht, ist die Verdnderungsdetektion (change
detection). Ziel der change detection ist das Erkennen von Anderungen zwischen zwei Zeitpunkten t; und t,,
wobei zwei Varianten existieren. Zum einen kann eine change detection auf Grundlage zweier Bilder, die zu
den Zeitpunkten t; und t, aufgenommen wurden, oder zum anderen auf Grundlage eines GIS von Zeitpunkt
t; mit einem aktuelleren Bild zum Zeitpunkt ¢, erfolgen. Auch eine Kombination beider Ansatze ist moglich.
Die Verifikation von flichenhaften GIS-Datensitzen ohne Uberlagerungsflichen! und ohne Liicken schlief3t
eine change detection in dem Sinn ein, dass es eine Veranderung gegeben hat, aber nicht, dass man die Art
der Verdanderung erkennt. Die Aktualisierung (update) hingegen umfasst sowohl die Ergebnisse einer
Verifikation also auch die Erfassung neuer Objekte, wobei die Ubernahme der Anderungen in ein GIS
ebenfalls dazugehort. Eine detailliertere Diskussion der Terminologie ist (Gerke und Heipke, 2008) zu
entnehmen.

Gegenwartig erfolgt die Qualitdtskontrolle von Geodaten in der Praxis meist manuell (Krickel, 2010). Um den
Aufwand der manuellen Arbeit zu reduzieren, ist ein hoher Grad der Automatisierung notwendig. Die
automatisierte Qualitatskontrolle von GIS-Datenbanken riickte daher mit der Einflihrung neuer
hochaufgeldster digitaler bildgebender Sensoren in den Fokus der Forschung (Hoffmann et al.,, 2000), (Alpin
etal., 1999b).

Die vorliegende Arbeit beschaftigt sich mit der Automatisierung der Verifikation der thematischen
Genauigkeit der beiden GIS-Objektarten Acker- und Griinland im Rahmen der Qualitdtskontrolle von GIS-
Datenbanken.

! Uberlagerungsflichen sind Flichen einer Objektart, die von mindestens einer Fliache einer anderen Objektart iiberlagert
wird.



2 1. Einleitung

1.2. Verifikation landwirtschaftlicher Nutzflachen

Bei der Verifikation von GIS-Datenbanken sind Objektarten von besonderem Interesse, die
volkswirtschaftlich relevant sind. Dazu gehoren insbesondere landwirtschaftliche Flachen wie Acker- und
Grinland, da diese fiir die Nahrungsversorgung der Bevodlkerung wichtig sind. In Deutschland bedecken
landwirtschaftliche Nutzflachen iiber 50% der Gesamtflache des Territoriums. Der Anteil von Ackerland
nimmt dabei ca. 70% und von Griinland, der zweitgrofite Anteil, ca. 29% der gesamten landwirtschaftlichen
Nutzflachen ein (Statistisches Bundesamt, 2011). Die automatisierte Verifikation von GIS-Objekten der
Objektarten Acker- und Griinland ist daher von besonderem Interesse.

Die automatisierte Verifikation von GIS-Ackerland- und Griinlandobjekten ist jedoch sehr komplex. Zum
einen konnen die GIS-Objekte der Objektklasse Ackerland sehr unterschiedliche Eigenschaften annehmen.
So kann ein GIS-Ackerlandobjekt mit Vegetation bedeckt (bewachsen) oder nicht bedeckt (nicht bewachsen)
sein oder auch von unterschiedlichen Fruchtarten bedeckt sein. Zum anderen gibt es viele Spezifikationen,
die durch den GIS-Objektartenkatalog vorgegeben sind. Diese GIS-Spezifikationen sind vom
Detailierungsgrad des jeweiligen GIS abhdngig. Der Inhalt und damit der Detailierungsgrad des GIS orientiert
sich dabei am Inhalt einer topographischen Karte mit den entsprechenden Kartenmaf3stiben. Eine iibliche
Spezifikation fir viele GIS, die den Inhalt und Detailierungsgrad einer topographischen Karte mittleren
Maf3stabs entsprechen, ist z.B., dass Ackerland- oder Griinlandobjekte mehr als eine Bewirtschaftungseinheit
beinhalten. Eine Bewirtschaftungseinheit wird auch als Schlag bezeichnet. Besteht ein GIS-Objekt aus nur
einer Bewirtschaftungseinheit, also nur einem Schlag, so wird dieses GIS auch als Schlagkataster bezeichnet.
Die meisten GIS sind jedoch keine Schlagkataster. Dies ist insbesondere beim deutschen Amtlichen
Topographisch-Kartographischen Informationssystem - ATKIS (AdV, 1997), dem europdischen CORINE Land
Cover - CLC (EEA, 2011) oder dem internationale Multinational Geospatial Co-production Program — MGCP
der Fall. Eine weitere iibliche Spezifikation von verschiedenen GIS ist, dass in Ackerland- und
Griinlandobjekten bestimmte andere Objektarten zugelassen sind (z.B. Wald oder eine Griinlandflache in
einem GIS-Ackerlandobjekt bzw. umgekehrt), solange die zugehorige Flache unter der im Objektartenkatalog
festgeschriebenen Mindestkartierfliche liegt. Andere Objektarten hingegen sind ausgeschlossen. Dazu
gehoren z.B. in ATKIS Siedlungsflache oder einzelne Hauser als Teil einer Siedlungsflache.

Mochte man GIS-Objekte der Objektklassen Acker- und Griinland verifizieren, muss mit diesen
Spezifikationen sowie mit den unterschiedlichen Erscheinungsformen von Ackerland- und
Griinlandobjekten umgegangen werden. Die Verifikation stellt damit eine komplexere Aufgabe als eine
Klassifikation dar. Bei der Klassifikation werden Objekte nur an Hand ihrer Merkmale einer Klasse
zugewiesen. Spezifikationen spielen bei der Zuordnung eines Objektes zu einer Klasse explizit keine Rolle.

1.3. Ziel und wissenschaftlicher Beitrag der Arbeit

Ziel der vorliegenden Arbeit ist die Entwicklung einer Methode fiir die automatische Verifikation von GIS-
Objekten der Objektarten Acker- und Griinland unter Verwendung orthorektifizierter monotemporaler Luft-
und Satellitenbilder mit einer geometrischen Auflésung von 0,5 bis 1 m. Bei einer komplett automatischen
Kontrolle ist die Zeitersparnis, die ein menschlicher Bearbeiter unter Verwendung des Systems erreichen
kann, maximiert. Erfahrungen der Autorin zeigen, dass ein GIS im Normalfall nur wenige Fehler enthélt und
daher die Wahrscheinlichkeit, dass geniigend viele Fehler gefunden werden, um eine gewiinschte
thematische Genauigkeit des GIS zu erreichen, bei einer voll automatischen Verifikation dufierst gering ist.
Eine solche gewlinschte thematische Genauigkeit ist in (BKG, 2009) definiert mit 95%, bezogen auf den
Flachenanteil und die Anzahl der korrekten Objekte. Ziel ist es also, diese thematische Genauigkeit zu
erreichen und gleichzeitig den manuellen Aufwand des menschlichen Bearbeiters zu minimieren. Daher
wird in dieser Arbeit ein semi-automatisches Verifikationsverfahren benutzt. Alle GIS-Objekte, die vom
System als richtig verifiziert werden, miissen dabei vom menschlichen Bearbeiter nicht mehr kontrolliert
werden. Alle anderen GIS-Objekte werden vom menschlichen Bearbeiter liberpriift. Die Entscheidung iiber
Annahme oder Rickweisung eines vom System abgelehnten GIS-Objektes wird dann von dem menschlichen
Bearbeiter durchgefithrt. Wenn die geforderte thematische Genauigkeit nach dem Verifikationsprozess
erreicht werden kann, ist eine hohere Anzahl von GIS-Objekten, die durch den menschlichen Betreuer
begutachtet werden miissen, vertretbar, falls bei der Anwendung des Systems fiir den menschlichen
Bearbeiter eine Zeitersparnis entsteht.



1. Einleitung 3

Schwerpunkt der Arbeit ist die Uberpriifung der thematischen Genauigkeit. Die geometrische Genauigkeit der
Grenzen der GIS-Objekte wird nicht tberpriift und geht als Vorwissen in den Verifikationsprozess ein. Die
zeitliche Genauigkeit des GIS wird, wie bereits beschrieben, implizit kontrolliert. Die Priifung der Konsistenz
als Maf der Qualitat von Geodaten ist nicht Bestandteil der vorliegenden Arbeit.

Die Uberpriifung der thematischen Genauigkeit von GIS-Datenbanken war bisher Fokus zahlreicher Arbeiten,
u.a. (Eidenbenz et al,, 2000), (Walter, 2004), (Busch et al,, 2005). Bisherige Arbeiten mit dem Schwerpunkt
der Verifikation konzentrierten sich jedoch nie auf GIS-Objekte der Objektklassen Acker- und Griinland. Der
Fokus der Arbeiten, die sich bisher auf diese Objektklassen konzentrierten, lag in der Klassifikation, nicht
aber in der Verifikation, u.a. (Ruiz et al., 2004), (Trias-Sanz, 2006), (Ruiz et al., 2007), (Balaguer et al.,, 2010)
und (Recio et al, 2011). Die bisher veroffentlichen Arbeiten beziiglich der Klassifikation beriicksichtigen
nicht die Spezifikationen, die durch das GIS gegeben sind. Die hier vorgestellte Arbeit fiihrt auf Grundlage
einer Klassifikation die Verifikation von GIS-Objekte der Objektklassen Acker- und Griinland durch und
berticksichtigt dabei Spezifikationen, die durch das GIS gegeben sind. So ist u.a. eine Segmentierung der
Schldge innerhalb eines GIS-Objektes notwendig.

Bei der Klassifikation der Objektklassen Ackerland und/oder Griinland kommen spektrale, texturelle
und/oder strukturelle Merkmale sowie geometrische- und weitere Merkmale zum Einsatz. Merkmale aus
diesen Merkmalsgruppen werden oft in Mehrklassenprobleme genutzt, u.a. (Ruiz et al., 2004), (Trias-Sanz,
2006), (Ruiz et al,, 2007), (Balaguer et al., 2010) und (Recio et al., 2011). Spezielle Verfahren zum Ableiten
von Merkmalen, die insbesondere die Klassen Acker- und Griinland beschreiben, sind bisher nicht
verwendet worden. Dies gilt besonders in Hinblick auf Verfahren zur Ableitung struktureller Merkmale.

Die meisten Klassifikationsansiatze benutzen das Verfahren der grofiten Wahrscheinlichkeit (Maximum-
Likelihood-Verfahren) oder baumférmige Klassifikationsverfahren (Hierarchical Classifier oder Decision
Tree), speziell das C5-Klassifikationsverfahren nach Quinlan (2003). Es wird u.a. benutzt in (Ruiz et al,
2004), (Ruiz et al., 2007), (Balaguer et al., 2010) sowie (Recio et al.,, 2011). Das Verfahren der Support Vector
Machine (Vapnik, 1995), das bereits in den unterschiedlichsten Bereichen der Wissenschaft und Technik
Anwendung gefunden hat, u.a. in (Scholkopf et al,, 1996), (Lu et al., 2001), (Nemmour und Chibani, 2006),
(Fujimura et al.,, 2008), (Herbert und Riedel, 2010), (Romer und Pliimer, 2010), hat fiir die Klassifikation von
landwirtschaftlichen Nutzflachen bisher noch keine breite Anwendung gefunden. Dabei ist dieses Verfahren
besonders gut fiir die Verifikation von GIS-Ackerland- und Griinlandobjekten geeignet, da u.a. die
unterschiedlichen Erscheinungsformen von Ackerland beriicksichtigt werden konnen. Auf Grund der
unterschiedlichen Erscheinungsformen entstehen im Merkmalsraum rdumlich getrennte Ballungen
(Cluster), die mit der SVM Kklassifiziert werden konnen. Das Verfahren der SVM soll in dieser Arbeit zum
Einsatz kommen.

1.4. Struktur der Arbeit

Im nichsten Kapitel wird zunichst ein Uberblick iiber den Stand der Wissenschaft beziiglich der
Schwerpunkte der Arbeit gegeben. Zum einen sollen Verfahren, die sich mit der Klassifikation
landwirtschaftlicher Flachen beschiftigen, vorgestellt werden. Dabei wird sowohl auf die verwendeten
Klassifikationsverfahren als auch -merkmale eingegangen. Zum anderen sollen Verfahren betrachtet werden,
die sich mit der Verifikation von GIS beschaftigen. In diesem Teil wird ebenfalls eine Abgrenzung der
Verifikation zum update und zur change detection erfolgen. Die meisten dieser Arbeiten beschaftigen sich
jedoch nicht speziell mit landwirtschaftlichen Flachen. Als ein weiterer Punkt wird kurz auf die
Segmentierung eingegangen, die benoétigt wird, um die Schldge innerhalb eines GIS-Objektes zu bestimmen.

Im Anschluss daran wird im Kapitel 3 der in dieser Arbeit verwendete Klassifikation- und der
Segmentierungsalgorithmus vorgestellt. Bei dem Klassifikationsverfahren handelt es sich wie bereits
angefiihrt um das Verfahren der Support Vector Machine (SVM), deren Funktionsweise zundchst allgemein
beleuchtet wird. Wichtige Erweiterungen, Anmerkungen zur praktischen Durchfithrung, die automatische
Bestimmung der Parameter sowie Vergleiche mit anderen Klassifikationsverfahren sind ebenfalls Inhalt
dieses Kapitels. Auf die Grundlagen des verwendeten Segmentierungsalgorithmus wird nur kurz
eingegangen, da dieser auf Standardverfahren der Bildanalyse beruht.

Im Kapitel 4 wird dann die neue Methode zur semi-automatischen Verifikation von GIS-Objekten
landwirtschaftlicher Objektklassen (speziell Acker- und Griinland) eingefiihrt. Dort wird neben dem Umgang
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mit den GIS-Spezifikationen auf die zugrunde liegende Klassifikation und die dabei verwendeten Merkmale
eingegangen.

Die Evaluierung der im Kapitel 4 vorgestellten Methode erfolgt im Kapitel 5. Nachdem die Kriterien zur
Bewertung der Klassifikations- und Verifikationsergebnisse sowie die Datengrundlagen beschrieben
wurden, werden zundchst die einzelnen Analyseschritte separat untersucht. AbschliefRend wird die
Evaluation des gesamten Verfahrens durchgefiihrt.

Die Arbeit schlief3t mit einer Diskussion und einem Ausblick im Kapitel 6 ab.
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2. Stand der Wissenschaft

Schwerpunkt der vorliegenden Arbeit ist die automatisierte Verifikation von GIS-Objekten der Objektarten
Acker- und Griinland. Die meisten Arbeiten, die sich mit landwirtschaftlichen Nutzflichen beschéftigen,
fokussieren nicht auf die Verifikation, sondern die Klassifikation, wobei die Klassifikation ein wesentlicher
Bestandteil eines Verifikationsprozesses ist. Bei einer Klassifikation findet die Zuordnung von Pixeln oder
Objekten zu vorher definierten Klassen statt (pixel- oder objektbasierte Klassifikation). Die Zuordnung zu
einer Klasse erfolgt auf der Basis von pro Pixel/Objekt bestimmten Merkmale mittels eines gewdahlten
Klassifikationsalgorithmus. Eine Klassifikation landwirtschaftlicher Nutzflachen ist komplex, da z.B. die
landwirtschaftlichen Flachen Acker- und Griinland auf Grund unterschiedlicher natiirlicher Gegebenheiten
und landwirtschaftlicher Produktionsmethoden grofde regionale Unterschiede in ihrer Erscheinungsform
aufweisen (Albertz, 2009). Die Anforderung an die Algorithmen besteht darin, diesen Umstanden gerecht zu
werden.

Da ein wesentlicher Teil des Verifikationsprozesses die Klassifikation der zu verifizierenden Klassen ist,
stellt der erste Schwerpunkt dieses Kapitels einen Literaturiiberblick zum Thema der Klassifikation
landwirtschaftlicher Nutzflichen dar. Bevor auf die Merkmale fiir die Klassifikation landwirtschaftlicher
Flachen eingegangen wird, werden zunichst die giangigen Klassifikationsverfahren, die fiir diese Aufgabe
bisher verwendet wurden, vorgestellt. Es werden ebenfalls Vor- und Nachteile von pixel- und
objektbasierter Klassifikation diskutiert. Anschlieffend werden die Merkmale, die zur Klassifikation
verwendet werden, erdrtert. Die Merkmale, die diskutiert werden, sind spektrale, texturelle, strukturelle
oder geometrische Merkmale. Weitere Merkmale konnen ebenfalls fiir die Klassifikation verwendet werden.
Solche Merkmale werden aus anderen Quellen wie einem Digitalen Gelindemodell oder aus weiteren
Erhebungen (z.B. weitere GIS-Datenbestdnde) abgeleitet (Smith und Fuller, 2001), (Recio et al., 2010), (Recio
et al, 2011). Auf diese Merkmale kann in dieser Arbeit nicht zuriickgegriffen werden, da sie nicht vorliegen.
Aus diesem Grund wird auf die Gruppe der weiteren Merkmale nicht weiter eingegangen. Der Abschnitt
schliefst mit einer umfassenden Literaturiibersicht zu Arbeiten unter Verwendung verschiedener
Klassifikationsalgorithmen und verschiedener Merkmalsgruppen.

Im Abschnitt 2.2 wird auf andere Publikationen, die sich mit der Verifikation von GIS beschiftigen,
eingegangen. Wahrend bei der Klassifikation Spezifikationen des GIS nicht explizit beriicksichtigten werden,
geschieht dies bei der Verifikation. In diesem Abschnitt soll auch die Verifikation gegeniiber den updates und
der change detection abgegrenzt werden. Nachdem verschiedene Algorithmen zur Segmentierung der
Schldge innerhalb eines GIS-Objektes in Abschnitt 2.3 diskutiert wurden, schliefst das Kapitel mit einer
Diskussion in Abschnitt 2.4.

In den in diesem Kapitel beschriebenen unterschiedlichen Veréffentlichungen werden allgemein
gebrduchliche Qualititsmafde wie user’s accuracy, producer’s accuracy, overall accuracy oder Kappa-
Koeffizient verwendet (s. auch Abschnitt 5.1). Meist sind nicht alle Maf3e in den zitierten Veroffentlichungen
angegeben. Die jeweils angegebenen Maf3e werden immer genannt.

2.1. Klassifikation von landwirtschaftlichen Nutzflachen

Die Voraussetzung fiir eine erfolgreiche Verifikation ist eine erfolgreiche Klassifikation der betrachteten GIS-
Objekte. Wahrend bei der Verifikation bisher landwirtschaftliche Nutzflichen kaum im Vordergrund stehen,
gibt es zahlreiche Veroffentlichungen, die sich mit der Klassifikation solcher Flachen beschaftigen. Der
Schwerpunkt des vorliegenden Literaturiiberblicks liegt auf Methoden, die monotemporale multispektrale
Bilddaten im Bereich von 0,5 bis 1 m Bodenauflésung verwenden, wie sie auch in dieser Arbeit im
Mittelpunkt stehen. Der vorliegende Literaturiiberblick ist nicht nur auf Acker- und Griinland beschrankt,
sondern es wird auch auf Objektklassen eingegangen, die dhnliche regelmafige Strukturen wie Ackerland
enthalten. Eine Objektklasse, die dabei héaufig im Mittelpunkt von Publikationen steht, sind
Weinanbaugebiete.

In diesem Abschnitt sollen zundchst kurz die Klassifikationsverfahren und anschlief}end die Merkmale
beschrieben werden, die bisher fiir diese Aufgabe eingesetzt wurden. Im Anschluss werden die bisherigen
Veroffentlichungen zur Klassifikation landwirtschaftlicher Nutzflachen detailliert vorgestellt.
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2.1.1. Klassifikationsalgorithmen

Es wird zwischen uniiberwachten- und liberwachten Klassifikationsverfahren unterschieden. In diesem
Abschnitt werden Methoden beider Gruppen, die bereits fiir die Klassifikation landwirtschaftlicher
Nutzflachen dienten, diskutiert. Weitere Methoden und Details sind in (Duda et al., 2000) und (Bishop, 2006)
zu finden.

2.1.1.1. Uniiberwachte Klassifikationsverfahren

Bei der uniiberwachten Klassifikation werden Bildelemente mit dhnlichen Merkmalen zu Klassen
zusammengefasst, ohne dass die Bedeutung der Klassen bekannt ist. Eine Klassenanzahl wird zwar vom
Nutzer oft vorgegeben, die wahre Anzahl an Klassen ist jedoch unbekannt. Die Klassifikation lauft iterativ ab,
bis ein Abbruchskriterium erreicht wird. Diese Verfahren werden bei der Klassifikation landwirtschaftlicher
Nutzflachen, wenn iiberhaupt, als Vorverarbeitungsschritt eingesetzt. Sie spielen bei der Klassifikation
landwirtschaftlicher Nutzflachen kaum eine Rolle.

Ein gingiges uniiberwachtes Klassifikationsverfahren ist die Klassifikation mittels k-means. Bei diesem
Verfahren werden zunichst K Cluster-Zentren im Merkmalsraum zuféllig verteilt. Die Pixel/Objekte werden
dem ndchstgelegenen Cluster zugeordnet. Danach wird das Zentrum des Clusters neu ermittelt, z.B. durch
Mittelbildung der zugehorigen Pixelpositionen. Die Zuordnung der Pixel/Objekte zu Cluster und die
Berechnung der neuen Zentren der Cluster werden solange wiederholt, bis das Abbruchskriterium erreicht
wird (Albertz, 2009). Die Nachteile dieses Verfahrens wurden bereits oben diskutiert. Das Verfahren wird
als Vorverarbeitungsschritt in den Arbeiten von Fung und Chan (1994) verwendet.

2.1.1.2. Uberwachte Klassifikationsverfahren

Bei der iiberwachten Klassifikation sind die Anzahl der Klassen und deren Bedeutung bekannt. Aufderdem
sind Trainingsgebiete gegeben. Fiir die Trainingsgebiete ist die Klassenzugehorigkeit von Pixeln/Objekten
bekannt. Der Klassifikationsalgorithmus lernt mittels der Trainingsdaten die Lage und Ausdehnung der
Cluster im Merkmalsraum und kann neue Pixel/Objekte, deren Merkmale bekannt sind, dann einer Klasse
zuordnen.

Ein gangiges Verfahren in der Fernerkundung ist das Verfahren der grofiten Wahrscheinlichkeit (Maximum-
Likelihood-Verfahren, kurz ML-Verfahren). Das ML-Verfahren berechnet auf Grund statistischer Kenngrofien
(z.B. Erwartungswert oder Standardabweichung) der vorgegebenen Klassen die Wahrscheinlichkeit
P(x|C) mit der jedes Pixel/Objekt auf Grund dessen Merkmalen x der Klasse C angehort. Ein Pixel/Objekt
wird der Klasse mit der grofdten Wahrscheinlichkeit max. P(x|C) zugewiesen. Dabei geht man davon aus,
dass die Daten jeder Klasse einer bestimmten Verteilung (z.B. der Normalverteilung) unterliegen (Albertz,
2009). Wird diese Verteilungsannahme verletzt, kann es sein, dass der ML Klassifikator inkonsistent ist. Die
Parameter der Wahrscheinlichkeitsdichtefunktion werden aus den Trainingsdaten ermittelt. Bei dem ML-
Verfahren werden alle Pixel/Objekte einer Klasse zugeteilt. max. P(x|C) entspricht dem max. P(C|x) des
Bayestheorems, wenn beim Bayestheorem P(C|x) mit P(C|x) = P(X|C)P(C)/P(x) die Wahrscheinlichkeit
des Auftretens einer Klasse P(C) unbekannt ist und in diesem Fall P(C) fiir alle Klassen gleich angenommen
wird. Das ML-Verfahren fiihrt i.d.R. zu guten Ergebnissen (Albertz, 2009), kann jedoch mit rdumlich
getrennten Clustern im Merkmalsraum, die einer Objektklasse angeho6ren, nicht umgehen. Gerade dies ist bei
den unterschiedlichen Erscheinungsformen von Ackerland jedoch notwendig. Das ML-Verfahren wird fiir die
Klassifikation landwirtschaftlicher Flachen u.a. in (Fung und Chan, 1994), (Warner und Steinmaus, 2005),
(Itzerott und Kaden, 2006) und (Itzerott und Kaden, 2007) verwendet.

Ein Spezialfall des ML-Verfahrens ist das Linear Discriminant Function Verfahren (kurz LDF-Verfahren), bei
dem die Normalverteilung und gleiche Kovarianzmatrizen vorliegen. Die genannten Nachteile des ML-
Verfahrens treffen auch auf das LDF-Verfahren zu, weil dieses im Wesentlichen auf dem ML-Verfahren
basiert. Das LDF-Verfahren findet Anwendung bei der Klassifikation unterschiedlicher landwirtschaftlicher
Nutzflachen in (Haralick et al., 1973).

Bei dem Verfahren der nachsten Nachbarschaft (Minimum-Distance-Verfahren, kurz MD-Verfahren) werden
zundchst fiir die Trainingsgebiete jeder Klasse die Mittel aller Merkmale berechnet. Fiir jedes zu
Klassifizierende Pixel/Objekt wird anschliefdend der Abstand im Merkmalsraum zu den Mittelpunkten aller
Cluster berechnet. Das Pixel/Objekt wird der Klasse zugeordnet, zu deren Mittelpunkt der Abstand am
kiirzesten ist. Als Distanzmaf3 kann nicht nur die euklidische Distanz, sondern auch jedes andere Distanzmaf}
verwendet werden. Unterschiedliche Streubereiche der Klassen werden nicht berticksichtigt (Ausnahme:



2. Stand der Wissenschaft 7

Mahalanobisdistanz). Deshalb kann ein Pixel/Objekt einer Klasse zugewiesen werden, der es mit grofier
Wahrscheinlichkeit nicht zugehort (Albertz, 2009).

Beim Nachsten-Nachbarn-Verfahren (k-Nearest-Neighborhood-Verfahren, kurz KNN-Verfahren) ist nicht der
geringste Abstand zu dem Mittel, wie beim MD-Verfahren, Grund fiir die Zuordnung zu einer Klasse, sondern
ein Pixel/Objekt wird der Klasse zugeordnet, die am haufigsten in seiner k niachsten Nachbarschaft auftritt.
Nachteil ist, dhnlich wie beim ML-Verfahren, dass mit rdumlich getrennten Clustern im Merkmalsraum, die
derselben Klasse angehoren, nicht umgegangen werden kann.

Bei Box-Klassifikator (Box Classifier), oder auch Parallelepiped-Klassifikator genannt, werden zundachst die
minimalen und maximalen Merkmalswerte der Klassen im Merkmalsraum bestimmt und diese dann genutzt,
um im Merkmalsraum Quader zu definieren, siehe u.a. (Albertz, 2009). Liegt ein Merkmal eines
Pixels/Objektes mit unbekannter Klassenzugehorigkeit innerhalb des Quaders, wird dieses dieser Klasse
zugeordnet. Ein Vorteil des Box-Klassifikators liegt darin, dass dieser sehr schnell ist. Pixel/Objekte kdnnen
jedoch nicht immer einer Klasse zugewiesen werden, namlich dann, wenn das Merkmal in einer Quaderliicke
liegt. Es kann also auch nicht Kklassifizierte Pixel/Objekte geben. Des Weiteren sind Uberlagerungsbereiche
der Quader méglich. Betroffene Pixel/Objekte, die im Uberlagerungsbereich liegen, konnen nicht eindeutig
einer Klasse zugewiesen werden. Ein Box-Klassifikator kommt in den Arbeiten von Itzerott und Kaden
(2006, 2007) sowie von Wassenaar et al. (2002) zum Einsatz.

Bei der hierarchischen oder baumférmigen Klassifikation (Hierarchical Classifier oder Decision Tree) erfolgt
die Zuweisung eines Pixels/Objektes nicht in einem einmaligen Vorgang, sondern schrittweise durch eine
Folge von Einzelentscheidungen. Auf jeder Stufe findet eine Entscheidung zwischen nur wenigen
Moglichkeiten (oft nur zwei) statt. Die Entscheidung zwischen verschiedenen Méglichkeiten erfolgt solange,
bis eine endgiiltige Klasse erreicht ist, u.a. (Albertz, 2009). Der Baum wird mittels Trainingsdaten erstellt.
Das Verfahren ist sehr flexibel anwendbar, da fiir jede Einzelentscheidung die giinstigste Kombination und
das zweckmifigste Kriterium benutzt werden kann. Es neigt dadurch aber zur Uberanpassung an die
Trainingsdaten. Eine Art eines Decision Tree Verfahrens, das in der Klassifikation landwirtschaftlicher
Nutzflichen Anwendung findet, ist das C5-Verfahren (Quinlan, 2003). Es wird u.a. benutzt in (Ruiz et al,,
2004), (Ruiz et al., 2007), (Balaguer et al., 2010) und (Recio et al,, 2011).

Einen anderen Klassifikationsalgorithmus stellt die Support Vector Machine (SVM; Vapnik, 1998) dar. Die
SVM ist ein binares Klassifikationsverfahren, das zwei Klassen an Hand ihrer Merkmale durch eine
Hyperebene im Merkmalsraum so trennt, dass der Abstand derjenigen Merkmalsvektoren, die der
Hyperebene am nichsten liegen, maximiert wird. Liegen nicht linear trennbare Daten im Merkmalsraum vor,
wird durch eine Transformation der Daten in einen héher dimensionalen Merkmalsraum eine lineare
Trennbarkeit erreicht. Die Transformation muss nicht explizit durchgefiihrt werden, sondern wird durch
den sogenannten Kernel-Trick erreicht. Die SVM kann auch auf Mehrklassenprobleme angewendet werden,
indem verschiedene Zwei-Klassen-SVM miteinander kombiniert werden, was auf Kosten der Laufzeit
geschieht. Die SVM wurde fiir die Trennung landwirtschaftlicher Nutzflachen bisher nicht verwendet, kommt
aber in dieser Arbeit zum Einsatz. Daher wird auf die Funktionsweise sowie Vor- und Nachteile der SVM in
Kapitel 3 ndher eingegangen.

Ein weiteres Verfahren, das fiir die Klassifikation von Luft- und Satellitenbildern angewendet wird, ist das
Verfahren der Markov-Zufallsfelder (Markov Random Fields, kurz MRF). Bei den MRF wird das Bild als
ungerichteter Graph interpretiert, bei dem die Knoten die Pixel/Objekte und die Kanten Beziehungen zu
Nachbarpixeln/-objekten reprasentieren. Auf Grund der Bertlicksichtigung der Klassenzugehorigkeit der
Nachbarpixel/-objekte konnen lokale Zusammenhidnge beriicksichtigt werden. Das zu Kklassifizierende
Pixel/Objekt wird damit nicht nur auf Grund seiner Merkmale, sondern auch auf Grund der Klassen-
zugehorigkeit seiner Nachbarpixel/-objekte einer Klasse zugeordnet. Somit kann dem bei bisher genannten
Klassifikationsverfahren oft auftretenden ,Salt-and-Pepper” Effekt entgegengetreten werden. Nachteile sind,
dass die Interaktionen auf die Klassen der benachbarten Pixel/Objekte beschrankt sind und dass es sich um
ein sehr rechenintensives Verfahren handelt. Detaillierte Informationen kénnen (Li, 2009) entnommen
werden. Ein MREF fiir die Klassifikation landwirtschaftlicher Flachen wird u.a. in der Arbeit von Busch et al.
(2005) verwendet.

Wahrend bei den Klassifikationsverfahren mit MRF nur die Information der Klassenzugehorigkeit der
lokalen Nachbarn zur Bestimmung der Klasse eines Pixels/Objektes Beriicksichtigung finden, flief3en bei den
Conditional Random Fields (CRF; Kumar und Hebert, 2006) auch die Merkmale der Nachbarn in die
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Klassifikationsentscheidung mit ein. Einem Nachteil der MRF konnte bei der CRF somit entgegengetreten
werden, das geht jedoch auf Kosten der Laufzeit. Die CRF werden fiir die Klassifikation u.a. in (Hoberg und
Rottensteiner, 2010) angewendet.

2.1.1.3. Pixel- und objektbasierte Klassifikation

Eine Klassifikation kann generell pixel- oder objektbasiert durchgefithrt werden. Pixelbasierte
Klassifikationsansatze fiihren eine Klassifikation auf Grund von Merkmalen eines Pixels und/oder
Merkmalen von dessen lokaler Umgebung durch. Eine pixelbasierte Klassifikation wird z.B. in (Alpin et al.,
1999), (Hirose et al., 2004), (Delenne et al., 2007) und (Ranchin et al., 2001) durchgefiihrt. Ist das Ziel wie in
dieser Arbeit die Verifikation eines GIS-Objektes, muss nach der pixelbasierten Klassifikation deren Ergebnis
auf das GIS-Objekt iibertragen werden. Diese Art der Klassifikation von GIS-Objekten wird auch ,post-object-
classification (Janssen und van Amsterdam, 1991) genannt. Aus der Uberfithrung des pixelbasierten
Klassifikationsergebnisses auf ein GIS-Objekt konnen sich Nachteile ergeben. Wenn z.B. ein GIS-Objekt aus
verschieden klassifizierten Pixeln besteht, kommt es bei der Uberfiihrung des pixelbasierten Klassifikations-
ergebnisses auf das GIS-Objekt zu Generalisierungsproblemen. Besondere Schwierigkeiten treten auf, wenn
das pixelbasierte Klassifikationsergebnis starke Eigenschaften eines ,Salt-And-Pepper-Effect” besitzt
(Blaschke, 2010). Dieser Effekt kann durch die Verwendung von MRF verringert werden. Durch das
Auftreten verschieden klassifizierter Pixel innerhalb eines GIS-Objektes konnen aber auch Nutzungsarten,
die innerhalb eines GIS-Objektes im Sinne der Verifikation unter Beriicksichtigung von GIS-Spezifikation
nicht erlaubt sind, detektiert werden.

Bei der objektbasierten Klassifikation wird die Klassifikation auf Grund von Merkmalen durchgefiihrt, die fiir
ein Objekt bzw. Segment? abgeleitet werden, wobei ein GIS-Objekt aus mehreren Segmenten bestehen kann.
Eine Klassifizierung, die mittels direkt von einem Segment abgeleiteten Merkmalen durchgefiihrt wird, wird
auch ,pre-object-classification” genannt (Janssen und van Amsterdam, 1991). Durch die Verwendung von
Merkmalen, die sich auf ein Segment beziehen, wird der ,Salt-And-Pepper-Effect” belanglos (Blaschke,
2010). Nach Locherbach (1994) sowie Alpin und Smith (2008) ist das Ergebnis der objektbasierten Analyse
ndhere an dem eigentlichen Ziel, der Klassifikation eines GIS-Objektes, als die pixelbasierte Klassifikation.
Falls ein GIS-Objekt aus mehreren Teilsegmenten besteht, miissen die Teilergebnisse der Segmente fiir das
Klassifikationsergebnis des GIS-Objektes fusioniert werden. Ein Vorteil der objektbasierten Klassifikation ist,
dass Merkmale, die das Segment ndher beschreiben, u.a. die Form, als Merkmale in die Klassifikation
eingefithrt werden kénnen. Ein weiterer Vorteil ist, dass mehrere Pixel zur Bestimmung der Merkmale
beitragen und das Ergebnis somit robuster ist. Beispiele fiir objektbasierte Klassifikationen sind in (Smith
und Fuller, 2001) und (Miiller et al., 2010) gegeben.

Nachteile der objektbasierten Klassifikation bestehen, wenn eine Untersegmentierung vorliegt, also
innerhalb eines Segmentes mehrere Objektklassen auftreten (Alpin et al., 1999). In diesem Fall bilden sich
die Klassengrenzen nicht als Segmentgrenzen ab. Ein Beispiel ist, dass in einem Ackerland-segment, das an
eine Siedlung grenzt, ein Haus neu entstanden ist und dieses im Ackerlandsegment liegt und kein eigenes
Segment bildet. Nimmt das Haus nur eine geringe Fldche gegeniiber dem Reststiick des Segmentes ein,
unterscheiden sich die Merkmale des Segmentes mit und ohne Haus nicht signifikant voneinander. Wenn
Hauser in einem Ackerlandsegment nicht erlaubt sind, wiirde dies zu einem falschen Klassifikationsergebnis
fithren. Ein weiteres Beispiel fiir eine Untersegmentierung liegt vor, wenn ein Segment aus mehreren
Teilsegmenten besteht, die sich in ihren Merkmalen unterscheiden, aber derselben Klasse angehoéren (z.B.
Mais und Weizen der Objektklasse Ackerland). Die Merkmalswerte des gesamten Segmentes kdnnten mit
den Merkmalswerten eines Segmentes einer anderen Objektklasse (z.B. Griinland) iibereinstimmen. Auch in
einem solchen Fall wird das Segment falsch klassifiziert. Im Gegensatz zur objektbasierten Klassifikation
konnen bei einer pixelbasierten Klassifikation Fehler, bei der eine Teil eines Segmentes eine andere Nutzung
beinhaltet, z.B. ein Haus, entdeckt werden. Jedoch ist die Unterscheidung zwischen dem unerwiinschten
»Salt-And-Pepper-Effect” und einer tatsachlichen korrekten Detektion einer kleinen Teilfliche mit einer
anderen Nutzung innerhalb eines Segmentes bei der notwendigen Generalisierung fiir die pixelbasierte
Klassifikation eine Herausforderung.

? In der Literatur wird der Begriff Objekt oft fiir ein Bildsegment benutzt, dessen Pixel dhnliche Eigenschaften besitzen. Die
Grenze eines solchen Segmentes stimmt in den meisten Fillen nicht mit der Grenze eines GIS-Objektes iiberein. Es muss daher
zwischen einem Segment und einem GIS-Objekt unterschieden werden. Wenn in dieser Arbeit ein GIS-Objekt gemeint ist, wird
dies explizit angegeben. Wird der Begriff Segment (oder Objekt) benutzt, ist ein Segment gemeint, dessen Pixel dhnliche
Eigenschaften besitzt.
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Eine Kombination beider Verfahren (pixel- und objektbasiert) ist daher sinnvoll, um die Vorteile beider
Verfahren zu nutzen.

2.1.2. Merkmale fiir die Klassifikation

Ein Uberblick iiber Klassifikationsmethoden ist in (Lu und Weng, 2007) gegeben. Lu und Weng (2007)
betonen die Herausforderung der Klassifikation fernkundlicher Daten, die von vielen Faktoren beeinflusst
werden, wie z.B. die Komplexitdt der Landschaft. Ebenfalls wird herausgestellt, dass neben den spektralen
Merkmalen texturelle Merkmale und Kontextinformationen mit steigender rdumlicher Auflésung an
Bedeutung gewinnen. Bei der Klassifikation landwirtschaftlicher Flachen kommen zuséatzlich auch texturelle,
strukturelle und geometrische Merkmale sowie weitere Merkmale zum Einsatz.

2.1.2.1. Spektrale Merkmale

Spektrale Merkmale enthalten Informationen iiber die Reflexionseigenschaften von Objekten und hingen
nicht nur von der Objektklasse selbst, sondern auch von anderen Bedingungen wie dem Stadium der
Vegetation (phinologische Anderungen), dem unterschiedlichen Feuchtigkeitsgehalt der Blitter sowie dem
Stand der Sonne oder der Bodenbeschaffenheit zum Zeitpunkt der Aufnahme ab. Spektrale Merkmale
basieren auf der vom Sensor aufgezeichneten elektromagnetischen Strahlung (Albertz, 2009).

Man unterscheidet einzelne Systeme der Datenaufnahme nach den Wellenbereichen der aufgezeichneten
elektromagnetischen Strahlung, wobei die betreffenden Spektralbereiche Kandle genannt werden. Von
einem multispektralen System spricht man, wenn gleichzeitig mehrere Messwerte in verschiedenen
Wellenldngenbereichen erfasst und aufgezeichnet werden (Albertz, 2009). Zum Beispiel zeichnet IKONOS
multispektrale Bilder mit vier Kanalen auf, deren Wellenldngenbereiche in Tabelle 1 zusammengefasst sind.

Kanal Wellenldnge [um]
(1) Blau 0,445- 0,516
(2) Griin 0,506- 0,595
(3) Rot 0,632- 0,698
(4) Nahes Infrarot 0,757- 0,853

Tabelle 1: Wellenldngenbereiche eines multispektralen IKONOS-Bildes.

An Hand unterschiedlicher spektraler Merkmale ist die Trennung von Objekten verschiedener Klassen
moglich. Die spektralen Merkmale konnen direkt oder indirekt zur Klassifizierung verwendet werden. Bei
einer direkten Verwendung der Informationen wird direkt auf die vom Sensor registrierten Daten
zuriickgegriffen. Eine Méoglichkeit, die Reflexionseigenschaften indirekt zur Trennung unterschiedlicher
Objektklassen zu benutzen ist die Ableitung von Merkmalen aus den Farbkanilen, wie z.B. des Normalized
Difference Vegetation Index (NDVI), der sich besonders gut fiir die Trennung von Flachen mit und ohne
Vegetation eignet (Lillesand und Kiefer, 2000).

Haufig verwendete spektrale Merkmale pro Segment bzw. innerhalb der lokalen Nachbarschaft eines Pixels
werden jeweils fiir jeden Farbkanal und wenn moglich auch fiir den NDVI bzw. andere Indices berechnet und
kénnen sein:
e  Mittelwert,
Standardabweichung,
Maximum und Minimum,
Differenz aus Maximum und Minimum,
Am haufigsten auftretender Wert,
Medianwert.

Wenn Segmente aus einer Klasse bestehen, sind die berechneten spektralen Merkmale reprasentativ fiir die
Klasse innerhalb des Segmentes. Betrachtet man nur die lokale Umgebung eines Pixels, so kdnnen
verschiedene Klassen in der Umgebung auftreten. Eine Zuweisung des zentralen Pixels zu einer Klasse kann
daher zu einer Falschklassifizierung des Pixels fiihren.

Spektrale Merkmale werden in zahlreichen Verdffentlichungen verwendet, darunter auch in den Arbeiten
von Haralick et al. (1974), Fung und Chan (1994), Ruiz et al. (2004, 2007), Itzerott und Kaden (2006, 2007),
Margal und Cunha (2007), Balaguer et al. (2010), Peled und Gilichinsky (2010) sowie Recio et al. (2011). Sie
bieten ein gutes Mittel zur Klassifikation landwirtschaftlicher Nutzflachen. Bezogen auf Acker- und Griinland
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gibt es jedoch innerhalb eines Jahres Zeitpunkte, bei denen sich die spektralen Merkmale dieser beiden
Klassen nicht unterscheiden. Die alleinige Verwendung spektraler Merkmale fiir die Klassifikation von
Acker- und Griinland ist also insbesondere fiir monotemporale Aufnahmen problematisch.

2.1.2.2. Texturelle Merkmale

Das Wort ,Textur stammt vom lateinischen Wort ,texere” bzw. ,textura“ ab und bedeutet so viel wie
,Gewebe“. Die Definition nach Ténnies (2005, S. 213) lautet: ,Unter der Textur einer Region versteht man
eine gemeinsame Eigenschaft der Grauwertverteilung dieser Region, die auf eine Bildungsregel
zuriickzufithren ist.“ Die unterschiedlichen Variationen der Grauwerte, d.h. die Textur bzw. die enthaltenen
Muster unterscheiden sich fiir verschiedene Objektklassen in Luft- und Satellitenbilder. Mit Hilfe der Textur,
oder besser Merkmalen, die die Textur beschreiben, ist es moglich, zwischen unterschiedlichen
Objektklassen zu differenzieren.

Haufige Methoden, die zur Beschreibung der Textur einer Region eingesetzt und zur Ableitung von
Merkmalen fiir die Klassifikation landwirtschaftlicher Nutzflichen verwendet werden, sind:

e Grey Level Co-Occurrence Matrix (GLCM)

e Neighborhood Gray-Tone Difference Matrix (NGTDM)

Die GLCM wurde von Haralick et al. (1973) eingefiihrt. Die GLCM beschreibt die Haufigkeit des gemeinsamen
Vorkommens von Grauwerten von Pixeln mit Abstand 4 in Richtung a. Aus der GLCM kdnnen Mafde
bestimmt werden, die die Textur einer Region naher beschreiben. In Haralick et al. (1973) werden insgesamt
14 Texturmafle vorgestellt, von denen die am haufigsten verwendeten Mafde Energie, Kontrast, Homogenitat
und Korrelation sind. Detaillierte Informationen iiber das Aufstellen der GLCM sowie das Ableiten von
Mafien aus der GLCM zur Klassifikation kénnen (Haralick et al,, 1973) und (Tonnies, 2005) entnommen
werden. Die Haralick-Merkmale werden u.a. in der Veroffentlichung von Haralick et al. (1973) selbst sowie
in den Veroffentlichungen von Smits und Annoni (1999), Gong et al. (2003), Ruiz et al. (2004, 2007),
Balaguer et al. (2010), Miiller et al. (2010) und Recio et al. (2011) zur Klassifikation von landwirtschaftlichen
Flachen benutzt. Dabei konnten immer nur landwirtschaftliche Flachen von nicht landwirtschaftlichen
Flachen abgegrenzt werden. Die Unterscheidung zwischen verschiedenen landwirtschaftlichen Flachen mit
Hilfe von Merkmalen, die ausschliefdlich aus der GLCM abgeleitet wurden, konnte keine zufriedenstellenden
Ergebnisse erbringen.

Das Verfahren der NGTDM wurde von Amadasun und King (1989) eingefiihrt. Bei der NGTDM spielen die
Differenzen der Grauwerte der jeweiligen Bildpunkte und der Grauwerte der jeweiligen lokalen Nachbarn
eine wichtige Rolle. Die NGTDM ist definiert als ein Vektor und hat so viele Eintrage wie Grauwerte im Bild
vorhanden sind. Der i-te Eintrag der NGTDM wird als die Summe der Grauwertdifferenzen zwischen allen
Bildpunkten mit dem Grauwert i und deren jeweiligen lokalen Nachbarn bestimmt. Aus der NGTDM lassen
sich dhnlich wie bei der GLCM verschiedene Texturmafie wie z.B. Komplexitdat und Texturstirke ableiten.
Detaillierte Informationen zur Aufstellung der NGTDM sind (Amadasun und King, 1989) zu entnehmen. Die
NGTDM und daraus abgeleitete Texturparameter wurden in der Arbeit von Rengers und Prinz (2009) fiir die
Klassifikation von Fernerkundungsdaten genutzt. Auch hier konnte dhnlich wie bei der GLCM zwar zwischen
landwirtschaftlich und nicht-landwirtschaftlich genutzten Flachen unterschieden werden, zwischen
unterschiedlich landwirtschaftlich genutzten Flachen (hier: Acker- und Griinland) konnte jedoch nicht
getrennt werden.

2.1.2.3. Strukturelle Merkmale
Strukturelle Merkmale sind Merkmale, die spezielle Strukturen in einer Region (z.B.
Bearbeitungsstrukturen) beschreiben. Basierend auf diesen Merkmalen ist die Klassifikation der Region
moglich. Strukturelle Merkmale konnen mittels unterschiedlicher Techniken ermittelt werden, z.B.
e Semi-Variogramm,
Autokorrelation,
Houghtransformation,
Fouriertransformation,
Gradientenhistogramme.

Das Semi-Variogramm wird verwendet, um die rdumliche Variation von Grauwerten in Bildern zu messen.
Es ist ein Diagramm, in dem die Semivarianz und Distanz gegeneinander aufgetragen werden. Ndhere
Informationen, eine allgemeine Herleitung sowie eine Einfiihrung zur Nutzung von Semi-Variogrammen in
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der Fernerkundung sind in (Wackernagel, 2003), (Woodcock et al.,, 1988a) und (Woodcock et al., 1988b)
sowie in (Curran, 1988) und (Curran, 2001) gegeben. Fiir die Extraktion von Merkmalen zur Klassifikation
landwirtschaftlicher Flachen werden in (Ruiz et al., 2004), (Trias-Sanz, 2006), (Ruiz et al., 2007), (Balaguer
et al, 2010) und (Recio et al, 2011) Merkmale aus dem Semi-Variogramm abgeleitet und diese dann
erfolgreich fiir die Klassifikation eingesetzt. Trias-Sanz (2006) benutzt ausschlief}lich Merkmale, die aus
einem Semi-Variogramm fiir die Trennung unterschiedlicher landwirtschaftlicher Flachen abgeleitet sind
und kann zufriedenstellende Ergebnisse damit erzielen. Diese Arbeit zeigt aber auch, dass es zu Problemen
kommen kann, wenn in einem Segment eine nicht homogene Flache vorliegt, z.B. wenn sich der Abstand der
Strukturen im Segment oder die Hauptbewirtschaftungsrichtung selbst dndert.

Die Autokorrelation beschreibt die Korrelation eines Signales mit sich selbst als Funktion des Abstandes, d.h.
wie stark ein Signal mit sich selbst korreliert ist. Die Autokorrelation wird meist auf zeitliche Signale
angewandt, kann aber auch auf raumliche Signale wie Bilder angewandt werden (Cliff und Ord, 1981). Starke
Autokorrelation ist in Bildern mit regelméf3igen Strukturen zu finden, wie z.B. einer Plantage. Das Verfahren
mittels Autokorrelation ist besonders in Gebieten geeignet, die regelmaflig wiederkehrende Strukturen
besitzen, es reagiert jedoch sehr sensibel auf Ungleichmafigkeiten wie z.B. Abweichungen der Abstdnde
zwischen Bdumen einer Plantage oder Bewirtschaftungsspuren eines Ackerlandes. Wenn z.B. Bdume in einer
Plantage oder Bewirtschaftungsspuren im Bild eines Ackerlandes nicht zu erkennen sind, kann mit dem
Verfahren kein zuverlassiges Ergebnis erreicht werden. Ein Beispiel fiir die Anwendung der Autokorrelation
zur Klassifikation von landwirtschaftlichen Flachen, speziell Weinanbauflachen und Plantagen in IKONOS-
Bildern, wird in (Warner und Steinmaus, 2005) vorgestellt.

Die Houghtransformation ist eine Technik zur Detektion von parametrisierbaren Objekten wie Linien und
Kreisen aus Bildern unter Verwendung eines geeigneten Akkumulationsraumes (genannt Hough-Raum). Als
Eingangsbild dient ein bindres Bild, das die Objekte von Interesse enthdlt (z.B. ein Kantenbild mit
Bearbeitungsspuren eines Ackerlandobjektes). Im Hough-Raum sind die parametrisierten Objekte als
Maxima zu erkennen. Zum Beispiel konnen Linien mittels Winkel zwischen Normalenvektor und der x-Achse
(¢) sowie dem Abstand der Linie vom Koordinatenursprung (d) parametrisiert werden. Erscheinen also im
Hough-Raum mehrere Maxima mit demselben ¢, dann liegen im Eingangsbild mehrere parallele Linien vor.
Dabei konnen die Linien unterbrochen sein. Ndhere Informationen sind u.a. (Jahne, 2002), (Ténnies, 2005)
zu entnehmen. Ist das Eingabebild ein bindres Kantenbild einer Ackerfliache, so konnen auf diese Weise die
Hauptbewirtschaftungsrichtung der Ackerfliche und auch die Abstinde zwischen den Bewirtschaftungs-
spuren bestimmt werden. Aus dem Hough-Raum werden dann Merkmale abgeleitet (z.B. nicht nur das
Vorhandensein einer Hauptbewirtschaftungsrichtung, sondern auch die mittleren Abstinde zwischen den
Bewirtschaftungsspuren), die zur Klassifikation von landwirtschaftlichen Nutzflachen dienen, was u.a. in den
Arbeiten von Ruiz et al. (2004, 2007), Balaguer et al. (2010) und Recio et al. (2011) dargestellt wird.
Merkmale, abgeleitet aus einem Spezialfall der Houghtransformation, werden in (Chanussot et al., 2005) und
(Trias-Sanz, 2006) zur Klassifikation landwirtschaftlicher Flachen genutzt. Die Houghtransformation setzt
immer die erfolgreiche Detektion der Objekte von Interesse (z.B. der Bearbeitungsspuren) voraus, wobei die
Technik nicht sensibel auf z.B. kleine Liicken im Kantenbild reagiert. Die Ableitung der Merkmale aus dem
Hough-Raum stellt sich dabei als kompliziert dar, was die Zuverlassigkeit der abgeleiteten Merkmale
beeinflussen kann (Trias-Sanz, 2006).

Die Fouriertransformation zerlegt ein Signal wie ein Bild in eine Summe von Sinus- und Cosinus-Kurven
unterschiedlicher Amplitude, Phase und Frequenz. Ndhere Angaben sind u.a. in (Ténnies, 2005) gegeben.
Sind in einem Bild regelméfiige Strukturen wie Bearbeitungsspuren in Ackerflichen oder Baumreihen in
Plantagen vorhanden, so ist dies im Amplitudenbild an Hand von Maxima zu erkennen. Aus dem
Amplitudenbild koénnen daher Merkmale abgeleitet werden, durch die eine Unterscheidung von
Objektklassen mdglich ist. Fouriertransformationen zur Detektion von regelmafdigen Strukturen werden in
(Wassenaar et al., 2002), (Chanussot et al., 2005) und (Delenne et al.,, 2007) angewendet. Spezielle Formen
der Fouriertransformation werden in (Rabatel et al., 2008), (Delenne et al.,, 2008), und in (Ranchin et al,
2001) fiir die Klassifikation landwirtschaftlicher Flichen verwendet. Ahnlich wie bei dem Verfahren der
Autokorrelation sind auch Verfahren, basierend auf der Fouriertransformation, beschriankt auf Objekte, die
streng gleichmaflige Strukturen enthalten, was bei Ackerland nicht immer gegeben ist. Fiir die Ableitung von
zuverldssigen Merkmalen aus dem Amplitudenbild muss oft Vorwissen, wie der Abstand zwischen
Pflanzreihen, bekannt sein, um die Suche nach Maxima einschrianken zu konnen. Dies ist bei manchen
Objektarten wie Weinanbauflachen oft gegeben. Bei Ackerland hingegen kénnen die Abstinde der
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Pflanzreihen bzw. Bewirtschaftungsspuren je nach Fruchtart und verwendeter Bewirtschaftungsmaschinen
stark schwanken und stehen im Normalfall nicht zur Verfiigung.

Das Gradientenhistogramm (histogram of gradients) stellt die Haufigkeit des Vorkommens einer Gradienten-
richtung (gradient orientation), gewichtet durch die Gradientenstarke (gradient magnitude), dar. Grundlage
fir die Berechnung des Gradientenhistogramms ist eine vorausgegangene Berechnung der
Gradientenrichtung und - stirke. Besitzt ein Bild viele starke Kanten mit derselben Richtung, bildet sich im
Gradientenhistogramm ein Maximum heraus. Merkmale, die aus dem Gradientenhistogramm abgeleitet
werden, konnen in die Klassifikation landwirtschaftlicher Flachen eingehen; Beispiele sind in (Ruiz et al,
2004), (Ruiz et al., 2007), (Balaguer et al., 2010), (Hoberg und Rottensteiner, 2010) und (Recio et al., 2011)
zu finden. In den Publikationen von Ruiz et al. (2004, 2007), Balaguer et al. (2010) und Recio et al. (2011)
werden genauso wie in (Hoberg wund Rottensteiner, 2010) Merkmale basierend auf
Gradientenhistogrammen neben Merkmalen aus weiteren Verfahren genutzt. Es ist jedoch anzumerken, dass
der Schwerpunkt der Arbeit von Hoberg und Rottensteiner (2010) auf der Trennung von Siedlung und Nicht-
Siedlung lag. In (Hoberg und Miiller, 2011) werden landwirtschaftliche Flachen Kklassifiziert. Hoberg und
Miiller (2011) verzichten gegeniiber Hoberg und Rottensteiner (2010) auf Merkmalen aus dem
Gradientenhistogramm, da sie nach eigenen Angaben keine Verbesserung der Ergebnisse mit diesen
Merkmalen fiir landwirtschaftliche Flachen erzielen konnten. Stattdessen werden in (Hoberg und Miiller,
2011) spektrale Merkmale aus multispektralen Bilddaten verwendet.

2.1.2.4. Geometrische Merkmale

Weitere Merkmale kénnen aus den vorliegenden GIS-Daten abgeleitet werden. Lu und Weng (2007) stellen
heraus, dass die Integration von Fernerkundungsdaten und GIS-Daten signifikant zur
Klassifikationsverbesserung beitragt. Auch Wilkinson (1996) beschreibt die Nutzung von GIS-Daten als
erganzende Information, um abgeleitete Produkte aus Fernerkundungsdaten zu verbessern.

Merkmale, die aus dem GIS abgeleitet werden kdnnen, sind u.a. folgende Merkmale eines GIS-Objektes:

e Form,

e Kompaktheit,
e Flache,

e Umfang.

In den Arbeiten von Ruiz et al. (2004, 2007), Balaguer et al. (2010) sowie Recio et al. (2011) werden
Formmerkmale verwendet, um das Ergebnis einer Klassifikation unterschiedlicher landwirtschaftlicher
Flachen zu verbessern. Eine Klassifikation landwirtschaftlicher Nutzflachen an Hand reiner Formmerkmale
wurde noch nicht durchgefiihrt. Der Erfolg eines solchen Ansatzes ist zu bezweifeln, da die Form nicht
immer die Eigenschaften eines GIS-Objektes zuverldssig beschreibt.

Formmerkmale konnen nicht nur aus dem GIS abgeleitet, sondern auch fiir Segmente, die mittels
Segmentierung bestimmt wurden, berechnet werden, wie dies z.B. in der Arbeit von Peled und Gilichinsky
(2010) geschieht.

2.1.3. Beispiele fiir die Klassifikation landwirtschaftlicher Flachen
Nach den verschiedenen Klassifikationsansatzen sowie Merkmalen, die zur Klassifikation
landwirtschaftlicher Flachen eingesetzt werden, konnen nun die Ansdtze zur Klassifikation
landwirtschaftlicher Nutzflichen detailliert beschrieben werden. Die Ansdtze sind gruppiert nach den
Merkmalen, die fiir die Klassifikation verwendet werden, beginnend mit Verfahren, die Merkmale aus nur
einer, anschlieflend zweier und abschlief3end mehr als zwei Merkmalsgruppen benutzen.

2.1.3.1. Klassifikation mittels spektraler Merkmale

Rein spektrale Merkmale fiir die Klassifikation landwirtschaftlicher Flachen kommen unter Verwendung von
monotemporalen multispektralen hochaufgelosten Bilddaten mit einer geometrischen Auflésung zwischen
0,5 und 1 m nur selten zum Einsatz. Eine Ausnahme ist bei Fung und Chan (1994) zu finden. Eine Vielzahl
von Beispielen gibt es fiir die Verwendung rein spektraler Merkmale fiir die Klassifikation multitemporaler
Satellitenbilder mittlerer Auflésung (4 bis 30 m), u.a. in (Gong et al,, 2003), (Hall et al,, 2003), (Itzerott und
Kaden, 2006), (Itzerott und Kaden, 2007), (Mar¢al und Cunha, 2007) und (Hall et al., 2008).
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Fung und Chan (1994) verwenden ein SPOT-Bild fiir die Klassifikation von 8 urbanen Klassen. Als
Klassifikationsalgorithmus diente zundchst eine k-means-Klassifikation, mit der 40 spektrale Klassen im Bild
gefunden und anschlieféend zu 8 urbanen Klassen zusammengefasst werden. Bei der Evaluation konnte eine
overall accuracy von 84,4% und ein Kappa-Koeffizient von 81,9% erreicht werden. Dies ist ein sehr gutes
Ergebnis, leider decken die Klassen in (Fung und Chan, 1994) nur bedingt die Klassen ab, die Teil der
vorliegenden Arbeit sind.

Itzerott und Kaden (2006, 2007) nutzen eine multitemporale Analyse fiir die Klassifikation
landwirtschaftlicher Nutzflichen wie verschiedene Getreidesorten und Feldgras mittels NDVI-Normkurven.
Die NDVI-Normkurven werden fiir eine objektbasierte Klassifikation mittels Box- bzw. ML-
Klassifikationsverfahren verwendet. Datengrundlage sind vier Landsat-Bilder, die innerhalb eines Jahres
aufgenommen wurden sowie ein Schlagkataster. Itzerott und Kaden (2006, 2007) konnten mit der
spektralen multi-temporalen Analyse eine overall accuracy von 65,7% mit dem Box-Klassifikationsverfahren
und von 72,8% mit dem ML-Klassifikationsverfahren erreichen. Die Ubertragung des Ansatzes innerhalb des
Gebietes sowie auf angrenzende Gebiete auf ein anderes Jahr ist nach Angaben der Autoren moglich. In
diesem Fall muss vor der Klassifikation eine Einpassung der Aufnahmezeitpunkte in das Normjahr der
phénologischen Entwicklung der Kulturen erfolgen, was nicht immer einfach ist, da die Phanologie in
unterschiedlichen Gebieten teils erheblich variieren kann. Eine Limitierung des Ansatzes liegt vor, wenn die
Anzahl und die Zeitpunkte der Aufnahmen im Anbaujahr nicht ausreichend sind.

Ebenfalls unter Verwendung des NDVI aus einem multitemporalen Datensatz unter Nutzung eines Schlag-
katasters bestimmen Marcal und Cunha (2007) Weingdrten. Bei dem Datensatz handelt es sich um neun
SPOT 5 Bilder, aufgenommen in den Jahren 2002, 2003 und 2005 sowie vier Bilder des Satelliten Chris Proba
(17 m Bodenauflésung, 18 Kanale im Bereich rot bis infrarot) aus dem Jahr 2006. Neben den Durchschnitts-
NDVI-Werten werden ebenfalls das Minimum, das Maximum, die Standardabweichung und der Median des
NDVI-Wertes jedes GIS-Objektes verwendet. Mar¢al und Cunha (2007) stellen im Abschluss ihres Artikels
heraus, dass die abgeleiteten Merkmale aus den NDVI-Bildern geeignet sind, um eine Klassifizierung von
Weinanbaufldchen durchzufiihren. Quantitative Aussagen werden nicht gemacht.

Spektrale Merkmale werden nicht nur fiir die Klassifikation, sondern auch fiir die Analyse der Beschaffenheit
von Pflanzen genutzt. Exemplarisch sollen hier die Arbeiten von Hall et al. (2003, 2008) vorgestellt werden,
die die Lage und weitere Eigenschaften wie Biomasse, Form und Groéfie von Weinreben in Weinanbaufldchen
betrachten. Bei der Klassifikation handelt es sich um eine pixelbasierte Klassifikation eines multi-temporalen
Bilddatensatzes, bestehend aus drei multispektralen Luftbildern (25 cm Auflésung), aufgenommen zu
unterschiedlichen Zeitpunkten innerhalb eines Jahres zu phanologisch wichtigen Zeitpunkten innerhalb der
Sommermonate. Der Bewuchs zwischen und unter den Weinreben wurde eine Woche vor der Befliegung
entfernt, so dass eine Trennung zwischen Wein und Boden mittels einfachen NDVI-Schwellwerts bestimmt
werden kann. Nach der Trennung von Weinrebe und Boden werden die Lage und Ausrichtung der
Pflanzreihen bestimmt. Anschliefdend werden Gréf3e und weitere Eigenschaften der Weinrebe aus dem NDVI
abgeleitet. Hall et al. (2003, 2008) standen sehr umfangreiche Vorinformationen wie Abstand zwischen den
Pflanzen und zwischen den Pflanzenreihen sowie die Hangneigung und Traubenart zur Verfiigung, was fr
Klassifikationsaufgaben eine Ausnahme darstellt. Nahere Aussagen, wie der Schwellwert zur Bestimmung
von Weinrebe und Boden getroffen wurde, werden nicht gemacht. Aufierdem ist es nicht immer méoglich, die
von Hall et al. (2003, 2008) durchgefiihrten Vorbereitungsschritte vor jeder Befliegung vorzunehmen,
speziell das Entfernen von Pflanzen, die keine Weinreben sind.

2.1.3.2.  Klassifikation mittels textureller Merkmale

Ausschliefdlich texturelle Merkmale unter Anwendung von Texturparametern, abgeleitet aus der GLCM,
werden in (Smits und Annoni, 1999) verwendet. Ziel dieser Arbeit ist die Aktualisierung eines CLC-GIS-
Datensatzes, speziell der Klassen Siedlung, Industrie und landwirtschaftliche Fldche. Zur Klassifikation
werden aktuelle Satellitendaten (10 m oder besser), u.a. des IRS-1C- Satelliten (panchromatische Bilder mit
einer spektralen Auflosung von 5,8 m) verwendet. Die pixelbasierte Klassifikation mittels MRF wird u.a. mit
Hilfe der Haralick-Merkmale Energie, Entropie, Homogenitiat und Kontrast durchgefiihrt. Es werden keine
Aussagen getroffen, wie die pixelbasierte Analyse auf GIS-Objekte libertragen wird. Die overall accuracy fir
landwirtschaftliche Flachen der pixelbasierten Klassifikation lag bei 98%, wobei eine weitere Unterteilung
der landwirtschaftlichen Flachen (wie z.B. in Acker- und Griinland) nicht erfolgte. Dieser Ansatz ist geeignet,
landwirtschaftliche Flachen gegeniiber nicht landwirtschaftlichen Flichen abzugrenzen, jedoch kdnnen
keinerlei Aussagen zur Trennung unterschiedlicher landwirtschaftlicher Objektarten gemacht werden.
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Ziel von Rengers und Prinz (2009) ist die Klassifikation der CLC-Landnutzungsklassen Ackerland, Wald,
Wasser, Griinland und urbane Fldchen. Zunichst wird dafiir das Eingabebild in ein Grauwertbild
umgewandelt. Nachdem Segmente mittels Schachbrettsegmentierung des Bildes erzeugt wurden, werden
Mafle wie Komplexitdt und Texturstdrke, abgeleitet aus der NGTDM, fiir jedes Segment berechnet. Das
Ergebnis zeigt, dass die Trennung von Acker- und Griinland nicht méglich ist, die vereinte Klasse Acker- und
Griinland dafiir aber sicher von allen anderen Klassen getrennt werden kann. Warum das Eingangsbild in ein
Grauwertbild umgewandelt wird und damit wertvolle Farbinformationen bei der Klassifikation nicht
beriicksichtigt werden, wird nicht geklart. Es wird ebenfalls nicht erldautert, wie das Grauwertbild erstellt
wird. Aufierdem werden keine Angaben liber die Grofie der Segmente gemacht.

2.1.3.3.  Klassifikation mittels struktureller Merkmale

Trias-Sanz (2006) benutzt das Semi-Variogramm fiir die objektbasierte Klassifikation von GIS-Objekten
eines Schlagkatasters mit den Objektklassen Wald, bepflanzte und unbepflanzte Ackerlandfldchen, Plantagen
sowie Weingdrten unter Nutzung eines RGB Luftbildes mit einer Bodenauflésung von 50 cm. Diese
Objektklassen unterscheiden sich durch ihre Hauptbewirtschaftungsrichtungen und die unterschiedlichen
Abstinde der Bewirtschaftungsrichtungen (Periodizitdt). So besitzt Wald keine Hauptbewirtschaftungs-
richtung, Ackerlandfidchen eine und Plantagen und Weinbaufldchen zwei, wobei sich die beiden Klassen
durch ihre Periodizitdt unterscheiden. Die Erstellung des Semi-Variogramms erfolgt fiir den inneren Bereich
jedes GIS-Objektes. Nachdem im Semi-Variogramm Extremwerte berechnet wurden, wird mittels der
Extrema untersucht, ob keine oder mindestens eine Hauptrichtung vorliegt. Keine Hauptrichtung liegt vor,
wenn im Semi-Variogramm hoéhere Werte in der Nidhe des Ursprungs auftreten, verglichen zu denen, die
weiter vom Ursprung entfernt liegen. Liegt mindestens eine Hauptrichtung vor, wird das Semi-Variogramm
interpoliert und in einen geeigneten Akkumulationsraum (r, «) liberfiihrt, der nicht naher bezeichnet wird.
r und a dieses Akkumulationsraums sind dabei vergleichbar mit den Groéfien d und ¢ des Hough-Raums.
Warum das Semi-Variogramm interpoliert wird, ist nicht bekannt. Gibt es parallele Strukturen mit einer
einheitlichen Hauptrichtung im Bild, so entstehen mehrere Maxima mit gleichem a im Akkumulationsraum.
Die Haufigkeit, mit der eine Richtung vorkommt, kann mit Hilfe eines Histogramms, abgeleitet aus dem
Akkumulationsraum, bestimmt werden. Das Maximum dieses Histogramms entspricht der Hauptrichtung im
Bild. Die Periodizitdt wird ermittelt, indem entlang der bestimmten Hauptrichtung im Semi-Variogramm ein
Schnitt durchgefiihrt und ein weiteres Histogramm abgeleitet wird. In dem so entstandenen zweiten
Histogramm werden zunidchst die Extrema mittels Wasserscheidentransformation bestimmt. Aus den so
bestimmten Extrema wird ein Starkemafd abgeleitet, mit dessen Hilfe bestimmt wird, ob im Histogramm
mehrere signifikante Maxima enthalten sind. Ist dies der Fall, kann aus diesen signifikanten Maxima die
Periodizitdt zwischen den im Bild vorhandenen parallelen Strukturen bestimmt werden. Das Vorhandensein
einer Hauptrichtung und eine eventuell vorhandene Periodizitit werden fiir eine regelbasierte Klassifikation
benutzt, bei der eine overall accuracy von 95,5% erreicht wird. Der in (Trias-Sanz, 2006) beschriebene
Ansatz kann fiir die Trennung einer grofen Anzahl landwirtschaftlicher Nutzflichen verwendet werden.
Schwierigkeiten kdnnen auftreten, wenn es sich um eine nicht homogene Flache im GIS-Objekt handelt, z.B.
sich der Abstand der parallelen Strukturen oder die Hauptbewirtschaftungsrichtung selber andert.
Aufderdem ist eine weitere Voraussetzung fiir diesen Algorithmus das Vorhandensein eines Schlagkatasters.

Warner und Steinmaus (2005) verwenden die Autokorrelation fiir eine pixelbasierte Klassifikation von
Weingdrten und Plantagen in IKONOS-Bildern. Nachdem das Eingabebild geglattet und zu kleine GIS-Objekte
entfernt wurden, wird eine quadratische, fiir die Objektklasse charakteristische Mustermatrix (ein
Bildausschnitt, hier Kernel genannt) innerhalb eines GIS-Objektes gewahlt. Die Gréfie des Kernels wird vom
Benutzer vorgegeben; Aussagen, wie der Kernel gewéahlt wird, werden nicht gemacht. Der Kernel wird in der
lokalen Nachbarschaft (Suchmatrix) entlang der vier Hauptrichtungen sowie beider Diagonalen bewegt und
pro Pixel und Richtung wird der Autokorrelationswert bestimmt. Wenn die Entfernungen der
Korrelationsmaxima ungefidhr gleichabstiandig sind, liegt ein Bildausschnitt mit gleichmafiigen Strukturen
vor, was ein Hinweis auf Weingdrten oder Plantagen ist. Ein Weingarten- oder Plantagenpixel liegt vor, wenn
mindestens 5 Maxima vorhanden sind und eine Varianz zwischen den Abstdnden der Maxima nicht gréfier
als ein zuvor definierter Schwellenwert vorliegt. Evaluiert wurde der Ansatz in einem Gebiet, in dem neben
Plantagen auch Weingdrten, Getreide und Griinland zu finden waren. Als Kernelgréfie wurden 21 x 21 Pixel
und als lokale Nachbarschaft 25 x 25 Pixel festgelegt. Es konnte eine overall accuracy von 95,4% und ein
Kappa-Koeffizient von 90% erreicht werden, wobei die mittlere user’s accuracy iiber alle Objektklassen bei
95,3% und die mittlere producer’s accuracy iiber alle Objektklassen bei 91,2% lag. Das Ergebnis wird mit
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einem Klassifikationsergebnis verglichen, das mittels einer ML-Klassifikation von Haralick-Merkmalen
entstand. Dabei wurden ca. 25% der Objekte als Trainingsdaten benutzt. Die so erzielte overall accuracy lag
bei 86,5%, der Kappa-Koeffizient bei 70,1%, die mittlere user’s accuracy iiber alle Objektklassen bei 74,4%
und die mittlere producer’s accuracy iber alle Objektklassen bei 75,9%. Das Verfahren mittels
Autokorrelation ist besonders bei grofien Gebieten mit regelméfiig wiederkehrenden Strukturen geeignet.
Als positiv wird in der Veroffentlichung herausgestellt, dass neben der Klassifikation auch zusatzliche
Merkmale wie die Pflanzrichtung und der Pflanzabstand ermittelt werden koénnen, wobei dies mittels
anderer Techniken wie die des Semi-Variogramms auch mdoglich ist. Ein weiterer Vorteil ist, dass ein
Training nicht erforderlich ist. Ein Nachteil dabei ist, dass die Gleichabstdandigkeit der Baume/Pflanzen fiir
diesen Algorithmus eine Voraussetzung ist und viele Parameter vom Benutzer eingestellt werden miissen
(z.B. die Grofe des Kernels).

Wassenaar et al. (2002) wenden eine Fouriertransformation zum Suchen von raumlichen Strukturen in GIS-
Objekten eines Schlagkatasters zur objektbasierten Klassifikation von Weingdrten, Plantagen sowie
Getreide/Brachfldchen an. Zur Verfiigung stehen Luftbilder mit 25 cm Bodenaufldsung, wobei fiir die
Analysen auf Grund des guten Kontrastes zwischen Vegetation und Nicht-Vegetation nur der Rotkanal
verwendet wird. Die Fouriertransformation wird nur auf den inneren Bereich des GIS-Objektes angewendet.
Anschliefend werden im entstandenen Amplitudenbild Maxima gesucht, die Suche wird unter Anwendung
von Vorwissen iiber die Abstdnde von Pflanzreihen eingeschrankt. Mittels der detektierten Maxima ist die
Bestimmung der Hauptbewirtschaftungsrichtung sowie der Abstidnde zwischen den Pflanzenreihen moglich.
Beide Merkmale werden fiir die Klassifikation mittels eines baumférmigen Klassifikationsverfahrens
genutzt. Im Testgebiet, das zu 70% aus Weingdrten und u.a. auch aus Getreidefeldern (Winterweizen und
Raps) und kleinen Plantagen besteht, konnten alle Weingdrten erfolgreich detektiert werden. Voraussetzung
fir den in (Wassenaar et al, 2002) vorgestellten Algorithmus ist, dass die Abstdnde der
Bewirtschaftungsspuren im GIS-Objekt konstant und gegeben sind, was im Fall der in dieser
Veroffentlichung zu detektierenden Weinanbaufldchen gilt. Bei Ackerland hingegen konnen die Abstande der
Pflanzreihen bzw. Bewirtschaftungsspuren je nach Fruchtart und verwendeter Bewirtschaftungsmaschinen
stark schwanken und stehen im Normalfall nicht zur Verfligung.

Der Schwerpunkt der Arbeit von Delenne et al. (2007) ist ebenfalls die Klassifikation von Weingdrten und
Nicht-Weingdrten sowie die Bestimmung der Bewirtschaftungsrichtung und des Abstandes zwischen den
Pflanzreihen. Zur Verfiigung stand ein Luftbild mit 50 cm Bodenauflésung. Neben der Anwendung der
Fouriertransformation wird vergleichend auch eine pixelbasierte Klassifikation mit Hilfe des Haralick-
Merkmals Kontrast getestet. Die Anwendung der Fouriertransformation ist angelehnt an den Algorithmus
von Wassenaar et al. (2002). Das Haralick-Merkmal Kontrast wurde nach der Analyse einer Testreihe
verschiedener Haralick-Merkmale als am geeignetsten ermittelt und ausgewahlt. Fiir den Algorithmus
wurde genauso wie in (Wassenaar et al., 2002) nur der Rotkanal verwendet. Fiir die Berechnung der
Merkmale wurde auch die lokale Nachbarschaft (31 x 31 Pixel) um einen Pixel betrachtet. Ergebnis der
Analaysen ist ein ,Weinindex“, der die Bewirtschaftungsrichtung sowie die Periodizitat im Bildausschnitt
beriicksichtig. Da das Ziel die Bewertung von GIS-Objekten ist, ist der finale Schritt, das pixelbasierte
Klassifikationsergebnis auf ein GIS-Objekt zu iibertragen. Ein Objekt muss mindestens zu 75% aus der Klasse
Weingarten bestehen, um als Weingarten bzw. zu mindest 75% aus der Klasse Nicht-Weingartene, um als
Nicht-Weingarten klassifiziert zu werden. Falls keiner der beiden Fille eintritt, wird das Objekt als nicht
klassifizierbar markiert. Der Algorithmus wurde in einem Testgebiet evaluiert, das zu 70% aus Weingarten
bestand. Bei einer Klassifikation mittels Fouriertransformation konnten die Ergebnisse gegeniiber einer
Klassifikation mittels des Haralick-Merkmals Kontrast verbessert werden. Die overall accuracy mittels
Haralick-Merkmal betragt 70,8%, die mittels Fouriertransformation 86,6%. Beide Algorithmen erbringen
bessere Ergebnisse fiir Objekte der Klasse Weingarten als fiir Objekte der Klasse Nicht-Weingarten. Fiir den
Ansatz nach Delenne et al. (2007) gelten dhnliche Kritikpunkte wie fiir den Ansatz nach Wassenaar et al.
(2002), weil er im Wesentlichen auf letzteren basiert.

Ein anderes Verfahren zur Bestimmung von Weinanbaufldchen und speziell fiir die Bestimmung der
Bewirtschaftungsrichtung und des Abstandes der Pflanzreihen wird in (Chanussot et al.,, 2005) vorgestellt.
Auch hier stehen RGB Luftbilder (mit unbekannter Auflésung) zur Verfiigung, wobei das Differenzbild aus
rotem und griinem Kanal erzeugt als Eingangsbild fiir den Algorithmus dient. Die Fouriertransformation
wird auf das Eingabebild eines jeden GIS-Objektes eines Schlagkatasters angewendet. Im jeweils
entstandenen Amplitudenbild sind Maxima orthogonal zur Bewirtschaftungsrichtung der Weinpflanzen zu
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erkennen, die sich wie Streifen durch das Spektrum ziehen. Um diese Streifen zuverlassig einer
Bewirtschaftungsrichtung zuordnen zu konnen, wird auf das Amplitudenbild eine spezielle
Houghtransformation angewendet, wobei keine weiteren Angaben iiber Vorverarbeitung des
Amplitudenbildes gemacht werden. Im Hough-Raum sind Maxima zu erkennen, die mit den
Bewirtschaftungsrichtungen korrespondieren. Neben der Hauptbewirtschaftungsrichtung wird auch der
Abstand zwischen den Reihen der Weinreben aus dem Hough-Raum abgeleitet. Die beschriebenen
Analyseschritte sind Grundlage fiir die Detektion toter Weinpflanzen. Detaillierte Angaben iiber den Erfolg
der Anwendung dieses Algorithmus zur Klassifikation bzw. der Detektion toter Weinpflanzen sind in der
Veroffentlichung nicht gegeben, genauso wenig wie Angaben liber verwendete Parameter oder eine Analyse
der Zuverlassigkeit.

Eine spezielle Fouriertransformation findet Anwendung in den Arbeiten von Rabatel et al. (2008) und
Delenne et al. (2008), in denen Weingdrten klassifiziert sowie deren Grenzen detektiert werden. Es stehen
RGB Luftbilder mit einer Auflésung von 50 cm zur Verfiigung, von denen nur der Rotkanal verwendet wird.
Das Eingabebild wird mittels Schachbrettsegmentierung in 500 x 500 Pixel grofde Segmente zerlegt. Die so
entstandenen Bildsegmente kénnen verschiedene Weingdrten enthalten, die es zu Kklassifizieren und zu
detektieren gilt. Die Analyse beschrankt sich auf den inneren Bereich jedes Segmentes, um Einfliisse des
Randes bei der Fouriertransformation zu vermeiden. Die Hauptidee besteht in der Isolierung der einzelnen
Weingdrten durch Selektion der korrespondierenden Frequenz eines Weingartens im Amplitudenbild.
Detaillierte Aussagen iiber den Erfolg der Klassifikation werden nicht gemacht. Was geschieht, wenn ein
Weingarten grofier als das Segment ist, wird ebenfalls nicht geklart.

2.1.3.4. Klassifikation mittels spektraler und textureller Merkmale

Von Haralick (1973) werden spektrale Merkmale (Mittelwert und Standardabweichung der Grauwerte der
Kanaile) sowie texturelle Merkmale (Energie, Kontrast, Korrelation und Entropie, abgeleitet aus der GLCM),
zur Klassifikation von verschiedenen Landbedeckungsklassen (Kiistenwald, forstliche Nutzfliche, Griinland,
urbane Gebiete, kleine und grofse bewdsserte Felder und Wasser) genutzt. Dafiir stand ein vierkanaliges
multispektrales Satellitenbild von geringer geometrischer Auflosung (ca. 80 m Bodenaufléosung) zur
Verfligung. Die Klassifizierung wurde pixelbasiert unter Beriicksichtigung der lokalen Umgebung der Pixel
durchgefiihrt. Als Klassifikator wurde das LDF-Verfahren verwendet. Bei der Klassifikation konnte eine
overall accuracy von 83,5% erreicht werden, wobei die user’s accuracy von Griinland bei 77,3% lag. Dies
stellt eine Steigerung der overall accuracy gegeniiber der Klassifikation mit nur spektralen Merkmalen (74-
77%) dar. Da die Textur skalenabhingig ist, ist unklar, ob die in (Haralick et al, 1973) erreichten
Genauigkeiten auch fiir Bilder mit einer geometrischen Genauigkeit von nur 0,5 bis 1 m erreicht werden
konnen, wie sie in dieser Arbeit vorliegen.

Gong et al. (2003) verwenden die Haralick-Merkmale Mittelwert, Varianz, Homogenitat, Kontrast, Entropie,
Korrelation, Unahnlichkeit und Tragheitsmoment, abgeleitet aus den NIR-Kanal sowie die spektralen
Merkmale NDVI, ,greenness“ und ,brightness, abgeleitet aus den Kandlen eines vierkanaligen
multispektralen Luftbildes mit einer Bodenauflésung von 2 m fiir die Unterscheidung der Klassen
Weingdrten und Nicht-Weingdrten mittels einer pixelbasierten ML-Klassifikation. Unter Verwendung der
Kombination verschiedener Merkmale konnte eine overall accuracy von maximal 81% erreicht werden,
wobei diese durch verschiedene Nachbearbeitungsschritte bis auf durchschnittlich 87% verbessert werden
konnte. Schwierigkeiten der zuverlassigen Klassifikation von Weingdrten konnten bei diesem Ansatz bei
sehr niedrigen Weinpflanzen festgestellt werden, die haufig mit Gras verwechselt werden. Die texturellen
Merkmale, die in dieser Veroffentlichung gewdahlt werden, reichen daher alleine nicht aus, um Weingdrten
von Griinland zuverlassig trennen zu konnen. Es ist zu bezweifeln, dass mit dieser Methode eine zuverlassige
Trennung von Acker- und Griinland méglich ist.

Das Hauptziel von Hoberg und Rottensteiner (2010) ist der Nachweis, dass durch die Beriicksichtigung von
Kontextwissen das Klassifikationsergebnis verbessert werden kann. Als Beispiel diente die Klassifikation
von Siedlung mittels eines RGB-IKONOS-Bildes. Als Merkmale werden spektrale und texturelle Merkmale
verwendet, die innerhalb zweier unterschiedlich grofier lokaler Nachbarschaft eines Pixels berechnet
werden, die als Skalen bezeichnet werden. Als texturelle Merkmale werden gradientenbasierte Merkmale
benutzt. Um diese zu bestimmen, werden zundchst der Gradientenwert und die Richtung fiir jeden Pixel
innerhalb eines der Skalen entsprechenden Fenster berechnet. Basierend darauf wird fiir jede Skala ein
gewichtetes Histogramm der Gradientenrichtungen erstellt. Aus diesem Histogramm werden Texturmafde
abgeleitet, dazu gehoren der Mittelwert und die Varianz des Histogramms sowie die Anzahl der Maxima im
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Histogramm, die iiber dem Mittelwert liegen. Diese Merkmale liegen fiir jede Skala vor. Zu den spektralen
Merkmalen gehort die Varianz des Farbtones nach Transformation des RGB-Bildes in einen HSV-Farbraum.
Dies erfolgt wiederum fiir jede Skala. Die Klassifikation erfolgte mittels des CRF-Klassifikationsverfahrens,
welches eine producer’s accuracy von bis zu 94,4% und eine user’s accuracy von bis zu 91,6% fiir die
Siedlungsklasse erreichen kann, wihrend mit dem ML-Verfahren fiir diese Klasse eine producer’s accuracy
von bis zu 90,7% und eine user’s accuracy von bis zu 75,8% fiir die Siedlungsklasse erreicht wird. Dieser
Arbeit zeigt, dass die Einbeziehung von Kontextwissen z.B. durch die Wahl des Klassifikationsverfahrens den
Erfolg einer Klassifikation steigern kann. Aus diesem Grund lag der Fokus nicht auf der Eignung der
Merkmale fiir die Klassifikation, im Gegenteil, sie wurden einfach gehalten, sondern in der Eignung des
Klassifikationsverfahrens. Die Merkmale wurden gewahlt, um die Klasse Siedlung klassifizieren zu kénnen.
Der Erfolg dieser Merkmale fiir die Klassifikation von landwirtschaftlichen Nutzflichen ist offen und kann
nicht abschlief3end bewertet werden.

2.1.3.5. Klassifikation mittels spektraler und struktureller Merkmale

In (Ranchin et al,, 2001) erfolgt eine pixelbasierte Klassifikation von Flachen in die Klassen Weingdrten und
Nicht-Weingdrten mittels Falschfarbeninfrarotbild (IRRG) mit hoher Auflésung (50 cm Bodenauflésung). Fiir
die Klassifikationsaufgabe werden sowohl spektrale Merkmale, abgeleitet aus dem griinen Kanal, als auch
strukturelle Merkmale verwendet. Die strukturellen Merkmale basieren auf der Detektion von Linien mittels
Fouriertransformation. Die Liniendetektion beruht auf der Interpretation eines Histogramms, das aus dem
Amplitudenbild abgeleitet wird. Da das Ziel die Bewertung von GIS-Objekten ist, ist der finale Schritt, das
pixelbasierte Klassifikationsergebnis auf ein GIS-Objekt zu {ibertragen, wobei genauso wie bei Delenne et al.
(2007) vorgegangen wird. Mit dem Algorithmus von Ranchin et al. (2001) konnte eine overall accuracy von
82% erreicht werden, wobei Weingdrten etwas zuverldssiger als Nicht-Weingdrten detektiert werden
konnten (user’s accuracy der Klasse Weingarten: 96%; der Klasse Nicht-Weingarten 68%; producer’s
accuracy der Klasse Weingarten: 74 %, der Klasse Nicht-Weingarten 95%). Weitere Analysen ergaben, dass
bei der Verwendung von Bilddaten mit einer Bodenauflésung grofier als 50 cm der Erfolg der
Klassifikationsergebnisse sank. Bei der Ubertragung des Ansatzes auf andere Weinanbauflichen in Italien (1
m Bodenauflésung), Spanien (50 cm Bodenauflésung) und Frankreich (60 cm Bodenauflésung) wurden
weniger gute Ergebnisse erreicht. Zur Anwendung des Algorithmus auf diese Gebiete war neben einer
Anpassung des Algorithmus auf die neuen Bilddaten auch eine Anpassung auf abweichende Eigenschaften
der Pflanzenanbautechnik (u.a. Abstand der Pflanzreihen) notwendig.

2.1.3.6.  Klassifikation mittels spektraler und geometrischer Merkmale

Peled und Gilichinsky (2010) verwenden neben den Merkmalen, abgeleitet aus dem NDVI (Mittelwert und
Standardabweichung), auch geometrische Merkmale (Flache, Kompaktheit - jeweils mit Mittelwert und
Standardabweichung) zur Klassifizierung von verschiedenen landwirtschaftlichen Fldchen, Wald und Wasser.
Zunichst findet eine Segmentierung innerhalb der GIS-Objekte statt. Die entstandenen Segmente werden
anschlieféend an Hand geometrischer und spektraler Merkmale Kklassifiziert. Wenn ein GIS-Objekt aus
mindestens 80% der im GIS enthaltenen Objektklasse besteht, wird das GIS-Objekt als korrekt angenommen.
Insgesamt wurde eine overall accuracy von 83,6% und ein Kappa-Koeffizient von 71% erreicht, wobei nur
62,0% der landwirtschaftlichen Nutzflachen richtig klassifiziert werden konnten. Dieses Ergebnis ist daher
weniger zufriedenstellend.

2.1.3.7. Klassifikationsverfahren mit Merkmalen aus mehr als zwei Merkmalsgruppen

In den Arbeiten von Ruiz et al. (2004, 2007), Balaguer et al. (2010) und Recio et al. (2011) werden Merkmale
aus allen Merkmalsgruppen verwendet. Alle fithren eine objektbasierte Klassifikation von unterschiedlichen
landwirtschaftlichen Objektklassen wie Ackerland, Strauchgewdchs, Wald und Zitrusplantage mittels
multispektraler Luftbilder mit einer Auflésung von 50 cm durch. Bei dem verwendeten GIS handelt es sich
immer um ein Schlagkataster. Bei allen Veroffentlichungen werden Merkmale aus allen Merkmalsgruppen
verwendet, die in Tabelle 2 zusammengefasst sind. Eine detaillierte Beschreibung der texturellen Merkmale
ist (Ruiz et al., 2004), der Merkmale abgeleitet aus dem Semi-Variogramm (Balaguer et al., 2010), weitere
strukturelle Merkmale (Ruiz et al,, 2007) und (Balaguer et al., 2010) sowie weiterer Merkmale (Hermosilla
et al,, 2010) und (Recio et al,, 2011) zu entnehmen. Die Klassifikation der Objekte an Hand der Merkmale
wird mit Hilfe des C5-Klassifikationsverfahrens durchgefiihrt.
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Merkmals- | Verfahren/abgeleitete Merkmale
gruppe
Spektrale Je GIS-Objekt pro Farbband plus NDVI:

e  Mittelwert e Maximum

e Standardabweichung e Bandweite (Maximum - Minimum)
e Minimum e Summe

e Median

Haralickmerkmale (Kontrast, Einheitlichkeit, Entropie, Varianz, Kovarianz,
Inverse Difference Moment und Korrelation)

Farbhistogramm (Schiefheit und Kurtosis)

Kantenfaktor (edgeness factor) nach (Sutton und Hall, 1972)

Dichte der Kanten in der Nachbarschaft

Semi-Variogramm, s. (Balaguer et al., 2010)

Houghtransformation, s. (Ruiz et al., 2007)

Fouriertransformation, s. (Ruiz et al., 2007)

Kompaktheit des GIS-Objektes nach (Bogaert et al., 2000)

Formindex und fraktale Dimension nach (Krummel et al., 1987)

Flache und Umfang des GIS-Objektes

e Merkmale aus weiteren Quellen, u.a. (Recio etal., 2011)

Tabelle 2: Merkmale benutzt in (Ruiz et al,, 2004), (Ruiz et al., 2007), (Balaguer et al., 2010) und (Recio et al., 2011).

Texturelle

Strukturelle

Weitere

Ergebnisse sind u.a. (Balaguer et al.,, 2010) zu entnehmen, wo spektrale Merkmale, strukturelle Merkmale,
abgeleitet aus einem Semi-Variogramm, und texturelle Merkmale (Haralick-Merkmale) verwendet werden.
In (Balaguer et al, 2010) wird gezeigt, dass die producer’s accuracy unter Verwendung des Semi-
Variogramms und spektraler Merkmale hoher ist als die, die mittels einer Klassifikation mit Haralick-
Merkmalen und spektraler Merkmale erzielt wird. Es konnte mittels des Semi-Variogramms eine mittlere
producer’s accuracy von 90,7% ohne Verwendung zusatzlicher spektraler Merkmale und eine mittlere
producer's accuracy von 96,0% mit zusatzlicher spektraler Merkmale (NDVI) erreicht werden. Es kann zu
Problemen kommen, wenn nicht homogene Flachen vorliegen, also sich z.B. Abstand oder
Hauptbewirtschaftungsrichtung selbst dndern.

Ruiz et al. (2007) konnten unter Verwendung von spektralen, texturellen und strukturellen Merkmalen eine
overall accuracy von 89,9% erreichen. Zu Fehlklassifikationen kam es, wenn das Objekt nicht dem Modell
entsprach (z.B. Olivenbdume, die nicht in einem regelmafdigen Muster angeordnet sind) oder wenn die Bild-
auflosung zu gering war (z.B. wenn junge Orangenbdume nicht extrahiert werden konnten). Zu Fehlern bei
der Klassifikation kommt es auch, wenn kleine Teile der Objekte mit einer anderen Klasse bedeckt sind, die
nicht detektiert werden konnen, z.B. eine Siedlung, die in eine Plantage reicht.

Die Arbeiten von Ruiz et al. (2004, 2007), Balaguer et al. (2010) und Recio et al. (2011) zeigen den Vorteil
der Kombination von Merkmalen unterschiedlicher Merkmalsgruppen. Schwerpunkt dieser Arbeiten ist eine
Mehrklassenklassifikation. Die verwendeten Merkmale sind daher darauf ausgelegt, mehrere Klassen
zuverlassig voneinander zu trennen. Eine Untersuchung, ob diese Merkmale auch auf das Zwei-
Klassenproblem Acker- und Grinland fiir Bilder mit einer geometrischen Auflésung von 0,5 bis 1 m
zutreffen, ist bisher nicht bekannt. Hinzu kommt, dass der Ansatz von Ruiz et al. (2004, 2007), Balaguer et al.
(2010) und Recio et al. (2011) ein Schlagkataster benotigt. Aufderdem kdénnen z.B. Gebdude in einem GIS-
Objekt mit landwirtschaftlicher Nutzung nicht detektiert werden, obwohl dies wiinschenswert ist.

2.2. Verifikation von GIS-Objekten

Wie in Kapitel 1 definiert, ist die Verifikation das Finden aller Abweichungen zwischen GIS und Bilddaten,
also das Finden von Objekten im GIS, die in der Realitdt nicht existieren, sich geometrisch gedndert haben
bzw. in den GIS-Daten falsch représentiert sind. Arbeiten mit dem Schwerpunkt der Verifikation sind
(Walter, 2004), (Busch et al.,, 2004), (Busch et al., 2005), (Helmholz et al., 2007b) und (Helmholz et al,,
2010b). Des Weiteren wurden in Kapitel 1 die change detection und das update als Verfahren zum
Qualitatsmanagement von GIS-Daten vorgestellt. Arbeiten mit dem Schwerpunkt der change detection sind
u.a. (Knudsen und Olsen, 2003), (Olsen, 2004), (Carleer und Wolff, 2008) und (Leignel et al., 2010); Arbeiten
mit dem Fokus auf das update sind u.a. (Gerke et al,, 2003), (Grote und Heipke, 2008) und (Rottensteiner,
2008).
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Die meisten der Veroffentlichungen, die sich mit Verifikation, change detection oder update beschéaftigen,
befassen sich nicht ausschlieflich mit landwirtschaftlichen Nutzflichen. Daher soll zunichst auf die Uber-
priifung von GIS allgemein eingegangen werden. Bei der Betrachtung der Literatur lasst sich feststellen, dass
es sich um ein Thema von internationalem Interesse handelt. So gibt es Beitrdge aus Australien
(Rottensteiner, 2008), Belgien (Carleer and Wolff, 2008), (Leignel et al., 2010), Danemark (Knudsen und
Olsen, 2003), Deutschland (Straub et al., 2000), (Busch et al., 2004), (Walter, 2004), (Busch et al., 2005),
(Helmholz et al., 2010b), (Krickel, 2010), Frankreich (Champion et al., 2010), Grof3britannien (Holland et al.,
2006), Italien (Gianinetto, 2008) und der Schweiz (Eidenbenz et al., 2000). In allen genannten Publikationen
besteht bereits ein GIS - das Erzeugen eines GIS ist nicht notwendig, vielmehr ist die Verifikation bzw. das
update im GIS existierender Daten von Relevanz. Alle Ansédtze haben den Vergleich des GIS mit aktuellen
Bilddaten gemeinsam, wobei die dazu verwendeten Bilddaten stark variieren. Die am héufigsten genutzten
Bilddaten sind multispektrale Luft- und Satellitendaten (Straub et al., 2000), (Eidenbenz et al., 2000),
(Knudsen und Olsen, 2003), (Busch et al., 2004), (Olsen, 2004), (Walter, 2004), (Busch et al., 2005), (Holland
et al,, 2006), (Helmholz et al.,, 2010b), (Carleer und Wolff, 2008), (Gianinetto, 2008), (Poulain et al., 2008),
(Champion et al,, 2010), (Hanson und Wolff, 2010), (Krickel, 2010), (Leignel et. al., 2010), (Poulain et al,,
2011), aber auch digitale Oberflichenmodelle (Eidenbenz et al., 2000), (Rottensteiner, 2008), (Akca et al.,
2010), (Champion et al., 2010), (Matikainen et al.,, 2010), SAR-Daten (Poulain et al., 2008), (Hanson and
Wolff, 2010), (Poulain et al., 2011) oder weitere Informationen wie z.B. Bauunterlagen (Krickel, 2010). Ein
weiterer Unterschied zwischen den Verifikationsansatzen ist die Nutzung von Vorinformationen, die durch
das GIS gegeben sind. Da bei dieser Arbeit ausschliefdlich monotemporale multispektrale Bilder zu
Verfligung stehen, wird in diesem Abschnitt nur auf Verifikationsverfahren eingegangen, die sich mit der
automatischen oder semi-automatischen Verifikation eines existierenden GIS unter der Nutzung von
ausschliefdlich monotemporalen multispektralen Bildern beschaftigt. Ein Schwerpunkt, der verstarkt
betrachtet wird, ist die Einbindung des GIS in den Verifikationsprozess.

Walter (2004) benutzt das Wissen, das durch das GIS gegeben ist, auf drei Arten. Zunachst werden die
Grenzen der GIS-Objekte fiir eine objektbasierte Klassifikation mittels ML-Klassifikationsverfahren benutzt.
Dabei werden die Trainingsdaten fiir die liberwachte Klassifikation automatisch aus dem GIS abgeleitet, da
die Annahme besteht, dass die GIS-Daten zum grofdten Teil korrekt sind. Fiir den Klassifikationsprozess
werden nur spektrale Merkmale, abgeleitet aus den Bildkandlen eines multispektralen IKONOS-Bildes,
verwendet. Die Objektklassen, die dabei unterschieden werden, sind Wasser, Siedlung, Wald und Griinland.
Anschliefend wird das GIS zum Vergleich des Klassifikationsergebnisses mit den GIS-Daten benutzt, um
Fehler im GIS-Datensatz zu identifizieren. Die Grenzen des GIS werden nicht bewertet oder aktualisiert. Bei
dem Ansatz von Walter (2004) handelt es sich um einen Verifikationsansatz.

Dieselbe Strategie der Nutzung des GIS wahrend der Klassifikation und des Vergleiches der Klassifikations-
ergebnisse mit dem GIS wird auch in Carleer und Wolff (2008) verwendet, wobei die Grenzen des GIS-
Objektes aus der GIS-Datenbank nur als initiale Grenzen verwendet werden. Bevor die Klassifikation
durchgefiihrt wird, wird ein Segmentierungsverfahren auf den inneren Bereich eines GIS-Objektes
angewendet. Die entstandenen Segmente werden Kklassifiziert und die Klassifikationsergebnisse
abschliefend mit dem GIS verglichen. Ziel der Publikation ist die change detection der Klassen Gebdude,
StrafSen, Fldchen mit und ohne Vegetation sowie Wasser. Unter Verwendung eines Quick-Bird-Bildes
(panchromatisch und multispektrale Kandle) wird eine overall change detection accuracy von 92,2%
erreicht.

Ein dhnlicher Ansatz wird in (Leignel et al., 2010) verfolgt. Nachdem eine Segmentierung des inneren
Bereiches eines GIS-Objektes mittels verschiedener Techniken wie dem Wasserscheidenverfahren, Graph
Cuts oder dem Mean-Shift-Verfahren durchgefithrt wurde, werden die Segmente mittels textureller und
spektraler Merkmale klassifiziert und anschlief3end wird das Klassifikationsergebnis mit dem GIS verglichen.
Ziel des Verfahrens ist die change detection von Verdnderungen bei kiinstlichen Objekten. Tests werden mit
IKONOS-Bildern (panchromatisch und multispektrale Kanale) durchgefiihrt, eine Evaluation des Ansatzes
von Leignel et al. (2010) wird aber leider nicht gegeben.

Ahnlich wie in (Walter, 2004) handelt es sich bei den Arbeiten von Busch et al. (2004, 2005) und Helmholz et
al. (2007b, 2010b) um einen reinen Verifikationsansatz. Dieses Verfahren ist im Gegensatz zu allen andern
Arbeiten modular aufgebaut und in einem wissensbasierten Bildanalysesystem integriert, womit die
Moglichkeit des flexiblen Einbindens verschiedener spezialisierter Verfahren fiir die Klassifikation und
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anschliefdende Verifikation einer grofien Anzahl verschiedener Klassen (u.a. Siedlung, Industrie, Wald,
Ackerland/Griinland, Plantagen, Strafsen, Fliisse und Schienenwege); basierend auf unterschiedlichen
Bilddaten (Luftbilder, niedrig und hochaufgeloste Satellitenbilder), gegeben ist. Die Klassifikation kann
abhidngig vom gewdhlten Ansatz spezialisiert auf die Objektklasse pixel- oder objektbasiert durchgefiihrt
werden. Das verwendete GIS wird bei der Klassifikation zum Teil zum automatischen Trainieren
tiberwachter Klassifikationsverfahren verwendet und zum Teil werden die GIS-Grenzen fiir objektbasierte
Klassifikationsverfahren genutzt. Mit dem Verfahren, vorgestellt in (Busch et al., 2004), (Busch et al., 2005),
(Helmholz et al. 2007b) und (Helmholz et al., 2010b), konnte fiir unterschiedliche Verifikationsaufgaben
immer eine overall accuracy von iiber 70% erreicht werden.

Ein komplett anderer Ansatz flir die Einbindung des GIS in den Verifikationsprozess ist in (Knudsen und
Olsen, 2003) sowie in (Olsen, 2004) zu finden. Beide fokussieren auf die change detection bei Gebduden. In
einem ersten Schritt werden multispektrale Bilddaten mit dem vektorbasierten GIS fusioniert, indem das GIS
in ein Rasterbild iiberfiihrt wird. Anschlieffend wird die Gebdudeklasse des rasterisierten GIS mittels
k-means Klassifikation in mehrere spektral homogene Gruppen geteilt. Diese Gruppen werden fiir das
Training eines iiberwachten Klassifikationsverfahrens zur Detektion von Anderungen genutzt. Die so
ermittelten Anderungen werden anschliefRend fiir die Aktualisierung des GIS verwendet. Die Evaluation
zeigt, dass alle Anderungen erfolgreich ermittelt werden konnten, aber die Anzahl der falsch detektierten
Anderungen gleichzeitig sehr hoch ist.

Dieser kurze Literaturiiberblick zeigt, dass es eine Vielzahl von Ansétzen fiir Verifikation, change detection
und update von GIS-Daten gibt. Der Kern jedes Verifikationsprozesses ist eine erfolgreiche Klassifikation.
Gebdude, Strafsen und Vegetation (Bdume) sind oft Gegenstand von change detection und update- Verfahren,
wahrend bei flachenhaften Geodaten (Landbedeckungsklassen wie Wasser, Siedlung, Industrie, Wald,
Ackerland/Griinland und Plantagen) die Verifikation im Vordergrund steht. Es gibt unterschiedliche Wege
GIS-Daten in den Prozess des updates, der change detection oder der Verifikation einzubinden, wobei die
Verwendung des GIS fiir eine objektbasierte Klassifikation, fiir das Trainieren i{iberwachter
Klassifikationsansatze sowie fiir den Vergleich der Klassifikationsergebnisse mit dem GIS am haufigsten zu
finden sind. Obwohl die gemeinsame Klasse Acker- und Griinland bereits Inhalt von Verifikationsverfahren
war, wurde eine getrennte Verifikation beider Objektarten bisher nicht durchgefiihrt.

2.3. Segmentierung von Schldgen in GIS-Objekten

In der Vergangenheit wurden viele Segmentierungsverfahren vorgestellt, z.B. (Gonzalez und Woods, 2002),
(Forstner, 1994). Die Anwendbarkeit eines Segmentierungsverfahrens hangt von vielen Faktoren ab. Ein
wesentlicher Faktor ist die Feinheit der Segmentierung, die erreicht werden soll. Uberblicke iiber
verschiedene Segmentierungsalgorithmen sind in (Eckstein, 1996) und in (Lu und Wenig, 2007) gegeben.

Bei der Segmentierung von Schldgen in GIS-Objekten der Klassen Acker- und Griinland ist es wichtig, dass ein
Pixel breite und geschlossene Linien an den Grenzen vorliegen. Geschlossene Linien sind notwendig um
Feldsegmente voneinander abgrenzen zu konnen; die Grenzen sollen nur ein Pixel breit sein, damit
moglichst viele Pixel pro Feldsegment zur Bestimmung der Merkmale fiir die Klassifizierung genutzt werden
konnen. Im Folgenden soll daher nur auf Publikationen eingegangen werden, die dieses Kriterium erfiillen.
Luo und Guo (2003) haben einen generellen Gruppierungsalgorithmus, basierend auf MRF, vorgestellt, der
einzelne Segmenteigenschaften wie Flache, Konvexitdt und Farbvarianz sowie paarweise Eigenschaften wie
die Farbdifferenz und die Stdrke einer Linie entlang der gemeinsamen Grenze flir die Segmentierung
verwendet. Dieser Algorithmus benétigt ein Training. Ein Training ist fiir die Anwendung der Verifikation
von GIS-Ackerland- und Griinlandobjekten ungeeignet, da bedingt durch die Variation der unterschiedlichen
Feldsegmente die benotigten Trainingsstichproben zu umfangreich sein wiirden.

Grote et al. (2007) benutzt mittlere Farbdifferenzen, die Stirke der gemeinsamen Grenze und die
Standardabweichung der Farbe, um Regionen von Objekten iterativ zu verschmelzen, nachdem eine
Ubersegmentierung mittels des Normalized Cut Verfahrens berechnet wurde. Ein Training fiir dieses
Verfahren ist nicht notwendig. Die Merkmale, die fiir das Verschmelzen der Regionen verwendet werden,
sind hochgradig auf die Extraktion von Strafdensegmenten spezialisiert. Es ist daher zu bezweifeln, dass
diese Kriterien auch auf die Segmentierung von Schlagen in Ackerland- und Griinlandobjekten angewendet
werden kdnnen. Zudem ist dieses Verfahren sehr laufzeitintensiv.
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Ein weit verbreitetes Segmentierungsverfahren ist das Wasserscheidenverfahren, welches zur
Segmentierung von Regionen homogener Grauwerte auf ein Gradientenbild angewendet wird, das zuvor zur
Erzeugung stabiler Ergebnisse geglattet wird (Gonzalez und Woods, 2002). Zur Glattung dient in (Gonzalez
und Woods, 2002) ein Gaufi-Filter G, mit dem Glattungsparameter o. Die Wasserscheidensegmentierung
liefert Segmente mit geschlossenen und relativ glatten Grenzen, auch wenn es oft eine starke
Ubersegmentierung erzeugt (Ténnies, 2005). Um diesen Problemen zu begegnen, kann eine iterative
Vorgehensweise gewahlt werden. Zunachst wird eine Wasserscheidensegmentierung angewendet. Hierbei
wird ein geringer Gliattungsgrad angewendet, da eine starke Ubersegmentierung verursacht werden soll.
Anschliefdend wird ein Regionennachbarschaftsgraph (region adjacency graph, RAG) generiert, der aus
Knoten und Kanten besteht. Die Knoten des Graphen sind die Regionen, wahrend die Kanten die
Nachbarschafsrelationen reprasentieren. Knoten und Kanten besitzen Attribute, die Grundlage fiir die
Verschmelzung dhnlicher Regionen sind. Dieser Ansatz wird u.a. in (Saarinen, 1994) verfolgt. Dieser Prozess
wird durch wenige Parameter gesteuert, die einfach zu interpretieren sind. Ein Training des Verfahrens ist
nicht erforderlich, und es liegen ein Pixel breite und geschlossene Linien an den Grenzen vor. Ein solches
Segmentierungsverfahren erfiillt daher die oben genannten Anforderungen. Aus diesem Grund wird ein
solches Verfahren in dieser Arbeit verwendet.

2.4. Diskussion

Beim Verifikationsprozess gibt es unterschiedliche Wege, GIS-Daten und das damit gegebene Vorwissen zu
nutzen. In den meisten Fillen werden in der vorliegenden Literatur die Grenzen der GIS-Objekte als Basis fiir
eine objektbasierte Klassifikation genutzt. Weiterhin werden die GIS-Daten immer fiir den finalen Schritt
eines Verifikationsprozesses, dem Vergleich des Klassifikationsergebnisses der zu verifizierenden GIS-
Objekt und der in der GIS-Datenbank eingetragenen Objektklasse, eingesetzt. Ein Verfahren, das erfolgreich
zur Verifikation eines GIS eingesetzt wird, stellt Busch et al. (2005) vor. Bei dem Verfahren von Busch et al.
(2005) handelt es sich um ein allgemeines und einfach iibertragbares Verfahren, in dem neue
Bildanalyseoperatoren zur Verifikation neuer Objektarten integriert werden kénnen. Mit dem in (Busch et
al,, 2005) vorgestellten Verfahren ist zwar die Verifikation der gemeinsamen Objektklasse Acker-/Griinland,
aber nicht eine getrennte Betrachtung dieser beiden Objektklassen moglich. Schwerpunkte der Arbeiten, die
sich mit den Klassen Acker- und Griinland auseinandersetzen, sind nicht im Bereich der Verifikation, sondern
im Bereich der Klassifikation zu finden.

Grundlage fiir eine erfolgreiche Verifikation von GIS-Objekten ist ein zuverlassiges Klassifikationsergebnis.
Die Wahl des Klassifikationsverfahrens kann den Erfolg einer Klassifikation bei der Verwendung derselben
Merkmale beeinflussen (Hoberg und Rottensteiner, 2010). Verfahren, die die gemeinsame Klasse Acker-/
Griinland gut von anderen Klassen wie Siedlung, Industrie und Wald trennen kann, sind die Verfahren von
Busch et al. (2005) sowie Rengers und Prinz (2009). In diesen beiden Verfahren wird gezeigt, dass eine
zuverlassige Trennung der gemeinsamen Klasse Acker-/Griinland moglich ist, aber eine Trennung von Acker-
und Griinland nicht erfolgreich durchgefithrt werden kann. Wahrend Rengers und Prinz (2009) nur
texturelle Merkmale fiir die Klassifikation benutzen und wertvolle Farbinformationen bei der Klassifikation
nicht berticksichtigen, verwendet Busch et al. (2005) zur Klassifikation das Verfahren von Gimel’'farb (1996)
unter Anwendung von MRF. Dabei werden auch die Farbinformationen genutzt. MRF sind gut geeignet fiir
die Abtrennung von Acker-/Griinland zu anderen Klassen, da zum einen das Verfahren der MRF fiir mehrere
Klassen geeignet ist und zum anderen lokales Kontextwissen eingebracht werden kann, was wie in Busch et
al. (2005) gezeigt, zu einer zuverldssigen Trennung der Klassen Acker-/Griinland, Siedlung, Industrie und
Wald beitragt. Das Trennen von Acker- und Griinland wiirde dann ein Zwei-Klassen-Problem darstellen. Ein
Klassifikationsverfahren, das in den unterschiedlichsten Bereichen der Wissenschaft und Technik
Anwendung gefunden hat, ist das Verfahren der SVM. Ein wesentlicher Vorteil der SVM gegeniiber anderen
Klassifikationsverfahren ist, dass mit Klassen, die jeweils rdumlich getrennte Clustern im Merkmalsraum
besitzen, umgegangen werden kann. Radumlich getrennte Cluster im Merkmalsraum sind fiir die Klasse
Ackerland auf Grund der unterschiedlichen Erscheinungsformen zu erwarten.

Ein anderer Aspekt der Klassifikation bezieht sich darauf, ob eine Klassifikation pixel- oder objektbasiert
durchgefiihrt wird. In der Literatur wird der Begriff Objekt oft fiir Segmente benutzt, deren Pixel dhnliche
Eigenschaften besitzen. Ein Vorteil der objektbasierten Klassifikation besteht darin, dass neben
Eigenschaften eines Pixels auch Eigenschaften der Summe aller Pixel und die des Segmentes selber
verwendet werden. Dadurch ist die objektbasierte Klassifikation sehr robust. Aber dadurch, dass nur das
gesamte Segment einer Klasse zugeordnet wird, bleiben kleine Flachen anderer Nutzung innerhalb eines
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Segmentes unberiicksichtigt. Diese Flachen konnen durch eine pixelbasierte Klassifikation ermittelt werden,
wobei eine Abtrennung dieser Flachen gegentiber Rauschen, z.B. verursacht durch den ,Salt-and-Pepper-
Effect”, schwierig ist. Eine Kombination eines pixel- und objektbasierten Verfahrens ist daher sinnvoll.
Wahrend mittels des pixelbasierten Verfahrens innerhalb eines GIS-Acker-/Griinlandobjektes Flachen mit
anderer Nutzung detektiert werden kdnnen, verspricht eine objektbasierte Klassifikation eine bessere
Moglichkeit der Trennung von Acker- und Griinland, da zusdtzliche Merkmale (strukturelle und
geometrische) fiir die Klassifikation verwendet werden kénnen.

Egal ob die Klassifikation pixel- oder objektbasiert (also segmentbasiert) durchgefiihrt wird, das Ergebnis
der Verifikation bezieht sich immer auf ein GIS-Objekt, d.h. die Ergebnisse einer pixel-/objektbasierten
Klassifikation miissen immer auf ein GIS-Objekt iibertragen werden, es sei denn, dass im Fall der
objektbasierten Klassifikation ein Schlagkataster vorliegt. Das Problem der Segmentierung von GIS-Objekten
in unterschiedliche Segmente, korrespondierend zu unterschiedlichen Bewirtschaftungseinheiten, wird in
der Literatur i.d.R. umgangen, indem ein Schlagkataster verwendet wird, wie z.B. in den Arbeiten von Ruiz et
al. (2004, 2007), Trias-Sanz (2006), Balaguer et al. (2010) sowie Recio et al. (2011). Ein Schlagkataster liegt
in realen GIS-Datenbanken aber in den wenigsten Fillen vor und muss vom Benutzer erst hergestellt
werden. Bei den Verfahren, die eine Segmentierung eines GIS-Objektes vornehmen, konnten entweder bei
Klassifikationsverfahren keine zufriedenstellenden Ergebnisse erreicht werden (Peled und Gilichinsky,
2010) oder es werden simple Schachbrettsegmentierungen durchgefiihrt, bei denen die Segmente nicht mit
den Grenzen der Schldge libereinstimmten (Rabatel et al., 2008), (Delenne et al., 2008), (Rengers und Prinz,
2009). Alternativ konnen die Segmente innerhalb eines GIS-Objektes mittels automatischer Segmentierung
bestimmt werden. Als geeignetes Verfahren zur Segmentierung hat sich im Literaturiiberblick ein Verfahren,
basierend auf einer urspriinglich stark iibersegmentierenden Wasserscheidentransformation mit
anschlieféendem Verschmelzen von benachbarten Regionen mit dhnlichen Eigenschaften herausgestellt.

Neben der Wahl des richtigen Klassifikationsverfahrens hat nach Huang et al. (2000) auch die Auswahl
geeigneter Merkmale grofden Einfluss auf die Qualitat des Klassifikationsergebnisses. Fiir die Klassifikation
landwirtschaftlicher Flachen werden bisher Merkmale aus den Merkmalsgruppen der spektralen,
texturellen, strukturellen und geometrischen Merkmale sowie weitere Merkmale verwendet. Rein spektrale
Merkmale werden fast ausschliefllich bei der multitemporalen Auswertung niedrig aufgeldster
Satellitendaten genutzt (Itzerott und Kaden, 2006), (Itzerott und Kaden, 2007), (Marcal und Cunha, 2007),
(Hoberg und Miiller, 2011). Bei der Verwendung von texturellen Merkmalen kann zwar die gemeinsame
Klasse Acker-/Griinland erfolgreich von anderen Klassen getrennt werden, eine Trennung der Klassen Acker-
und Griinland ist jedoch nicht moéglich (Busch et al,, 2005), (Rengers und Prinz, 2009), obwohl der in (Busch
et al, 2005) verwendete Ansatz von Gimel'farb (1996) sogar spektrale Eigenschaften beriicksichtigt.
Verfahren, die auf strukturellen Merkmalen basieren (Ranchin et al, 2001), (Wassenaar et al., 2002),
(Chanussot et al.,, 2005), (Warner und Steinmaus, 2005), (Delenne et al,, 2007), (Rabatel et al,, 2008),
(Delenne et al., 2008), benotigen haufig Vorinformationen, die bei Objektklassen wie Weingarten einfacher
verfiigbar und meist bekannt sind, jedoch nicht bei Ackerlandflachen, da bei Ackerflichen die Abstinde der
Pflanzreihen bzw. Bewirtschaftungsspuren je nach Fruchtart und verwendeter Bewirtschaftungsmaschinen
stark schwanken kénnen. Bei der monotemporalen Auswertung mit hochaufgeldsten Satellitendaten miissen
daher Merkmale aus mindestens zwei Merkmalsgruppen verwendet werden (Peled und Gilichinsky, 2010),
(Haralick et al.,, 1973), (Gong et al.,, 2003), (Ranchin et al.,, 2001), (Ruiz et al., 2004), (Ruiz et al., 2007),
(Balaguer et al,, 2010), (Recio et al,, 2011). Eine sichere Trennung der Klassen Acker- und Griinland wurde
bisher nur erreicht, wenn Merkmale aus allen Merkmalsgruppen in einer objektbasierten Klassifikation
verwendet werden (Ruiz et al., 2004), (Ruiz et al.,, 2007), (Balaguer et al., 2010), (Recio et al., 2011).

Zusammenfassend muss festgestellt werden: es gibt kein Verfahren zur Verifikation der getrennten Klassen
Acker- und Griinland. Verfahren, die sich mit den getrennten Klassen Acker- und Griinland
auseinandersetzen, beschranken sich auf die Klassifikation. Bei einer Klassifikation werden GIS-
Spezifikationen wie z.B. das Vorhandensein mehrerer Schldge innerhalb eines Objektes von GIS mit dem
Inhalt und Detailierungsgrad einer topographischen Karte mittleren Mafdstabs nicht beriicksichtigt. Die
Losungen setzen ein Schlagkataster voraus oder bedienen sich einfacher Segmentierungsverfahren, bei
dessen die Segmentgrenzen nicht denen der Schldage entsprechen. Auch gibt es kein Verfahren, das bei der
Klassifikation von Ackerland- und Griinlandobjekten eine Teilnutzung auf diesen GIS-Objekten detektiert
und diese bei der Klassifikation beriicksichtigt.
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3. Grundlagen

Im diesem Kapitel sollen die Grundlagen fiir die in dieser Arbeit neu entwickelten Ansitze im Rahmen des
Verifikationsverfahrens ndher erlautert werden. Dazu gehort zum einen eine Einfithrung in den
Klassifikationsalgorithmus der Support Vector Machine (Abschnitt 3.1) und zum anderen die Grundlagen fiir
die Segmentierung eines GIS-Objektes (Abschnitt 3.2).

3.1. Einfiihrung in den Klassifikationsalgorithmus der Support Vector Machine

Ein wesentlicher Bestandteil des Verifikationsprozesses ist die Klassifikation. Dazu werden pro Pixel/Objekt
Merkmale berechnet, die in einem Merkmalsvektor gespeichert werden. Ziel der Klassifikation ist die
Zuordnung eines Pixels/Objektes zu einer Objektklasse an Hand seines Merkmalsvektors. Das in dieser
Arbeit verwendete Klassifikationsverfahren ist das der Support Vector Machine (SVM), ein iiberwachter
Klassifikationsalgorithmus, eingefiihrt von Vapnik (1998). Die SVM stellt ein weit verbreitetes
Klassifikationsverfahren dar und hat in den unterschiedlichsten Bereichen der Wissenschaft und Technik
Anwendung gefunden, u.a. in der Fassadenrekonstruktion (R6mer und Pliimer, 2010), der Strafdenextraktion
(Fujimura et al., 2008), der Untersuchung von Hangrutschung (Heinert und Riedel, 2010), der Bestimmung
tektonisch aktiver Gebiete (Herbert und Riedel, 2010), der Schrifterkennung (Schoélkopf et al.,, 1996), der
Verdanderungsdetektion in Stadtgebieten (Nemmour und Chibani, 2006) und der Gesichtserkennung (Lu et
al,, 2001).

In diesem Abschnitt wird zundchst die Funktionsweise der SVM detailliert erklart. Die Erlauterungen
wurden vorwiegend aus Burges (1998), Bishop (2006) und Heinert (2010) entnommen. Anschlief3end
werden wichtige Erweiterungen, Hinweise zur praktischen Verwendung einer SVM, die automatische
Bestimmung der freien Parameter der SVM sowie das Losen eines Mehrklassenproblems mittels SVM
beschrieben. Abgeschlossen wird der Abschnitt mit einem Vergleich der SVM mit anderen
Klassifikationsverfahren und einer kurzen Zusammenfassung.

3.1.1. Funktionsweise einer SVM

Ziel der Klassifikation ist die Zuordnung von Pixeln/Objekten an Hand von beobachteten Merkmalen zu
einer von zwei Klassen (bindres Klassifikationsverfahren). Die beobachteten Merkmale eines
Pixels/Objektes i, die z.B. aus einem Bild oder einem GIS abgeleitet werden konnen, werden in einem
Merkmalsvektor? x; mit x; € R™ gespeichert und sind die Eingangswerte in das Klassifikationsverfahren. n
entspricht der Dimension des Merkmalsvektors, also der Anzahl der Merkmale. Das Ergebnis der
Klassifikation ist die Klassenzugehorigkeit y der Pixel/Objekte mity € {—1;1}, wobei y = —1 bzw. y = +1
die Zugehorigkeit zu jeweils einer der beiden Klassen (z.B. ,,Objekt” und ,Hintergrund“) beschreibt.

Da es sich um einen iliberwachten Klassifikationsalgorithmus handelt, ist ein Training notwendig.
Trainingsdaten bestehen aus [ Pixeln/Objekten mit bekannten Merkmalsvektoren x; und bekannten
Klassenzugehorigkeiten y; miti € {1, ...,1}. Die SVM trennt zwei Klassen an Hand ihrer Merkmalsvektoren
durch eine Hyperebene H; im Merkmalsraum so, dass der Abstand d der Hyperebene von denjenigen
Vektoren, die der Hyperebene am nichsten liegen, maximiert wird (s. Abbildung 1). Dieses Prinzip wird
Prinzip des maximalen Trennbereiches (maximum-margin) genannt.

Jene Vektoren, die genau diesen maximalen Abstand d haben, werden Stiitzvektoren (Support Vectors)
genannt und sind in Abbildung 1 mit Kreisen gekennzeichnet. Die Support Vectors definieren zwei Ebenen H;
und H,, welche parallel zu Hyperebene H,; liegen und von H; den Abstand d haben. H; und H, definieren den
Trennbereich (margin), innerhalb dessen sich keine Merkmalsvektoren befinden. Ziel des Trainings der SVM
ist die Bestimmung der Support Vectors, die die Lage der Trennflache im Merkmalsraum zur Bestimmung der
Klassenzugehorigkeit eines unbekannten Pixels/Objektes bei gegebenen Merkmalsvektoren definieren.

3 kurz: Vektoren
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margin

Abbildung 1: Hyperebene Hy fiir den linear trennbaren Fall zweier Klasseny = —1 und y = +1 (hell- und dunkelgraue
Punkte), Support Vectors sind durch Kreise gekennzeichnet, alle anderen Symbole sind im Text erldutert.

Geht man zunichst von einem linear trennbaren Datensatz aus, gilt fiir auf der Hyperebene H,; liegende
Vektoren x die Gleichung der Hyperebene w - x + b = 0, wobei w die Normale zur Hyperebene, b/||w|| die
lotrechte Distanz der Hyperebene zum Koordinatenursprung und ||w|| die euklidische Norm von w ist. Fiir
die Support Vectors, die auf den Ebenen H; und H, liegen, gilt

HyHy: £d= 0 ”i’v—” (3.1)
mit den Ebenenparametern w’ und b'. Bei der Division von (3.1) durch den Abstand d ergibt sich

HyHy: 1= oo xts Vf" = (3:2)
und unter der Annahme w = w'/(||lw’[|d) und b = b'/(||W'||d) gilt

H{,Hy,: +1=w-x+b (3.3)
In (3.3) gilt das positive Vorzeichen fiir Punkte mit y; = +1 und das negative fiir y; = —1. Anders ausge-
driickt kann gesagt werden, dass

X;*W+b=>+1 firy, =+1 (3.4)
xi-w+b<-1 firy =-1 (3.5)
wobei flir alle Support Vectors die Gleichheit und fiir alle anderen Vektoren die Ungleichheit gilt.

Aus (3.4) und (3.5) ergibt sich

yix; -w+b—-1) > 0Vi. (3.6)

(3.6) muss fiir alle Trainingspunkte (x;, y;) erfiillt sein. Wenn Support Vectors in die Formeln (3.4), (3.5) und
(3.6) eingesetzt werden, gilt die Gleichheit; in diesem Fall wird von einer aktiven Bedingung gesprochen,
ansonsten von einer inaktiven Bedingung. Per Definition muss es immer mindestens zwei aktive
Bedingungen geben, da mindestens zwei Punkte der Hyperebene am nachsten liegen (Bishop, 2006).

Wie bereits erwdahnt, ist das Ziel, die Trainingsdaten nach dem Prinzip des maximum-margin voneinander zu
trennen. Erreicht werden soll also, dass d maximiert wird. Das folgende Konzept der Maximierung von d
wurde (Bishop, 2006) entnommen. Fiir d gilt die Gleichungd = 1/||w||, was wie folgt gezeigt wird. Die
Normalabstdnde der Ebenen H; und H, vom Ursprung ergeben sich aus:

Xijw+b+1 o _ b+1
Hl' "W” - O' dOTLngL(Hl) - "W” (3'7)
und

Xjw+b—-1 o _b-1
HZ' "W” - O' dOTLngL(HZ) - "W” " (3'8)

Da die Ebenen H; und H, parallel liegen, ergibt die Differenz A der Normalabstdnde den margin, welcher 2d
entspricht. Daher gilt
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b+1  b-1 2
A=2d= ———=— 3.9
wll liwll liwll (39)
und damit gilt d = 1/||w||. Daher ist die Maximierung von d gleichbedeutend mit der Maximierung
von 1/||w]|. Dies ist wiederum &quivalent der Minimierung von |[w|| bzw. zur leichteren mathematischen

Handhabung der Minimierung von
1
z =|w?| (3.10)

mit den [ Nebenbedingungen y;(x;-w+ b — 1) = 0Vi. Der Faktor % in (3.10) wird aus Griinden der
Vereinfachung fiir spatere Berechnungen eingefiihrt.

Ziel ist es, die quadratische Funktion (3.10) unter den gegebenen Nebenbedingungen zu minimieren. Es liegt
ein Beispiel fiir ein quadratisches Optimierungsproblem mit Ungleichungen als Nebenbedingungen vor
(Bishop, 2006). Es fallt auf, dass der Parameter b aus der Zielfunktion (3.10) verschwunden ist, b flief3t
jedoch in die Berechnung auf Grund der Nebenbedingungen implizit ein.

Um das Optimierungsproblem mit Nebenbedingungen zu losen, werden Lagrangemultiplikatoren
a;,i =1,..,1 eingefiihrt, mit einem Lagrangemultiplikator «; = 0fiir jede Nebenbedingung. Die
Lagrangefunktion L lautet dann

1 .
L(w,b, &) = [WII2 = iy ayi(x; - W+ b) + Eley ay; > min (3.11)

mit den Nebenbedingungen «; > 0 Vi. Die Lagrangefunktion L wird minimiert in Hinsicht auf w und b und
maximiert in Hinsicht auf a (Bishop, 2006). Setzt man die Ableitungen von L nach w und b zu Null, ergeben
sich die Bedingungen

OL(wb,a) _ l

== 2w = N ayix L O (3.12)
oder
w =3 ayix; (313)
sowie
D~ 5 gy 0 @19
oder
Yico;yi = 0. (3.15)

Werden die Gleichungen (3.13) und (3.15) in die Gleichung (3.11) eingesetzt, ergibt sich nach Umformung
(Bishop, 2006):

1
Lp(a) = X a; — 5 Xij i@y yjX; - X; = max (3.16)

mit den Nebenbedingungen a; = 0 und }; a;y; = 0, wobei nur fiir die Support Vectors a; > 0 gilt. Fiir alle
anderen Punkte gilt a; = 0. L, ist die duale Formulierung von L, d.h. eine Lésung des Problems wird durch
die Minimierung von L (3.11) bzw. durch die Maximierung von L, (3.16) erreicht (Bishop, 2006).

Bei (3.16) handelt es sich um eine quadratische Zielfunktion mit linearen Bedingungen, so dass die
Lagrangemultiplikatoren «; mittels quadratischer Optimierung bestimmt werden kdnnen, wie in (Bishop,
2006) dargestellt. Nachdem dies erfolgt ist, konnen w und b mittels der Support Vectors mit a; > 0
berechnet werden. Zundchst erfolgt die Berechnung von w mittels (3.13). Anschliefdend kann mittels (3.3)
fiir jeden Support Vector ein Wert fiir b bestimmt werden. Diese Werte fiir b werden anschliefdend gemittelt.

Damit sind alle Unbekannten aus Gleichung (3.6) bestimmt und die Klassifikation neuer Objekte mittels
deren Merkmalsvektoren x kann durch Einsetzen in die Entscheidungsfunktion

y = sign(Xi-; ayiX; - X+ b) (3.17)
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berechnet werden, wobei s die Anzahl der Support Vectors ist und die Summe nur liber die Support Vectors
lauft. Je nachdem, welches Vorzeichen sich ergibt, gehort das Objekt zu der Klasse -1 oder der Klasse +1.
Jeder Merkmalsvektor mit a«; =0 aus (3.17) hat auf die Summe in (3.17) und damit auf die
Klassenbestimmung keinen Einfluss. Lediglich die Support Vectors bestimmen die Lage der Trennflache im
Merkmalsraum und damit die Klassenzugehorigkeit eines neuen Objektes (3.17).

Bisher wurde nur der linear trennbare Klassifikationsfall, der in der Praxis selten auftritt, betrachtet. Unter
anderen in (Heinert, 2010) wird beschrieben, wie mit dem nicht linear trennbaren Klassifikationsfall
umgegangen werden kann. Danach wird eine Klassifikation von nicht linear trennbaren Merkmalsvektoren
moglich, indem die Merkmalsvektoren vom Merkmalsraum in einen hoéher dimensionalen Raum
transformiert werden, in dem eine lineare Trennbarkeit der transformierten Merkmalsvektoren erreicht
werden kann (s. Abbildung 2).

b)

Abbildung 2: a) Nicht linear trennbarer Datensatz im Merkmalsraum b) Lineare Trennbarkeit des Datensatzes nach
der Transformation in einen h6her dimensionalen Raum.

Da es sehr aufwendig sein kann, grofle Mengen von Merkmalsvektoren in einen hoher dimensionalen
Merkmalsraum zu transformieren, wird der sogenannte Kernel-Trick angewendet. Die Merkmalsvektoren
erscheinen im Trainings- (3.16) und Klassifikationsproblem (3.17) nur in Form ihres Skalarproduktes x; - x;
bzw. X; - X. Wenn die Vektoren des Merkmalsraums in einen héher dimensionalen Merkmalsraum mit Hilfe
einer Mappingfunktion ® transformiert werden, dann liegen anstelle der Skalarprodukte die Skalarprodukte
der Mappingfunktionen vor, also

Lp(o) =Y, a; — %Zij a;a;y;y; P (x;) - ®(X;) — max, und (3.18)
f(x) = sign(¥i=; @,y ®(X) - @(x;) + b) (3.19)

Wenn nun eine Kernfunktion K mit K (xi,xj) = @(x;) - P(x;) existiert, dann kann diese verwendet werden,
ohne dass @ explizit bestimmt werden muss. Eine solche Kernfunktion ist stetig symmetrisch und muss
positiv definit sein. Positiv definit ist die Kernfunktion genau dann, wenn die Mercer-Bedingung erfiillt ist.
Die Mercer-Bedingung beschreibt nicht wie die Kernfunktion gebildet werden kann, sondern nur ob eine
Funktion eine geeignete Kernfunktion sein kann. Ndhere Details sind (Burges, 1998) und (Heinert, 2010) zu
entnehmen.

Vorteile der Verwendung einer Kernfunktion sind in (Bousquet und Schélkopf, 2006) beschrieben. Ein
Vorteil der Verwendung einer Kernfunktion ist die einfache Handhabung von nicht linear trennbaren
Klassifikationsfallen, oft ohne zusatzlichen rechnerischen Aufwand, da sie eine explizite Transformation in
den hoher dimensionalen Merkmalsraum vermeidet. Als weiterer Vorteil wird die Konvexitidt des
dazugehorigen Optimierungsproblems genannt.

Die Wahl der Kernfunktion entscheidet iiber die Zuverldssigkeit des Ergebnisses. Die Beschrankung auf eine
Kernfunktion ist daher als Problem zu sehen. Nachdem die Entscheidung auf einen Kern gefallen ist, kann
der Benutzer die Berechnung nur durch die Parameter der Kernfunktion beeinflussen. Der Nachteil der
Beschrankung auf eine Kernfunktion liegt darin, vorab die ,richtige Wahl der Kernfunktion fiir eine
definierte Aufgabe treffen zu miissen. Die ,richtige” Wahl der Kernfunktion fiir eine definierte Aufgabe ist
immer noch ein Forschungsgebiet. Eine Moglichkeit, diesem Nachteil entgegenzutreten ist es, verschiedene
Kernfunktionen fiir das Training zu nutzen (Bach et al., 2004).
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Eine haufig verwendete Kernfunktion ist die Gauf3-Kernfunktion (oder auch radiale Basisfunktion kurz RBF-
Kernfunktion genannt) mit

K(xi, xj) = e(_y”xi_xillz), (3.20)

wobei 2/y die Breite der Gauf3funktion ist. Ein Vorteil der RBF-Kernfunktion ist, dass die Kernfunktion von
nur einem Parameter y abhéngig ist, wahrend die meisten anderen Kernfunktionen mehrere Parameter
benotigen. Bei Vergleichen der RBF-Kernfunktion mit anderen Kernfunktionen, z.B. mit einer linearen
Kernfunktion (Rémer und Pliimer, 2010), ANOVA-Kernfunktion, neuronalen Kernfunktion (Heinert und
Riedel, 2010) oder polynomialen Kernfunktion (Huang et al., 2000), erzielte die RBF-Kernfunktion bei jedem
Test das beste Ergebnis bzw. genauso gute Ergebnisse wie die jeweils beste andere Kernfunktion.

Die Verwendung einer Kernfunktion fiihrt ausgehend von (3.17) bzw. (3.18) zu der Entscheidungsfunktion
fir die Klassifikation von

f(x) = sign(Xi-, a;yiK (x4, %) + b). (3.21)

Analog zu (3.17) bzw. (3.18) wird auch hier die Summe nur iiber die Support Vectors berechnet.

3.1.2. SVM mit Fehlern in den Trainingsdaten

Der bisher vorgestellte Losungsansatz gilt nur fiir sich nicht iiberschneidende Klassen im Merkmalsraum.
Sich iiberschneidende Klassen werden auch iiberlappende Klassen genannt. Handelt es sich um Daten, bei
denen sich die Trainingsdaten im Merkmalsraum iiberlappen, fiihrt das Lernen zwar in der Regel zu einer
genauen Trennung der Vektoren im Merkmalsraum. Dies kann aber zu einer Uberanpassung an den
Trainingsdatensatz flihren, wie im Beispiel in Abbildung 3a) zu sehen ist. Aus diesem Grund muss der SVM
erlaubt werden, einige Trainingsobjekte falsch Klassifizieren zu konnen. Es wird dann erlaubt, dass
Trainingsvektoren auf der falschen Seite der Ebenen H, liegen konnen (s. Abbildung 3b). Dadurch wird die
SVM weniger anfillig gegeniiber der Uberanpassung an die Trainingsdaten (Bousquet und Schélkopf, 2006).

Abbildung 3: a) Uberanpassung der SVM an sich iiberlappende Trainingsdaten, b) Einfiihrung von
Schlupfvariablen &; (Support Vectors sind durch Kreise gekennzeichnet).

Dies wird mit der Einfithrung von nicht negativen Schlupfvariablen (slack variables) &;,i = 1,...,Imit§; =0
fiir jeden Vektor erreicht (Heinert, 2010). Bei Einfithrung der Schlupfvariablen in (3.4) und (3.5)ergibt sich

x;-w+b)=>+1-¢ firy; =+1 (3.22)
(XL'W+b) S_1+§L furyl =-1 (3.23)
mit §; > 0. Aus (3.22)und (3.23) ergibt sich analog zu (3.6)

Liegt ein Vektor x; auf der Ebene H; bzw. H, oder auf der Seite der richtigen Klasse, gilt £, = 0. Befindet sich
ein Vektor x;auf der Hyperebene H;, dann betragt; = 1. Vektoren, fiir die 0 < §; <1 gelten, liegen
innerhalb des margin, aber auf der richtigen Seite der Hyperebene H,. Vektoren mit & > 1 liegen auf der
falschen Seite der Hyperebene H, (s. Abbildung 3b).
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Unser Ziel ist es nun, die Hyperebene so zu bestimmen, dass der margin maximal wird und gleichzeitig
moglichst wenige Vektoren, die auf der falschen Seite der Ebenen H; oder im margin liegen, zuzulassen. Dies
erreicht man durch Minimierung von

- &) - min. (3.25)
C ist ein Strafterm, der die ,Kosten” fiir einen Punkt im margin oder jenseits der Hyperebene mit & > 0
beschreibt. Fiir ein sehr grofies C entsteht eine Hyperebene wie in Abbildung 3a) gezeigt.

Die Minimierung von (3.25) unter Beriicksichtigung der Nebenbedingungen (3.24) der weiteren
Nebenbedingung &; > 0 fiihrt zu der Lagrangefunktion

Lw,b,@) = [IWll? + C Xy & — Bl alyi(xi - w+b) — 1+ &} — B, iy > min, (3:26)
wobei ¢; und y; Lagrangemultiplikatoren sind und die Nebenbedingungen

a; =0, (3.27)
wi =0, (3.28)
=0 (3.29)
wigi =0 (3.30)
yi(xi-w+b)—1+§i >0, (3.31)
ai{yi(xi W+ b) -1+ fl} =0 (3.32)

gelten. Die Gleichungen (3.30) und (3.32) kénnen benutzt werden, um fiir b einen Grenzwert zu ermitteln.

Nun wird (3.26) in Bezug auf w, b und {¢;} optimiert. Dazu werden die Ableitungen von L nach w, b und &;

zu Null gesetzt. Daraus ergibt sich:

OL(w,b,a) _ l .
ow T2

das heifdt, dass

2w = Yo ayix; = 0, (3.33)

W =N ayix; (3.34)
gilt. Des Weiteren lauten die Ableitungen
dL(w,b,

= = Thpayi =0 (3.35)
und
dL(w,b,

l=C-a - =0, (3:36)
das heifdt, dass
Hi = C— a; (3.37)

gilt. Werden nun (3.34), (3.35) und (3.37) in (3.26) eingesetzt, erhdlt man
1
Lp(o) = X a; — 5 X ;@i yjX; - X; = max, (3.38)

das der dualen Funktion von (3.16) mit den Nebenbedingungen0 <a;<C Vi=1,..,l und
Y. a;y; = 0 entspricht. Wie zu sehen, taucht ¢ in dieser Optimierung nicht mehr explizit auf. Die Lésung von
(3.38) erfolgt analog der Lésung von (3.16).

Es sei darauf hingewiesen, dass Gleichung (3.37) kombiniert mit Gleichung (3.30) zeigt, dass &; = 0 ist,
wenn a; < C. Daher kann jeder Trainingspunkt, fiir den 0 < a; < € mit Gleichung (3.32) (mit¢; = 0)
verwendet werden, um b zu berechnen.

3.1.3. Anmerkungen zur praktischen Durchfithrung

Ziel des Trainings der SVM ist die Bestimmung der Support Vectors, die die Lage der Trennfliche im
Merkmalsraum zur Bestimmung der Klassenzugehorigkeit eines unbekannten Objektes bei gegebenem
Merkmalsvektor definieren. Um eine Klassifikation erfolgreich durchfithren zu koénnen, miissen die
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Trainingsdaten reprasentativ gewahlt werden. In Untersuchungen von Brank et al. (2002) wurde festgestellt,
dass die Auswahl der Trainingsgebiete, hier vor allem die Anzahl der Trainingsgebiete in dem Sinne, dass
keine Klasse unterreprasentiert ist, einen grofieren Einfluss auf eine erfolgreiche Klassifikation hat als das
Ermitteln relevanter Merkmale fiir die Klassifikation oder die Gewichtung/Selektion dieser Merkmale.

Bevor das Anlernen und auch spater die Klassifikation jedoch durchgefiihrt werden koénnen, sollten die
Merkmale skaliert werden. Liegen i Merkmalsvektoren mit x; = (xy, ..., x; )T vor, wobei x; mit j € {1,..., k}
ein Merkmal eines Merkmalsvektors ist, so werden die jeweiligen x; aller Merkmalsvektoren skaliert. Die
Skalierung erfolgt z.B. linear in den Bereich von -1 und +1, so dass x; € [—1; 1]. Es ist dabei fir Training und
Klassifikation dieselbe Skalierung zu verwenden. Der grofdte Vorteil der Skalierung liegt in der Vermeidung
des Dominierens grofier numerischer Werte gegeniiber kleinen numerischen Werten (Hsu et al., 2010).

3.1.4. Automatische Bestimmung der Parameter der SVM

Parameter, die bei der SVM vom Benutzer gewéhlt werden miissen, sind der Parameter C (Strafwert fir
Fehlklassifikationen, siehe (3.25)) sowie die Parameter der jeweiligen Kernfunktion. Wird z.B. die RBF-
Kernfunktion verwendet, handelt es sich um den Parameter y (siehe (3.20)). Foody (2001) stellt in seinen
Untersuchungen fest, dass bei einem zu grofden Wert fiir y und/oder einem zu grofden Wert fiir C die Gefahr
der Uberanpassung (overfitting) an die Trainingsdaten besteht. Zu kleine Werte fiir y und C fiihren hingegen
zu einer zu starken Glattung und zu vielen Trainingsfehlern. Ziel ist es daher, jene Werte fiir die Parameter C
und y zu identifizieren, fiir die das beste Klassifizierungsergebnis erreicht werden kann. Dies kann mit Hilfe
der Kreuzvalidierung (cross-validation) und der Gittersuche (grid-search) erreicht werden.

Bei der Kreuzvalidierung werden die Trainingsdaten in Untergruppen gleicher Grofie aufgeteilt. Alle bis auf
eine Untergruppe werden genutzt, um die SVM zu trainieren. Die so angelernte SVM wird an der
verbleibenden Untergruppe validiert. Das Ergebnis ist die Prozentzahl der richtig klassifizierten Objekte. Im
Weiteren wird der Vorgang mit anderen Untergruppen fiir Training und Test wiederholt.

Die Gittersuche muss mit der Kreuzvalidierung ausgefiihrt werden. Bei der Gittersuche werden systematisch
verschiedene Parameterpaare fiir C und vy fiir eine Kreuzvalidierung verwendet (s. Abbildung 4). In der
Implementierung von Hsu et al. (2010) wird der Parameter C mit C = 27°,273,...,2%15 und der Parameter y
mity = 2715,2713 | 23 getestet.

log C
15 .
max.
3 ]
5
> |
45 13 .. 3. 97

Abbildung 4: Schematische Darstellung der Gittersuche (ausgefiihlte Punkte sind mégliche Parameterpaare, der
Extrakreis kennzeichnet das Parameterpaar mit dem besten Kreuzvalidierungsergebnis).

Das Parameterpaar C und y, fiir das das beste Kreuzvalidierungsergebnis erzielt werden konnte, also die
hochste Prozentzahl der richtig klassifizierten Objekte, wird nach Abschluss der Suche aller mdglichen
Kombinationen aus der Gittersuche ausgewdhlt. Nach Hsu et al. (2010) kann die Kreuzvalidierung mit
Gittersuche auf diesem Wege eine Uberanpassung der SVM an die Trainingsdaten verhindern.

Fiir die angesprochene Gittersuche erfolgt die Auswahl der sich &ndernden Parameter € und y i.d.R. zunachst
entsprechend einer logarithmischen Skala wie oben beschrieben. Aufierdem wird die Strategie vom Groben
ins Feine verwendet, d.h. mittels einer groben Suche wird zundchst ein Bereich fiir die Parameter C und y
eingegrenzt, z.B. der in Abbildung 4 mit einem Kreis gekennzeichnete. Anschlief;end wird dieser Bereich mit
einer feineren Suche weiter abgetastet. Ndhere Angaben sind Hsu et al. (2010) zu entnehmen.

Ein Nachteil der Kreuzvalidierung mit Gittersuche ist, dass dieser Prozess sehr rechenintensiv ist. Jedoch
kann das Finden des optimalen Parameterpaares C und y parallelisiert werden, da jedes Parameterpaar
unabhingig voneinander ist und die Kreuzvalidierung deshalb unabhdngig voneinander durchgefiihrt
werden kann.
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3.1.5. Anwenden einer SVM auf ein Mehrklassenproblem

Die SVM ist grundsatzlich ein Zwei-Klassen-Klassifikator. In der Praxis ist man jedoch haufig mit K > 2
Klassen konfrontiert. Die Behandlung eines Mehrklassenproblems mittels einer SVM ist durch die
Kombination verschiedener Zwei-Klassen-SVM-Klassifikationen moglich. Folgende Ansatze sind Bishop
(2006) entnommen.

Ein weit verbreiteter Ansatz ist die Benutzung multipler Zwei-Klassen-SVM-Klassifikatoren. Dabei werden K
verschiedene SVM trainiert. Es wird eine der K Klassen gegen alle anderen K — 1 Klassen, die zu einer
zweiten Klasse vereint werden, klassifiziert (one-versus-all). Fiir jede der K Klassen wird, z.B. der Abstand
dieser Klasse von der Hyperebene gespeichert. Die Klasse, die am weitesten von der Hyperebene entfernt
liegt, legt die zu bestimmende Klassenzugehorigkeit des Vektors fest (Winner-Takes-All-Strategie).
Alternative Mafie zur Bestimmung der Klassenzugehorigkeit eines Merkmalsvektors werden u.a. in (Kref3el,
2002) und (Liu und Zheng, 2005) beschrieben. Probleme bei diesem Vorgehen bestehen darin, dass jede der
SVM auf unterschiedlichen Daten trainiert wird. Hinzu kommt, dass die Trainingsdatensatze unausgeglichen
sind. So wird z.B. bei einem 10-Klassen-Problem eine Klasse mit 10% aller Trainingsdaten trainiert, wahrend
die zweite Klasse, die alle anderen Klassen vereint, 90% der Daten besitzt.

Ein anderer weit verbreiteter Ansatz eines multiplen Zwei-Klassen-Klassifikators besteht darin, K(K — 1) /2
Zwei-Klassen-SVM zu trainieren, um alle méglichen Kombinationen von Klassen gegeneinander zu testen
(one-versus-one). Die Klasse, die die meisten Zuschldge erhilt, wird als Gewinnerklasse ausgewahlt und
bestimmt die Klassenzugehorigkeit des Vektors (Max-Wins-Voting). Nachteil dieser Strategie gegeniiber der
oben vorgestellten one-versus-all-Losung ist die wesentlich ldngere Berechnungszeit, da mehr Zwei-Klassen-
SVM zu berechnen sind. Vorteil ist, dass der Algorithmus immer mit den gleichen Trainingsdaten pro Klasse
trainiert wird.

3.1.6. Vergleich mit anderen Klassifikationsalgorithmen

Wie bereits vorgestellt, ist das ML-Verfahren ein giangiges Klassifikationsverfahren in der Fernerkundung.
Bei dem ML-Verfahren wird davon ausgegangen, dass die Merkmalsvektoren eine bestimmte Verteilung
besitzen. Wird diese Verteilungsannahme verletzt, kann es sein, dass der ML-Klassifikator inkonsistent wird.
Der grofdte Vorteil der SVM gegeniiber der ML-Klassifikation liegt daher darin, dass eine Annahme iiber die
Verteilung der Merkmalsvektoren bei der Verwendung einer SVM nicht notwendig ist. Ein Vorteil der ML-
Klassifikation gegeniiber der SVM ist der bessere Umgang mit Ausreifdern. Ausreifier sind
Merkmalsvektoren, die fernab aller anderen Vektoren im Merkmalsraum liegen. Bei der SVM konnen
Ausreifder explizit nicht erkannt werden, da nur die Lage der Vektoren gegeniiber der Trennflidche, nicht
aber die Entfernung zu allen anderen Vektoren fiir die Klassifizierung relevant ist. Das Erkennen von
Ausreifdern bei der Verwendung einer SVM wird u.a. in (Ziems et al,, 2011) behandelt. Ein direkter Vergleich
des ML-Klassifikators mit einer SVM (Mehrklassen-SVM mit RBF-Kernfunktion) fand in (Huang et al., 2000),
(Foody und Mathur, 2004) und (Braun et al, 2010) statt. Bei allen Veroffentlichungen war die SVM
signifikant besser als der ML-Klassifikator.

Ein weiteres ebenfalls bereits vorgestelltes Verfahren ist das kNN-Verfahren. Dieses Verfahren besitzt
gegeniiber der SVM den Nachteil, dass es unterschiedliche Verteilungen von Vektoren im Merkmalsraum
nicht berticksichtigt. Beide Klassifikationsverfahren wurden u.a. in Schélkopf et al. (1996) verglichen. Bei
dem Test schnitt die SVM deutlich besser ab.

Weitere Verfahren sind die Neuronalen Netze und die baumférmigen Klassifikationsverfahren (Decision
Tree). Wie bereits vorgestellt, sind baumformige Klassifikationsverfahren, u.a. (Quinlan, 1993), sehr flexibel,
da fiir jede Einzelentscheidung die gilinstigste Kombination der Merkmale verwendet wird, sie neigen
dadurch aber zur Uberanpassung an die Trainingsdaten. Gerade die Strategie zur Vermeidung der
Uberanpassung an die Trainingsdaten, nicht nur gegeniiber den baumférmigen Klassifikationsverfahren, ist
ein Vorteil der SVM (Heinert, 2010). Die Trennflache verfiigt bei richtiger Anwendung der SVM {iber eine
endliche und im giinstigsten Fall eine signifikant kleinere Anzahl an Support Vectors gegeniiber der Anzahl
aller verfiigbaren Vektoren. Alle anderen Vektoren, aufier den Support Vectors, haben keinen Einfluss auf die
Lage der Trennflache und damit auf die Bestimmung der Klassenzugehorigkeit neuer Objekte. Sowohl die
Neuronalen Netze als auch ein baumférmiges Klassifikationsverfahren wurden in (Huang et al., 2000) und
(Foody und Mathur, 2004) mit einer SVM beziiglich der Klassifikation von Landnutzungsklassen verglichen.
Die SVM war signifikant besser als die beiden anderen Verfahren.
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Ein haufig genannter Vorteil der SVM gegeniiber vielen anderen Klassifikationsverfahren ist die Eigenschaft
der SVM, gute Genauigkeiten bei einer geringen Anzahl von Trainingsgebieten zu erreichen. Ein Vergleich
unter diesem Gesichtspunkt mit Neuronalen Netzen, dem baumférmigen Klassifikationsverfahren nach
Quinlan (1993) sowie dem ML-Klassifikationsverfahren ist in (Huang et al., 2000) gegeben. Bei der Nutzung
aller zur Verfiigung stehenden Merkmale fiir die Klassifikation erzielt die SVM immer das signifikant beste
Ergebnis bei verschieden grofden Trainingsgebieten.

Ein in jlingerer Zeit haufig benutztes Klassifikationsverfahren ist der ebenfalls bereits vorgestellte CRF-
Klassifikator. In (Hoberg und Miiller, 2011) wird die SVM mit dem CRF-Klassifikationsverfahren verglichen.
Ergebnisse zeigen, dass der CRF-Klassifikator geringfiigig bessere Ergebnisse als der SVM-Klassifikator
erreicht. Das liegt vor allem daran, dass an den Grenzen zwischen Flachen verschiedener Nutzung durch die
glattende Eigenschaft der CRF das Ergebnis des CRF-Klassifikators bei der in dieser Veroffentlichung
verwendeten pixelbasierten Klassifikation besser geeignet ist. Werden nur die inneren Bereiche der Flachen
betrachtet, sind die Ergebnisse beider Klassifikatoren vergleichbar.

Einer der grofdten Nachteile der SVM gegeniiber allen zuvor genannten Klassifikationsalgorithmen liegt
darin, dass es sich um ein binadres Klassifikationsverfahren handelt. Mehrklassenprobleme kénnen bei der
SVM nur liber multiple Zwei-Klassen-SVMs geldst werden, wobei alle anderen zuvor genannten Verfahren
leicht an ein Mehrklassenproblem angepasst werden konnen. Ein weiterer Nachteil der SVM ist, dass kein
direktes Qualitdtsmafi abgeleitet werden kann. Nur tiber Umwege ist es moglich, ein solches Qualitdtsmaf3 zu
erhalten (Platt, 2000).

Des Weiteren ist das Lernen einer SVM sehr rechenintensiv, z.B. verglichen mit dem ML-Klassifikator. Der
Lernprozess der SVM wird durch das zusdtzliche Lernen der Parameter C sowie der
Kernfunktionsparameter mittels Gittersuche und Kreuzvalidierung weiter verlangsamt. Werden
Mehrklassenprobleme angelernt, verlangsamt sich der Prozess zusatzlich.

3.1.7. Zusammenfassung

In diesem Abschnitt wurde zunichst die theoretische Grundlage der SVM im Detail erortert. Der binédre
iiberwachte Klassifikationsalgorithmus der SVM trennt zwei Klassen mittels ihrer Merkmalsvektoren durch
eine Hyperebene so, dass der Abstand derjenigen Vektoren, die der Hyperebene am nichsten liegen,
maximiert wird. Die SVM arbeitet sowohl auf im Merkmalsraum linear als auch auf nicht linear trennbaren
Daten. Das wird durch eine Transformation der nicht linear trennbaren Daten des Merkmalsraums in einen
hoher dimensionalen Merkmalsraum erreicht. Diese Transformation muss nicht explizit durchgefiihrt
werden, sondern wird durch den sogenannten Kernel-Trick erreicht. Wie beschrieben, hat sich die RBF-
Kernfunktion als besonders niitzlich fiir diverse Anwendungsgebiete herausgestellt, darunter auch die
Landnutzungsklassifikation. Im vorliegenden Abschnitt wurde ebenfalls beschrieben, wie alle Parameter
einer SVM automatisch angelernt werden konnen, so dass ein optimales Klassifikationsergebnis erreicht
werden kann. Vergleiche der SVM zu anderen Klassifikationsverfahren sowie die herausgearbeiteten
Vorteile machen deutlich, dass die SVM als Klassifikationsalgorithmus besonders zum Trennen zweier
Klassen mittels einer objektbasierten Klassifikation geeignet ist, auch dann, wenn rdumlich getrennte Cluster
der Klassen im Merkmalsraum vorliegen.

3.2.  Einfiihrung in die Segmentierung mit Wasserscheidentransformation und
Regionennachbarschaftsgraph

Wie bereits herausgearbeitet, ist die Segmentierung von GIS-Objekten in unterschiedliche Segmente,
korrespondierend zu unterschiedlichen Schldgen, ein Teilproblem der Verifikation von GIS-Acker-und
Griinlandobjekten. Wie in Abschnitt 2.3 diskutiert, eignet sich zur Segmentierung ein Verfahren, basierend
auf einer urspriinglich stark iibersegmentierenden Wasserscheidentransformation mit anschliefdender
Verschmelzung der Regionen mit dhnlichen Eigenschaften mittels eines RAG. Da es sich bei beiden Verfahren
um weit verbreitete Standardverfahren der Bildverarbeitung handelt, werden die Grundlagen der
Wasserscheidentransformation und des RAG in diesem Abschnitt nur kurz vorgestellt. Aufgefiihrte
Erlduterungen wurden im wesentlichen Tonnies (2005) entnommen.

Die Wasserscheidentransformation basiert auf Gradienteninformationen und findet automatisch die Kanten
eingeschlossener Segmente. Im topographischen Sinn trennt eine ,Wasserscheide“ Gebiete, die in
unterschiedliche Senken entwissert werden. Die Wasserscheiden werden im Bild so simuliert, dass sie



32 3. Grundlagen

gerade dort verlaufen, wo zwei Bildsegmente voneinander unterschieden werden sollen. Dabei eignen sich
Gradienten zum Simulieren der Topographie. Zur Rauschunterdriickung wird bei der Berechnung des
Gradientenbildes eine Glattung, z.B. mittels Gaufifilter G, mit Glattungsparameter o, durchgefiihrt. Die
Wasserscheiden kénnen anschliefiend mittels Beregnung oder Flutung bestimmt werden. Bei der zweiten
Methode wird von den lokalen Minima aus geflutet, wie in Abbildung 5 zu sehen ist. Anschlief3end wird die
Fluthohe langsam gesteigert. Bei jedem Schritt wird fiir jedes neu iiberflutete Pixel iiberpriift, ob es

1. isoliertist,

2. eine Uberflutungsregion steigert oder

3. eine Wasserscheide ist.
Ist ein neu uberflutetes Pixel isoliert, also ist es nicht zu anderen uberfluteten Pixeln benachbart, dann
handelt es sich um ein neu gefundenes Minimum. In diesem Fall wird fiir dieses isolierte Pixel ein neues
Segment im Segmentierungsbild erzeugt. Steigert ein neu iiberflutetes Pixel eine Uberflutungsregion, wird
dieses Pixel dem entsprechenden Segment zugeordnet. Ist das neu tiberflutete Pixel eine Wasserscheide, d.h.
ist dieses Pixel von mindestens zwei Regionen benachbart, ist die Segmentgrenze erreicht.

f(x) Wasser-

scheide

Quelle

Abbildung 5: Schema der Wasserscheidentransformation durch Flutung, Abbildung iibernommen aus (Tonnies,
2005), S. 225.

Der Grad der Ubersegmentierung, der bei der Wasserscheidentransformation erreicht wird, hangt vom Grad
der Glattung des Gradientenbildes ab. Detaillierte Informationen und Beschreibungen zur Wasserscheiden-
transformation kénnen neben Tonnies (2005) auch Gonzalez und Woods (2002) entnommen werden.
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Abbildung 6: RAG (rechts) eines synthetischen Bilds (links)
(S;... Segmente, e{ .. Kanten zwischen den Segmenten S; und ;).

Nach der Wasserscheidensegmentierung wird ein RAG generiert. Die Knoten des Graphen sind die
Segmente, wahrend die Kanten die Nachbarschafsrelationen reprdsentieren: zwei Segmente S; und §; mit

i #j sind durch die Kante eij im RAG verbunden, wenn es nach der Segmentierung mindestens einen
Grenzpixel gibt, das sowohl an §; als auch an S; grenzt. Ein Beispiel eines solchen Graphen fiir ein
synthetisches Bild ist Abbildung 6 zu entnehmen.

In der Regel werden, wenn der RAG konstruiert wird, gleichzeitig Attribute fiir Knoten und die Kanten
berechnet. Attribute kénnen z.B. geometrische oder radiometrische Attribute sein. Der RAG mit den
Attributen fiir Knoten und Kanten ist Voraussetzung fiir das Verschmelzen benachbarter Regionen zur
Verbesserung der initialen Segmentierung. Ziel des Prozesses ist es, Regionen zu verschmelzen, die
gemeinsame Eigenschaften besitzen. Diese Eigenschaften kdnnen unterschiedlich definiert werden, genauso
wie die Kriterien, unter denen zwei Segmente nicht verschmolzen werden diirfen. Eigenschaften und
Kriterien sind entsprechend der Anwendung zu wahlen.



4. Neue Methode zur Verifikation der Objektarten Ackerland und Griinland eines GIS 33

4. Neue Methode zur Verifikation der Objektarten Ackerland und
Griunland eines GIS

In diesem Kapitel wird ein neues Verfahren zur Verifikation der Objektarten Acker- und Griinland eines GIS
eingefithrt. Nachdem die Eingangsdaten erldutert wurden, wird zunichst ein Uberblick iiber den
Algorithmus gegeben, bevor auf die einzelnen Schritte fiir die Verifikation der Objektarten Ackerland und
Grinland eingegangen wird. Das Kapitel schlief3t mit einer Bewertung des Algorithmus inklusive seiner
Grenzen.

4.1. Eingangsdaten

Als Eingangsdaten in das Verfahren zur Verifikation von GIS-Objekten der Klassen Acker- und Griinland
dienen:

e das zu verifizierende GIS und

¢ ein Bilddatensatz.

Der in dieser Arbeit vorgestellte Ansatz ist auf Spezifikationen von GIS-Datenbanken ausgerichtet, die den
Inhalt und Detailierungsgrad einer topographischen Karte mittleren Mafdstabs entsprechen, wie z.B. das
ATKIS Basis-DLM (AdV, 1997), CLC (EEA, 2011) und MGCP.

Der Bilddatensatz besteht aus einen monotemporalen Luft- oder Satellitenbild mit einer geometrischen
Auflésung von 0,5 bis 1 m. Das Bild muss orthorektifiziert und multispektral (in Fall von Satellitenbildern
pansharpend) sein, wobei die Farbinformation der Kanale Rot (R), Griin (G) und Blau (B) und/oder der
Kandle Nahes Infrarot (NIR), Rot (R) und Griin (G) vorliegen kénnen.

4.2. Uberblick

Ziel ist die automatisierte Verifikation von GIS-Objekten der Klassen Acker- und Griinland. Die
automatisierte Verifikation soll den menschlichen Bearbeiter bei der Qualitiatskontrolle unterstiitzen. Dabei
sollen zum einen geniigend Fehler gefunden werden, so dass die geforderten Qualitdtsanspriiche erfiillt
werden, zum anderen soll dem Bearbeiter bei Benutzung des Systems eine Zeitersparnis entstehen. Wie in
Kapitel 1 herausgearbeitet, wird in dieser Arbeit ein semi-automatisches Verifikationsverfahren verwendet.
Alle GIS-Objekte, die vom System als richtig verifiziert werden, brauchen vom menschlichen Bearbeiter nicht
mehr betrachtet zu werden. Alle anderen Objekte werden manuell iiberpriift. Die endgiiltige Entscheidung
iiber Annahme oder Riickweisung eines vom System abgelehnten Objektes wird von einem menschlichen
Bearbeiter durchgefiihrt. Dieser Schritt wird in der Nachbearbeitung des Verfahrens ausgefiihrt.

Wie in der Diskussion in Abschnitt 2.4 herausgearbeitet, wird flir die Verifikation von Ackerland- und
Griinlandobjekten ein zweistufiges Verfahren verwendet. Im ersten Schritt wird die gemeinsame Klasse
Acker-/Griinland gegeniiber allen anderen Klassen wie z.B. Siedlung, Industrie und Wald mit Hilfe einer
pixelbasierten Klassifikation abgegrenzt, wiahrend im zweiten Schritt Acker- und Griinland mit Hilfe einer
objektbasierten Klassifikation voneinander getrennt werden. Durch die zweistufige Vorgehensweise ist es
moglich, die Vorteile einer pixelbasierten und einer objektbasierten Klassifikation zu verbinden, wie im
Abschnitt 2.1.1.3. diskutiert. Die Literaturiibersicht (Kapitel 2) zeigte, dass ein zweistufiges Verfahren, das
eine pixel- und objektorientierte Klassifikation verbindet, bisher weder fiir die Verifikation noch fiir die
Klassifikation landwirtschaftlicher Flachen zum Einsatz kam.

In Kapitel 2 zeigte sich, dass fiir den ersten Schritt, der Trennung der gemeinsamen Klasse Acker-/Griinland
von weiteren Klassen, ein pixelbasiertes Verfahren am besten geeignet ist, da es auf diese Weise moglich ist,
auch einzelne kleine Flachen mit Fremdnutzung, die in Ackerland- und Griinlandobjekten nicht erlaubt sind,
zu detektieren. In der Diskussion in Abschnitt 2.4 zeigte sich, dass fiir eine pixelbasierte Klassifikation von
mehreren Klassen das MRF-Verfahren besonders geeignet ist. So kann das Verfahren der MRF zum einen
Kontext beriicksichtigen, was bei einer pixelbasierten Klassifikation zur Reduktion des ,Salt-and-Pepper-
Effects” fithrt; und zum anderen erlaubt das MRF-Verfahren die Klassifikation einer beliebigen Anzahl von
Klassen. Ein solcher Ansatz wurde in (Busch et al.,, 2005) benutzt. Busch et al. (2005) zeigen, dass mittels des
MRF-Ansatzes eine zuverldssige Trennung der gemeinsamen Klasse Acker-/ Griinland gegeniiber anderen
Klassen moglich ist. Es wurde auch gezeigt, dass eine Trennung von Acker- und Griinland mit diesem Ansatz
nicht durchgefiihrt werden kann. Die Arbeiten von Busch et al. (2005) basieren auf einem Ansatz von
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Gimel'farb (1996). Nach der pixelbasierten Klassifikation werden deren Ergebnisse auf das GIS-Objekt
ibertragen, wobei die Spezifikationen des GIS bertcksichtigt werden. Ergibt sich daraus, dass das Objekt
weder der Objektart Ackerland noch der Objektart Griinland angehort, wird das Objekt vom System als
falsch gekennzeichnet, andernfalls wird es zum zweiten Analyseschritt weitergeleitet. In der vorliegenden
Arbeit wird das Verfahren nach Busch et al. (2005), das auf den Arbeiten von Gimel’farb (1996) beruht, fiir
die Trennung der gemeinsamen Klasse Acker-/Griinland von anderen Klassen wie Siedlung, Industrie und
Wald angewendet, da es fiir diese Aufgabe bereits erfolgreich eingesetzt wurde. Da auf bereits existierende
Verfahren zuriickgegriffen wird, werden in diesem Kapitel diese Verfahren nur kurz vorgestellt. Ndhere
Informationen sind Gimel’farb (1996) und Busch et al. (2005) zu entnehmen.

1. Schritt
Pixelbasierte Klassifikation

v

] Selektion eines GIS-Acker-/Griinlandobjektes,
Uberfiihrung der pixelbasierten Analyse auf das GIS-Objekt

nein

Ackerland / Griinland
\4

2. Schritt v
[ Segmentierung eines GIS-Objektes ]

[ Objektbasierte Klassifikation jedes Segmentes ]

[ Klassifikation und Verifikation des GIS-Objektes ]

nein

Korrekt

ja

Y Y 4

[Visualisierung als nicht korrekt] , Visualisierung als korrekt

[ Interaktive Kontrolle ]

MNachbe-
arbeitung

Abbildung 7: Ablaufdiagramm der Methode zur Verifikation der Objektarten Ackerland und Griinland eines GIS.

In einem zweiten Schritt werden alle GIS-Objekte, die im ersten Schritt nicht abgelehnt worden, in die
Objektarten Acker- und Griinland klassifiziert. Das Verfahren des zweiten Analyseschrittes ist neuartig und
wird daher in diesem Kapitel im Detail beschrieben.

Kapitel 2 und Kapitel 3 zeigten, dass sich fiir den zweiten Analyseschritt das SVM-Klassifikationsverfahren
besonders gut eignet, da die SVM zum einen mit rdumlich getrennten Clustern von Klassen im
Merkmalsraum umgehen kann, wie sie fiir die Klasse Ackerland auf Grund der unterschiedlichen
Erscheinungsformen zu erwarten sind, und zum anderen ein bindres Klassifikationsverfahren ist. Wie
Kapitel 2 zeigte, wurde das Verfahren der SVM zur Klassifikation landwirtschaftlicher Flachen bisher nicht
genutzt. Die Grundlagen wurde in Abschnitt 3.1 detailliert eingefiihrt.

Bevor die Klassifikation innerhalb des zweiten Analyseschrittes vorgenommen werden kann, muss eine
Segmentierung der einzelnen Schldge innerhalb eines GIS-Objektes erfolgen. In Kapitel 2 zeigte sich, dass
dafiir die Wasserscheidentransformation mit anschliefender Verwendung eines RAG geeignet ist. Dabei
werden nach einer urspriinglich stark iibersegmentierenden Wasserscheidentransformation benachbarte
Regionen mit dhnlichen Eigenschaften verschmolzen. Aus diesem Grund wird dieses Verfahren in der
vorliegenden Arbeit genutzt; in diesem Kapitel werden die Kriterien vorgestellt, nachdenen die Regionen des
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RAG verschmolzen werden. Diese Kriterien sind speziell fiir die in dieser Arbeit geforderten Kriterien zur
Segmentierung von Schldgen ausgerichtet. Nach der Segmentierung erfolgt zunachst eine Zuordnung jedes
Segmentes eines GIS-Objektes zu der Objektart Ackerland oder Griinland. Sind alle Segmente eines GIS-
Objektes einer Klasse zugewiesen, erfolgt die Klassifikation und Verifikation des GIS-Objektes. Auf Grund der
Verwendung einer automatischen Segmentierung zur Bestimmung einzelner Schldge, deren getrennter
Klassifikation und gemeinsamer Verifikation, hebt sich die vorliegende Arbeit von bisher existierenden
Klassifikationsverfahren ab (Kapitel 2). Diese Losung setzt somit kein Schlagkataster voraus, wie es
existierende Verfahren zur Klassifikation von Acker- und Griinland i.d.R. benétigen.

Flr die objektbasierte Klassifikation von Ackerland- und Griinlandsegmenten sind Merkmale spektrale,
texturelle, strukturelle und geometrische Merkmale nétig, wie in Abschnitt 2.4 diskutiert. Dort wurde
ebenfalls festgestellt, dass bei den bisher verwendeten strukturellen Merkmalen héufig Vorinformationen
benotigt werden, die bei Objektklassen wie Weingarten einfacher verfiigbar und meist bekannt sind, jedoch
nicht bei Ackerlandflachen. Fiir die Trennung von Ackerland gegeniiber Griinland wird daher in diesem
Kapitel ein Ansatz zur Bestimmung struktureller Merkmale vorgestellt, der keine Vorinformation benétigt.

Werden alle bisher in diesem Abschnitt genannten Punkte beriicksichtigt, ergibt sich ein Ablauf der Methode
wie in Abbildung 7 zusammengefasst. Im weiteren Verlauf dieses Kapitels werden die einzelnen Schritte, die
im Ablaufdiagramm in Abbildung 7 zu sehen sind, beschrieben.

Zusammenfassend kann festgestellt werden: Die neue Methode zur Verifikation von Ackerland- und
Grinlandobjekten wird in der Lage sein, die Verifikation dieser GIS-Objekte auf Grundlage einer
Klassifikation der getrennten Klassen Acker- und Griinland durchzufithren. Damit wird erstmals die
Moglichkeit der automatisierten Verifikation von GIS-Ackerland- und Griinlandobjekten bestehen. Dieses
Verfahren fiir die Verifikation beriicksichtigt dabei in Klassifikation und Verifikation das Vorhandensein
mehrerer Schldge innerhalb eines GIS-Ackerland- und Griinlandobjektes mittels automatischer
Segmentierung. Das findet bei bisher existierenden Klassifikationsverfahren keine Beriicksichtigung. Bei der
Klassifikation der Segmente werden z.T. extra fiir die Problematik der Trennung von Acker- und Griinland
entwickelte Merkmale verwendet, die neuartig sind und detailliert vorgestellt werden. Aufierdem werden
Teilnutzungen in Ackerland- und Griinlandobjekten beriicksichtigt, was bisher bei Klassifikationsansatzen,
wie im Kapitel 2 gezeigt, ebenfalls keine Berticksichtigung fand.

4.3. Kilassifikation zur Identifizierung von GIS-Ackerland- und Griinlandobjekten

Im ersten Schritt des zweistufigen Prozesses zur Verifikation von Ackerland- und Griinlandobjekten eines
GIS werden zunachst Acker- und Griinland zusammen als eine Klasse betrachtet und gegen alle anderen
Klassen abgegrenzt. Andere Klassen konnen Siedlung, Industrie und Wald sein. Diese Klassifikation soll auch
in der Lage sein, einzelne Objekte, die einer anderen Objektart angehoren, innerhalb eines GIS-Objektes zu
detektieren, wie z.B. Hiuser, die in GIS-Ackerland- oder Griinlandobjekten nicht zuladssig sind. Ein Beispiel
fiir diesen Fall ist in Abbildung 8 zu sehen. Hier entstanden innerhalb von vier Jahren mehrere Hauser eines
neuerschlossenen Wohngebietes (durch Pfeile gekennzeichnet), wo zuvor ein reines GIS-Griinlandobjekt
existierte. Es ist zu sehen, dass das GIS zum spateren Zeitpunkt noch nicht aktualisiert ist und daher einen
Fehler beinhaltet (Hauser in einem Griinlandobjekt).

Busch et al. (2005) haben nachgewiesen, dass ihre Methode fiir die notwendigen Anforderungen geeignet ist,
weshalb diese Methode auch in dieser Arbeit verwendet wird. Die Methode von Busch et al. (2005) wurde
ebenfalls in den Arbeiten von Miiller (2007) erfolgreich eingesetzt, bei der dhnliche Anforderungen, bezogen
auf die Objektklassen Siedlung und Industrie bestanden. Die in der Arbeit von Busch et al. (2005) verwendete
pixelbasierte Klassifikation basiert auf dem Ansatz von Gimel'farb (1996), wihrend die Uberfiihrung des
pixelbasierten Klassifikationsergebnisses auf GIS-Objekte von Busch et al. (2005) selber stammt. In diesem
Absatz werden beide Methoden (pixelbasierte Klassifikation nach Gimel'farb (1996) und Uberfithrung des
pixelbasierten Klassifikationsergebnisses nach Busch et al. (2005)) nur kurz vorgestellt, da es sich um
bereits existierende Verfahren handelt. Nahere Informationen sind Gimel’farb (1996, 1997) und Busch et al.
(2004, 2005) zu entnehmen.
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Abbildung 8: Griinlandobjekt in 2006 ohne Hauser (links, IKONOS) und in 2010 mit mehreren Hiausern (rechts, Luft-
bild, mit Pfeilen gekennzeichnet), die Ausschnitte zeigen ein jeweils 500 m x 500 m grofdes Gebiet, farbige Linien
entsprechen den Grenzen von GIS-Objekten.

4.3.1. Pixelbasierte Klassifikation

Das Verfahren von Gimel'farb (1996) beruht auf der Analyse von Textur und Farbe. Es handelt sich um eine
liberwachte Klassifikation, basierend auf MRF. Wie bereits im Abschnitt 2.1.1.2 angemerkt, wird das Bild bei
MREF als ungerichteter Graph interpretiert, bei dem die Knoten den Pixeln und die Kanten den Beziehungen
zwischen benachbarten Pixeln entsprechen. Auf Grund der Modellierung von Interaktionen benachbarter
Pixel bei der Klassifikation kénnen lokale Zusammenhange berticksichtigt werden. Das zu klassifizierende
Pixel wird damit nicht nur auf Grund seiner Merkmale, sondern auch auf Grund der Klassenzugehorigkeit
aller anderen Pixel iiber eine Wahrscheinlichkeitsfunktion einer Klasse zugeordnet.

MRF sind, wie in Kapitel 2 gezeigt, gut fiir die pixelbasierte Klassifikation geeignet, da es auf Grund der
Verwendung des lokalen Kontextmodells einer Glattung des Klassifikationsergebnisses kommt und somit
der ,Salt-and-Pepper-Effect” bei den unabhéangigen Klassen von Pixeln verringert wird. Ein Vorteil des MRF-
Verfahrens gegeniiber der SVM ist, dass das MRF-Verfahren grundsatzlich fiir die Klassifikation mehrerer
Klassen geeignet ist, wie es sich hier als notwendig erweist. Die zu bestimmenden Objektklassen sind unter
Beriicksichtigung der in der Szene charakteristischen Klassen zu wahlen. Charakteristische Klassen fiir
landliche Regionen sind Acker-/Griinland, Siedlung, Industrie und Wald.

Fir die Klassifikation in (Gimel'farb, 1996) werden Texturmerkmale verwendet, die durch die Interaktion
von Pixelpaaren modelliert werden. Fiir die Modellierung der Interaktionen werden Gibbs-Potenziale
verwendet. Die Interaktion von Pixelpaaren driickt dabei aus, dass die Grauwerte innerhalb einer lokalen
Nachbarschaft nicht zufillig verteilt sind, sondern einer bestimmten Konfiguration unterliegen. Die fiir die
Klassifikation verwendeten Merkmale beruhen auf Grauwertdifferenzhistogrammen (Gray Level Difference
Histograms — GLDH), die in einer 33 x 33 Pixel grofden Umgebung fiir den zentralen zu klassifizierende Pixel
berechnet werden. Die GLDH wird nicht nur pro Bildkanal, sondern auch zwischen jeweils zwei Kanilen
bestimmt. Da die lokale Umgebung zur Berechnung der GLDH auf 33 x 33 Pixel festgelegt ist, wird, um die
Skalenabhingigkeit der Textur zu beriicksichtigen, eine Anpassung der geometrischen Aufldsung der
Eingangsbilder an die zu untersuchenden Texturen vorgenommen. Dafiir wird durch Unterabtastung der
Eingabebilddaten eine Bildpyramide mit L Auflésungsstufen erzeugt. Um Aliasing-Artefakte zu vermeiden,
wird das Eingabebild vor Unterabtastung tiefpassgefiltert. In jedem Schritt der Unterabtastung wird die
geometrische Auflésung des Bildes um den Faktor 2 reduziert. Die Anzahl der Aufldsungsstufen in dieser
Arbeit wurde auf 4 festgelegt. Mittels Training wird fiir jede Klasse die geeignete Auflosungsstufe bestimmt
und fiir die Klassifikation angewendet. Dafiir wird das Verfahren von Becker et al. (2009) eingesetzt. Um die
Auflésungsstufe zu bestimmen, trainiert Becker et al. (2009) zunidchst das MRF pro Auflésungsstufe.
Anschliefdend findet pro Auflosungsstufe die Reklassifizierung der Trainingsdaten statt. Durch Vergleich der
RekKlassifizierungsergebnisse jeder Auflosungsstufe erhédlt man schliefdlich die beste Auflosungsstufe je
Klasse. Durch die Lernstichprobe wird das Training manuell festgelegt.
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4.3.2. Uberfiihrung der pixelbasierten Klassifikation auf ein GIS-Objekt

Da es sich bei dem in (Gimel'farb, 1996) vorgestellten Ansatz um ein pixelbasiertes Verfahren handelt, die
Verifikation aber pro GIS-Objekt durchzufiihren ist, gilt es, das pixelbasierte Verfahren auf das GIS-Objekt zu
ibertragen und dabei Fehler, wie z.B. neu entstandene Hauser (Abbildung 8), zu detektieren. Das Verfahren
zur Ubertragung des pixelbasierten Klassifikationsergebnisses auf ein GIS-Objekt wurde (Busch et al.,, 2005)
entnommen.

Pixel, die mit der Objektklasse im GIS konsistent sind, werden als ,korrekt”, alle anderen Pixel als ,falsch”
gekennzeichnet. Insgesamt werden zwei Kriterien flir die Bewertung eines GIS-Objektes herangezogen. Das
erste Kriterium ist der Quotient q aus der Anzahl von falschen Pixeln und der Anzahl aller Pixel, die das GIS-
Objekt bedecken.

_ Nfalsch

1= Nkorrekt+Nfalsch (4'1)
Auf Grund von Rauschen und inhomogenen Strukturen kénnen falsche Pixel mehr oder weniger gleichmafdig
iber ein Objekt verteilt sein. Es ist z.B. moglich, dass bei der Klassifikation einer Siedlungsflache in offener
Bauweise grofde Dachflachen als Industrie sowie Baume und Wiesen in Hintergarten als Wald oder Acker-/
Griinland detektiert werden, wie in Abbildung 9 sichtbar. Wenn es sich bei diesen Flachen jedoch um
kompakte Fehler handelt und nicht um Rauschen, muss das GIS-Objekt vom System als falsch abgelehnt
werden, auch wenn der Schwellwert fiir Quotienten q (4.1) nicht erreicht ist. Ein kompakter Fehler ist:

e ein Verbund von falschen Pixeln,

¢ die ein und derselben Klasse angehoren sowie

¢ eine gewisse Grofde und Breit besitzen.
Das Maf? der Breite, das hier Anwendung findet, ist die Anzahl der Schritte eines morphologischen Filters
(Erosion) E, die benoétigt werden, bis die Region des vermeintlichen kompakten Fehlers verschwindet. Ist die
Anzahl hoher als ein definierter Schwellwert s und besitzt der Fehler eine Mindestflache s,, handelt es sich
um einen kompakten Fehler. Liegt mindestens ein kompakter Fehler vor, wird das GIS-Objekt vom System
abgelehnt.

Abbildung 9: Klassifikationsergebnis (rechts) eines Siedlungsgebietes (links) - Siedlung (rot), Industrie (gelb),
Wald (dunkelgriin), Acker-/Griinland (hellgriin).

Im Gegensatz zu q, wo die Summe tber alle falsch klassifizierten Pixel gebildet wird, egal welcher Klasse
diese angehoren, betrachtet der kompakte Fehler nur Pixel, die zu ein und derselben Klasse gehoren. Der fiir
q zu wiahlende Schwellwert s, sowie die Grofse des Schwellwertes s, fiir die Detektion eines kompakten
Fehlers ergeben sich aus den Spezifikationen des jeweiligen GIS-Objektartenkataloges. Der Schwellwert sg
fiir die Bestimmung eines kompakten Fehlers ergibt sich z.B. aus dem Vorwissen iliber die Dimension eines
Hauses (Abbildung 8).

Wenn ein oder mehrere Gebdude in einem GIS-Griinlandobjekt neu entstanden sind, kann das Neubaugebiet
das komplette oder einen sehr grofien Teil des Ackerlandobjektes bedecken. In diesem Fall wird der Fehler
im GIS sowohl liber g als auch iiber das Vorhandensein eines kompakten Fehlers der Klasse Siedlung
entdeckt. Bedeckt das Neubaugebiet nur einen Teil des Ackerlandobjektes, dann wird dieser Fehler als
kompakter Fehler erkannt. Wenn kein kompakter Fehler gefunden werden konnte, weil es sich z.B. um ein
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sehr langes und schmales GIS-Objekt bzw. um ein sehr langes und schmales Neubaugebiet handelt, kann der
Fehler im GIS fast immer tiber g gefunden werden.

Zusammenfassend kann gesagt werden, dass, wenn nach der Klassifikation des Ansatzes nach Gimel'farb
(1996) ein GIS- Ackerland-/Griinlandobjekt

¢ aus Pixeln besteht, die der Klasse Acker-/Griinland angehdren,

¢ g des GIS-Objektes kleiner als ein zuvor definierter Grenzwert s;und

e die Anzahl der kompakten Fehler Null ist (also die Schwellwerte s, und sy nicht iiberschritten
werden),
dann handelt es sich bei diesem GIS-Objekt tatsdchlich um ein Ackerland- oder Griinlandobjekt, das zur
nachsten Analysestufe weitergegeben wird. Ist eine dieser Bedingungen nicht erfiillt, ist ein Fehler im GIS
nicht auszuschliefien. Das GIS-Objekt wird in diesem Fall vom System abgelehnt und zur endgiiltigen
Bewertung einem menschlichen Bearbeiter vorgelegt.

4.4. Segmentierung von Schlédgen

Die Segmentierung von GIS-Objekten in Schlige ist notwendig, weil viele GIS, z.B. ATKIS, das Vorhandensein
mehrerer Schldge innerhalb eines GIS-Objektes erlauben (Abbildung 10) und die vorgestellte Methode mit
dieser Spezifikation umgehen kénnen muss. Die verschiedenen Schlage erscheinen nach der Glattung mittels
Gaufsfilter G, mit dem Glattungsparameter o als einigermaféen homogene Segmente in den Bildern. Die
Schlage konnen also nach einer Gaufdfilterung mittels Segmentierung als homogene Segmente extrahiert
werden. Dafiir wird ein Segmentierungsalgorithmus, wie in Abschnitt 3.2 eingefiihrt, verwendet.

-

Abbildung 10: Falschfarbeninfrarotbilder zweier GIS-Ackerlandobjekte, die aus mehreren Schlagen bestehen.
GIS-Grenzen sind in cyan und blau eingezeichnet.

Zunachst wird eine Wasserscheidensegmentierung angewendet. Abbildung 11 zeigt ein RGB-Bild mit den
Ergebnissen zweier Wasserscheidensegmentierungen unter Verwendung verschiedener
Glattungsparameter. Die Wasserscheidensegmentierung liefert Regionen mit geschlossenen Grenzen, auch
wenn das Bild in der Mitte eine starke Ubersegmentierung zeigt. Die Segmentgrenzen, die ein menschlicher
Bearbeiter wahlen wiirde, sind alle vorhanden, aber es sind viele zusitzliche Grenzen enthalten. Im
Segmentierungsbild auf der rechten Seite sind auf Grund des starker geglatteten Eingabebildes wichtige
Bildstrukturen verschmolzen. Eine gute Trennung der Schldge ist somit nicht mehr mdglich. Um diesen
Problemen zu begegnen, wird in dieser Arbeit eine iterative Losung durchgefiihrt. Zundchst wird eine
Wasserscheidensegmentierung mit einem geringen Glattungsgrad angewendet, das zu einer starken
Ubersegmentierung fiithrt. AnschlieRend wird ein Regionennachbarschaftsgraph (region adjacency graph,
RAG) generiert, der wichtige Attribute der Bildregionen und deren Grenzen enthalt. Diese Attribute sind
speziell fiir die geforderte Aufgabe entwickelt worden und werden daher in diesem Abschnitt detailliert
eingefiihrt. Nachdem die Regionen, basierend auf den Attributen, verschmolzen wurden, wird abschlief3end
eine Nachbearbeitung der Segmentierungsergebnisse an Hand von GIS-Spezifikationen durchgefiihrt.
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Abbildung 11: Wasserscheidensegmentierung eines RGB-Bildes (links) fiir ¢ = 3 (Mitte) und o = 8 (rechts).

4.4.1. Attribute der Bildregionen und deren Grenzen

Wenn der RAG konstruiert wird, werden gleichzeitig die Attribute fiir Knoten und die Kanten berechnet.
Eine Region hat geometrische Attribute und radiometrische Attribute.

Die geometrischen Attribute eines Segmentes i sind:
¢ Anzahl der Pixel N;,
e Minimum- und Maximumkoordinaten,
¢ Koordinaten des Schwerpunktes.

Zur Berechnung der radiometrischen Attribute nimmt man zunéchst an, dass ein multispektrales Bild I mit

Ny Kanélen durch die Grauwertvektoren g(x,y) = [gl(x, ¥),9206,9), ., Gn (%, y)]T an der Stelle (x,y)
reprasentiert wird. Die radiometrischen Attribute eines Segmentes i sind:

¢ mittlerer Grauwertvektor g,

¢ Kovarianzmatrix Qg4 der Grauwerte,

¢ Gesamtmafl var' des Rauschniveaus innerhalb des Segments als Spur von Qg, mit var'=

Spur ( Qgg).

Um die Berechnung von géwg und Qé,g robust in Hinsicht auf Ausreifer nahe der Segmentgrenze zu machen,
werden Grauwertvektoren nahe der Segmentgrenze nicht beriicksichtigt. Es werden nur dann alle
Grauwertvektoren verwendet, wenn ein Segment so Klein ist, dass alle Pixel nahe einer Grenze liegen und
daher alle Pixel aus der Berechnung ausgeschlossen werden miissten.

Eine Kante ei] im RAG représentiert die Nachbarschaftsbeziehung zwischen zwei Segmenten S; und S; und
die Grenze zwischen zwei Regionen. Eine Grenze zwischen zwei Regionen besteht aus einem oder einer
Sequenz von Grenzpixeln. Daher besteht jede Kante im RAG aus einem Satz von verbundenen Grenzpixeln,
die aus dem Labelbild, das das Segmentierungsergebnis reprasentiert, extrahiert werden. Weiterhin besitzen
die Grenzpixel eine 2D Ausdehnung im digitalen Bild, ndmlich die Flache, die von diesen Pixeln bedeckt wird.

Aus diesem Grund besitzt die Kante ei] ebenfalls einen durchschnittlichen Grauwertvektor und eine
Kovarianzmatrix der Grauwerte, berechnet aus den Grauwerten aller Grenzpixel, die S; und §; trennen.

4.4.2. Verschmelzen von Regionen

Der RAG mit den Attributen fiir Knoten und Kanten ist Voraussetzung fiir das Verschmelzen benachbarter
Regionen zur Verbesserung der initialen Segmentierung. Ziel des Prozesses ist es, Regionen zu
verschmelzen, die

e dhnliche radiometrische Eigenschaften besitzen und

e durch keine signifikante Kante getrennt sind.

Ahnliche radiometrische Eigenschaften kénnen mit Hilfe eines Hypothesentest erkannt werden. Dafiir wird
. . . . . . . _ i j .
die Differenz der beiden mittleren Grauwertvektoren zweier Regionen A;; mit A;;= (gfwg — gavg) mit

ij 1 1 j . - . o
Q‘AfA = QY + N; Qég mittels statistischen Tests daraufhin untersucht, ob A;; signifikant von Null

verschieden ist. Dies fiihrt auf die Testgrofde

-1
Dij =AljQss Aj  ~XRy (4.2)
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wobei D;; unter der Annahme der Normalverteilung der Grauwerte der Chi-Quadrat-Verteilung unterliegt

und Nj, der Anzahl der Freiheitsgrade (hier: Anzahl der Kanale) entspricht. Experimente haben gezeigt, dass
D;j in Gleichung (4.2) ein zu strenges Kriterium ist. Daher wird

. . -1
D;j = ALTJ( Qug + Qi}g) Ay (4-3)

verwendet. Dieses benutzt die Differenzen der urspriinglichen Grauwertvektoren und nicht die Mittelwerte
fiir den Hypothesentest.

Beim Test eines zweiten Mafdes werden zwei Modelle verglichen: Es wird untersucht, ob die Gesamtvarianz
der Grauwerte der verschmolzenen Regionen signifikant grofier ist als die Varianz beider separater

J

Regionen. Zum ersten wird die Gesamtvarianz fiir das Modell zweier getrennter Regionen varsi mit
unterschiedlichen Grauwertmittelwerten mit

L] N--vari + N--varf
vard _ Wivart)+(Njvar)) (4.4)

(Ni+N;-1)

bestimmt, wobei N; und N; der Anzahl der Pixel der Regionen S; und S; entsprichen. Zum anderem wird die
Varianz der verschmolzenen Regionen var,, mit

var,ilj = Spur (Qgy) (4.5)

berechnet. Beide Varianzen werden nun verglichen:

ij
v _var, N
Fij varsij FNk(NL-—1)+Nk(Nj—1),Nk(Ni+Nj—1)' (4.6)

wobei Fl-l]’- unter der Annahme von Normalverteilung der Grauwerte nach Fischer verteilt ist und
N (N; — 1) + Nk(N]- - 1) sowie Nk(Nl- +N; — 1) die Anzahl der Freiheitsgerade entspricht. Die Regionen
kénnen nur dann verschmolzen werden, wenn Fi'j- kleiner als ein definierter Schwellwert sy ist, also wenn

var,i{ fiir das Modell der verschmolzenen Regionen nicht signifikant gréfier als varsij unter der Annahme des
Modells der separaten Regionen ist.

Schliefllich sollen zwei Regionen auch dann nicht verschmolzen werden, wenn zwischen ihnen eine
signifikante Linie besteht, auch wenn die Regionen eine dhnliche Grauwertverteilung besitzen. Eine
signifikante Linie kann z.B. ein Weg sein. Die Stdrke einer Linie wird tiber das Maf$ T;; eingeftihrt. T;; gibt den
Anteil von Grenzpixeln an, die einen Homogenititswert H (Forstner, 1994) grofier als einen Schwellwert
H,qx besitzen. H basiert auf der ersten Ableitung der Grauwerte in der lokalen Nachbarschaft und berechnet
sich aus:

N, Go* Agizx+AgL-2
H = Zizkl M’ (4.7)

o
wobei Ag;, und Ag;,, die ersten Ableitungen der Grauwerte g; von Band i jeweils nach x und y sind. G ist ein
Gauffilter mit dem Glattungsparameter o, wobei ¢'2; die Varianz der geglitteten Grauwertdifferenzen
Gy * Agix und G, * Ag;,, ist, welches von der Schatzung der Rauschvarianz a2, von Kanal i abgeleitet wird

(Briigelmann und Férstner, 1992). Die Summe wird tiber alle N;, Kanéle des Bildes gebildet.

T;; kann als Prozentzahl der Kantenpixel der Grenze, die zwei Regionen voneinander trennen, interpretiert
werden. Er wird grofd sein, wenn die Grenze zu einer signifikanten Linie im Bild korrespondiert und
demnach zu einer wirklichen Grauwertdiskontinuitat gehort.

Zwei Regionen sollen nur verschmolzen werden, wenn
® D;; aus Gleichung (4.3) kleiner als ein Schwellwert sp,
® F;jaus Gleichung (4.6) kleiner als ein Schwellwert sz und
® TjjKleiner als ein Schwellwert sy

ist. Gleiche Bedingungen gelten auch fiir die Kanten, da wie oben festgelegt, eine Kante des RAG auch einen
Vektor mit Grauwerten und so auch eine Kovarianzmatrix der Grauwerte besitzt.
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Die vom Nutzer festzulegenden Schwellwerte s, und s sind nicht leicht interpretierbar. Eine leichtere
Interpretierbarkeit der einzustellenden Parameter ist jedoch wiinschenswert. Aus diesem Grund
formulieren wir sp und sp mit

Sp =Kkp * Xnyi1-a (4.8)
und
Sp=kp - FNk(Ni—1)+Nk(Nj—1),Nk(Ni+Nj—1),1—0( . (4-9)

wobei Xy, 1-q das 1 — a Quantil x*-Verteilung mit Ny Freiheitsgeraden und BN (N = 1)+ Ny (N = 1), N (N Ny -1), 1t
das 1 — a Quantil der F-Verteilung mit N (N; — 1) + Nk(Nj - 1) und Nk(Ni +N; — 1) Freiheitsgeraden ist.
Anstatt die schwer interpretierbaren Schwellwerte s, und sg direkt zu wahlen, gibt der Nutzer die

Parameter kp, kr und a vor, wobei a das Signifikanzniveau ist. kp und kg sind einfacher zu interpretieren,
da sie an der Verteilung angepasst sind also auf statistische Gréf3en zuriickgefiihrt werden kdnnen.

Somit kann bei der Anwendung der Regeln, die in diesem Absatz beschrieben wurden, ein Satz von Tupeln
von Regionen §; und §; erstellt werden. Diese werden sortiert nach D;;. Das erste Element korrespondiert
mit den zwei Regionen, die die héchste Ahnlichkeit der Grauwertverteilung besitzen und nicht durch eine
signifikante Kante getrennt sind. Diese Regionen werden verschmolzen, inklusive der Grenzpixel, die sie
bisher trennten. Der RAG wird anschliefiend aktualisiert. In diesem Zusammenhang miissen das Labelbild
angepasst, die Attribute D;;, F;; und T;; der verschmolzenen Region zu den benachbarten Regionen
berechnet sowie die Kanten im RAG aktualisiert werden. Die Analyse und das Verschmelzen werden iterativ
wiederholt, bis keine Regionen mehr verschmolzen werden kénnen. Abbildung 12 zeigt das so entstandene
Labelbild des Originalbildes auf der linken Seite der Abbildung.
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Abbildung 12: Links: Ackerlandobjekte aus Abbildung 11; Mitte: Bild nach der initialen Segmentierung; Rechts:
erzeugtes Labelbild mit Hilfe des hier vorgestellten Segmentierungsverfahrens.

In Tabelle 3 werden die Parameter, die fiir den Segmentierungsprozess bendtigt werden, zusammengefasst.
Die Parameter der Segmentierung sind durch empirische Tests auf das verwendete Bildmaterial
einzustellen, wobei ein einheitlicher Satz von Parametern fiir eine Szene (z.B. IKONOS-Szene) verwendet
werden kann und eine weitere Adaptierung der Parameter fiir jedes GIS-Objekt nicht notwendig ist.

Grofde | Beschreibung

o Parameter der Gaufd3funktion, der den Grad der Glattung vor dem Anwenden des
Wasserscheidenverfahrens bestimmt
a Signifikanzniveau € [0,100%];
sy | Schwellwert fiir den maximalen Wert von T;; mit sy € [0,100%];
Starke der Kante zwischen zwei Segmenten
kp | Parameter fiir die Bestimmung des Schwellwert s, nach Gleichung (4.8) fiir den maximalen Wert von D;;
aus Gleichung (4.3); Ahnlichkeit der Grauwertvektoren zweier Regionen
kp | Parameter fiir die Bestimmung des Schwellwert s; nach Gleichung (4.9) fiir den maximalen Wert von F;;
aus Gleichung (4.6)

Tabelle 3: Parameter fiir die Segmentierung.
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4.4.3. Nachbearbeitung des Segmentierungsergebnisses an Hand von GIS-Spezifikationen

Wie in der Einleitung erwahnt, sind in vielen GIS kleine Teilflichen anderer Objektklassen innerhalb eines
GIS-Objektes moglich. Die Existenz solcher kleinen Flachen einer anderen Objektklasse wird toleriert,
solange diese Kkleiner als die im Objektartenkatalog vorgegebene Mindestkartierfliche sind. Diese
Eigenschaft kann genutzt werden, um die Segmentierungsergebnisse nachzubearbeiten. Eine Region, die von
nur einer weiteren Region umrandet wird und gleichzeitig die Mindestkartierflache nicht iiberschreitet, wird
mit dem umliegenden Segment verschmolzen, auch wenn die Bedingungen zum Verschmelzen dieser
Regionen nicht erfiillt sind.

Ein Beispiel ist in Abbildung 13 gegeben. Das mittlere Bild, das das Segmentierungsergebnis eines aus zwei
Schlagen bestehenden Ackerlandobjektes zeigt, weist eine Vielzahl kleiner Segmente auf (durch Kreise
gekennzeichnet). Griinde hierfiir sind u.a. Baumbepflanzungen am Rand des GIS-Objektes oder kleine
Regionen, die sich auf Grund von Bodeneigenschaften signifikant von dem umliegenden Acker abheben und
daher nicht verschmolzen wurden. Diese kleinen Segmente werden mit den umliegenden Segmenten
verschmolzen, was zu einer Glattung des Segmentierungsergebnisses fiihrt.

Abbildung 13: Verschmelzen kleiner Segmente, die nur ein Nachgarsegment besitzen (RGB- Bild eines GIS-
Ackerlandobjektes mit zwei Ackerlandschlagen (links), Segmentierungsergebnis ohne Verschmelzung kleiner
Objekte (Mitte) und Segmentierungsergebnis mit Verschmelzung kleiner Objekte (rechts).

4.5. Klassifikation eines Segmentes

Nachdem die Segmente innerhalb der GIS-Objekte, die im ersten Analyseschritt als Acker-/Griinlandobjekte
klassifiziert wurden, bestimmt sind, erfolgt nun die Klassifikation dieser Segmente in Acker- bzw. Griinland.

Die weiteren Analyseschritte werden auf den inneren Bereich der Segmente beschrankt. Dies ist fiir die
Analyse notwendig, da es am Rand von Ackerland- und Griinlandflichen héufig zu Unregelmafiigkeiten
kommen kann, die die Analyse der Objekte beeinflussen und das Ergebnis verfialschen konnen. Solche
Unregelmafligkeiten konnen Griinstreifen, Baumreihen, Teile einer Strafde oder eines Weges, die in das
Objekt ragen oder Spuren, die von wendenden landwirtschaftlichen Maschinen hinterlassen wurden, sein.
Fir die Beschrankung der Analyse auf das Innere wird auf jedes Segment ein morphologischer Filter
(Erosion) angewendet, der die Seitenrdnder des Segmentes reduziert. Die Grofie des verwendeten Filters
hangt vom zu untersuchenden Gebiet und den dort vorkommenden landwirtschaftlichen Praktiken ab. Er
kann einheitlich fiir eine zu untersuchende Szene genutzt werden.

Die Klassifikation eines Segmentes erfolgt anschlieféend in zwei Schritten. Zunichst werden fiir jedes
Segment Merkmale bestimmt und diese in einem Merkmalsvektor gespeichert. An Hand dieses
Merkmalsvektors wird anschliefiend das Segment mit Hilfe einer SVM Kklassifiziert.

4.5.1. Berechnung der Merkmale fiir die Klassifikation

Fir die Klassifikation werden Merkmale aus den Merkmalsgruppen der spektralen, texturellen, strukturellen
und geometrischen Merkmale benutzt. Da eine objektbasierte Klassifikation durchgefiihrt wird, werden alle
Merkmale, bezogen auf ein gesamtes Ackerland-/Griinlandsegment ermittelt. Fiir Segmente, die eine vom
Benutzer definierte Grofde unterschreiten (z.B. die Mindestkartierfliche), werden keine Merkmale
berechnet. Diese Segmente werden bei der anschlieffenden Bewertung einer Zuriickweisungsklasse
zugeordnet.
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Die Erscheinungsform der Objektklasse Ackerland kann sehr stark variieren (z.B. Abbildung 16 und
Abbildung 17). Sie hangt zum einen davon ab, ob der Acker iiberhaupt bewachsen ist und falls, mit welcher
Fruchtart*. Ein bewachsenes Ackerlandobjekt ist ein Objekt, auf dem Vegetation vorhanden ist; ein
unbewachsenes Ackerlandobjekt ist ein Objekt, auf dem keine Vegetation vorhanden ist. Der Unterschied
zwischen nicht bewachsenem (z.B. Abbildung 16) und bewachsenem Ackerland (z.B. Abbildung 17) ist
signifikant. Zur Erarbeitung der Strategie werden daher nicht die Objektklassen Acker- und Griinland,
sondern die Objektklassen Griinland, bewachsenes und nicht bewachsenes Ackerland unterschieden. Die
Unterscheidung von bewachsenen und unbewachsenen Ackerland erfolgt, um Variationen innerhalb der
Objektklasse Ackerland zu verdeutlichen. Wahrend der Klassifikation mittels SVM werden die Unterklassen
nicht bewachsenes und bewachsenes Ackerland wieder zu einer Klasse zusammengefasst. Dies stellt fiir die
Klassifikation mittels SVM kein Problem dar, weil die SVM in der Lage ist, Klassen zu trennen, auch wenn
diese aus raumlich getrennten Clustern im Merkmalsraum bestehen. Wichtig ist, dass beim Training der SVM
die unterschiedlichen Erscheinungsformen des Ackerlandes beriicksichtigt werden und fiir jede
Erscheinungsform gentligend Trainingsgebiete zur Verfiigung stehen.

Das Modell fiir die Unterscheidung von Ackerland (bewachsen und nicht bewachsen) und Griinland ist in
Abbildung 14 in Form eines semantischen Netzes gegeben. Die Darstellung in einem semantischen Netz
dient nur der Verdeutlichung dafiir, dass eine Trennung von Acker- und Griinland mittels spektraler,
textureller, struktureller sowie geometrischer Merkmale moglich ist. Die Klassifikation selbst wird aber
nicht wissensbasiert, sondern wie oben erwahnt mit einer SVM durchgefiihrt. In Abbildung 14 ist zu sehen,
dass die unterschiedlichen Klassen verschiedene spektrale, texturelle und strukturelle sowie Formmerkmale
(geometrische Merkmale) besitzen. So kann nicht bewachsenes Ackerland von bewachsenem Ackerland auf
Grund unterschiedlicher spektraler, textureller und struktureller Merkmale unterschieden werden.
Bewachsenes Ackerland von Griinland kann auf Grund unterschiedlicher textureller, struktureller und
Formmerkmale, und nicht bewachsenes Ackerland von Griinland auf Grund spektraler, struktureller und
Formmerkmale unterschieden werden. In diesem Abschnitt sollen die verwendeten Merkmale konkretisiert
werden, d.h. die spezifischen Merkmale, die in den Merkmalsvektor fiir die Klassifikation eingehen, werden
vorgestellt und ihre Bestimmung detailliert beschrieben.

| Konkretisierung [ Acker-/Grinland ] )
A .Ist eine” Relation

g Ackerland | Grinland |

o

P Nicht bewachsenes

5]

o [ Ackerland ] [ Bewachsenes Ackerland ] )
~ )
- Spektral: keine Vegetation ) ( Spektral: Vegetation ) Spektral: \egetation )

% Textur: homogen Textur: heterogen Textur: homogen

=

,‘g Struktur: i.d.R. keine Struktur: Bewirtschaftungs-| | Struktur: keine

E Bewirtschaftungsspuren spuren vorhanden Bewirtschaftungsspuren
k(% Form: kompakte Flachen ]\ Form: kompakte Flachen ) | Form: oft langliche Objektey

" TN

@ niedriger NDVI, hoher NDVI, (hoher NDVI,

g homogen, i.d.R. keine heterogen, homogen, keine parallelen

S | parallelen Strukturen, parallele Strukturen, Strukturen, kompakte oder

2 | kompakte Form kompakte Form léngliche Form

oM \ J \ vy

Abbildung 14: Modell zur Trennung von Acker- und Griinland mittels spektraler, textureller und struktureller
Merkmale.

4.5.1.1.  Spektrale Merkmale
Wie bereits im Kapitel 2 gezeigt, ist an Hand unterschiedlicher Reflexionseigenschaften die Trennung von
landwirtschaftlichen Objektklassen, wie Acker- und Griinland, in Bildern moglich, was exemplarisch an Hand
der Abbildung 15 bis Abbildung 17 zu sehen ist. Diese Abbildungen zeigen einen Ausschnitt eines

* Eine Unterscheidung zwischen verschiedenen Fruchtarten ist nicht Ziel der Arbeit und wird nicht ndher betrachtet.
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Griinlandobjektes sowie eines nicht bewachsenen und eines bewachsenen Ackerlandobjektes. Auch wenn
die Vegetation auf dem Griinlandobjekt sehr sparlich ausfillt, ist diese Klar zu erkennen, z.B. verglichen mit
dem Bildausschnitt des nicht bewachsenen Ackerlandes in Abbildung 16. Abbildung 17 zeigt ein
bewachsenes Ackerlandobjekt, das durch ein besonders saftiges Griin gekennzeichnet ist. Die
Farbinformation der Bilder gibt also Hinweise darauf, ob Vegetation auf einem Objekt vorhanden ist oder
nicht und ist somit ein Hinweis fiir die Objektklasse eines Segmentes. Jedoch kann mit Hilfe der spektralen
Merkmale alleine nicht unterschieden werden, ob ein ,saftiges” Griinland- oder ein ,saftiges“ bewachsenes
Ackerlandsegment vorliegt. Dieses Problem kann zu bestimmten Zeitpunkten der Vegetationsperiode von
Griin- und Ackerland vorliegen. Aus diesem Grund sind weitere Merkmale fiir die Klassifikation notwendig.

Abbildung 15: Griinland Abbildung 16: Nicht Abbildung 17: Bewachsenes

(Luftbild 0,5m Bodenauflésung, bewachsenes Ackerland Ackerland (Luftbild 0,5 m
Mitte/Ende April). (Luftbild 0,5 m Bodenauflésung, Bodenauflésung, Mitte/Ende
Mitte/Ende April). April).

Die Farbinformationen aus den vorhandenen multispektralen Bildern werden direkt und indirekt zur
Ableitung von Merkmalen fiir die Klassifikation verwendet. Bei einer direkten Ableitung werden Merkmale
direkt aus den vom Sensor gespeicherten Daten, also auf die Werte der Farbbander, erzeugt. Bei der
indirekten Verwendung werden Merkmale aus Funktionen der Bander berechnet. In dieser Arbeit wird,
wenn moglich, der NDVI genutzt, der sich besonders gut fiir die Trennung von Flachen mit und ohne
Vegetation eignet (Lillesand und Kiefer, 2000). Der NDVI berechnet sich aus den Kanélen Nahes Infrarot
(NIR) und Rot wie folgt:

NIR—-Rot
NIR+Rot

NDVI =

(4.10)

Merkmale, die fiir die Klassifikation genutzt werden, sind somit:
e Mittelwerte (avg) pro Segment von jedem Band (und des NDVI)
e Standardabweichungen (std) pro Segment von jedem Band (und des NDVI)

Wenn nur ein RGB-Bild zur Verfiigung steht und der NDVI nicht berechenbar ist (s. Gleichung (4.10)) ergibt
sich daraus folgender Merkmalsvektor fiir die spektralen Merkmale:

T
Xspe_RGB = (Ravgr Gavg' Bavg' Rstd ’ Gstdr Bstd) (4-11)

Wenn ein Falschfarbenbild (IrRG) zur Verfiigung steht, ergibt sich ein Merkmalsvektor fiir die spektralen
Merkmale mit:

T
Xspe_erG = (NIRavg' Ravgr Gavg' NDVIavg' NIRstd ’ Rstd' Gstdr NDVIstd) (4'12)

Und wenn ein multispektrales Bild mit den Farbkandlen NIR, R, G und B zur Verfiigung steht, ergibt sich
daraus folgender Merkmalsvektor fiir die spektralen Merkmale:

T
Xspe_erGB = (NIRavgr Ravg' Gavgr Bavgr NDVIavgr NIRstd ’ Rstdr Gstd' Bstdr NDVIstd) (4-13)

4.5.1.2.  Texturelle Merkmale

Auch die Textur gibt Hinweise darauf, ob Griinland bzw. bewachsenes oder nicht bewachsenes Ackerland
vorliegt. Wahrend das Bild eines Griinlandsegmentes und eines nicht bewachsenen Ackerlandobjektes sehr
homogen erscheinen (keine wiederkehrenden Muster innerhalb einer lokalen Nachbarschaft), erscheint das
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Bild eines bewachsenen Ackerlandobjektes heterogener (wiederkehrende Muster), wie man exemplarisch
Abbildung 15 bis Abbildung 17 entnehmen kann. Die Textur bietet daher die Moglichkeit, ein bewachsenes
Ackerlandsegment (heterogen) von einem Griinland- oder unbewachsenen Ackerlandsegment (homogen) zu
trennen.

Flr die Analyse der texturellen Merkmale wird in dieser Arbeit die GLCM nach (Haralick et al.,, 1973)
verwendet, die, wie im Kapitel 2 gezeigt, fiir die Klassifikation landwirtschaftlicher Flachen bereits
erfolgreich eingesetzt wurde.

Die GLCM P, 4, (g1, g2) beschreibt das gemeinsame Vorkommen von Grauwerten (g;, g,) zwischen Pixeln mit
Abstand A und Winkel a und kann wie folgt ausgedriickt werden (Tonnies, 2005):

Pra(91,92) = ¢ Yxer 50(g(%) — g1) - 5p(g(x + d) — g5) (4.14)
mit
d=A4-(sina cosa)T, (4.15)

K als die Anzahl der Pixel eines Segmentes und 6y, als die Dirac-Funktion, wobei §(0) = 1 und §p(x # 0) =
0 ist. In der Literatur (und auch in dieser Arbeit) erfolgt die Betrachtung iiber den Abstand von einem Pixel
A =1 in vier unabhangige Richtungen der Achternachbarschaft, also liber a = 0°, 45°, 90° und 135°. Daraus
ergeben sich vier GLCM: Py, Pyse, Pgge und Py3s, die anschlielend gemittelt werden
(Paq = (Pge + Pyse + Poge + Py350)/4). Detaillierte Angaben zur Ableitung der GLCM sind (Haralick et al.,
1973) und (Tonnies, 2005) zu entnehmen. Fir die Erstellung der GLCM in dieser Arbeit wird als
Eingangsbild, falls vorhanden, das Falschfarbenbild verwendet, alternativ wird das RGB-Bild verwendet. Das
verwendete Eingabebild wird zunéachst in ein Grauwertbild (grau) umgewandelt. Dabei wird folgende
Formel verwendet (Russ, 1995):

grau=0,299-NIR +0,587-R+ 0,114 -G (4.16)
bzw.
grau=0,299-R+0,587-G +0,114-B (4.17)

Aus der GLCM kénnen dann Mafie abgeleitet werden, die die Textur einer Region ndher beschreiben. Die am
haufigsten verwendeten Mafde, die auch in dieser Arbeit verwendet werden, sind Energie, Kontrast,
Homogenitat und Korrelation. Die folgenden Erklarungen sind (Hall-Beyer, 2008) und die Formeln (T6nnies,
2005) entnommen.

Die Energie E (auch Angular Second Moment (ASM) genannt) ist ein Mafd fiir die Gleichmaf3igkeit der
verschiedenen auftretenden Grauwertpaare. Die Energie ist hoch, wenn die Grauwertverteilung konstant
oder periodisch ist. Sie berechnet sich aus der GLCM mit:

E= —OZgz_o PAa (91, 92) (4.18)

Der Kontrast Kon beschreibt die mittlere Grauwertvariation und berechnet sich aus:

Kon = 51_:10 g2_0(91 g2)* Pro(91,92) (4.19)
Die Homogenitit H beschreibt die Ahnlichkeit von Nachbarpixeln und berechnet sich aus:

1
H =Yg 0,20 7= Pra(d1,92) (4.20)

Die Korrelation g ist ein Maf3 fiir die lineare Abhdngigkeit der Grauwerte mit benachbarten Pixeln. Sind
regelmafiig wiederkehrende Muster (Grauwertpaare) vorhanden, ist die Korrelation hoch. Die Korrelation
berechnet sich aus:

Ppa( )
0= Zgl—ozgz 1 Paalgr, 2922 Uilo (4.21)

0102

mit den Erwartungswerten y; und p, berechnet aus:

Zgl—O 912020 Paa(91,92) (4.22)
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Uz = %252‘:10 92 X620 Paa(91,92) (4.23)
und dem Quadrat der Standardabweichungen o; und o, berechnet aus

of = 251‘:10(91 - )? Zg;lo Py (91, 92) (4.24)
o5 = 252‘:10(92 — 11)? 251‘:10 Py (91, 92) (4.25)
Alle vier beschriebenen Haralick-Merkmale werden in einen Merkmalsvektor zusammengefasst:

Xex = (E,Kon, H,0)", (4.26)

4.5.1.3. Strukturelle Merkmale

Neben spektralen und texturellen Merkmalen wurden auch strukturelle Merkmale bereits fiir die
Klassifikation landwirtschaftlicher Merkmale genutzt (s. Kapitel 2). Wahrend die Textur das gemeinsame
Vorkommen von Grauwerten beschreibt, beschreiben strukturelle Merkmale spezielle Strukturen in einem
Segment, die mittels unterschiedlicher Techniken erkannt werden kénnen und darauf basierend eine
Klassifikation des Segmentes ermdoglichen.

Ein Hauptunterscheidungsmerkmal im Erscheinungsbild von Acker- und Griinland liegt in dem
Vorhandensein von Bearbeitungsspuren, die haufiger in der Klasse Ackerland auftreten. Diese
Bearbeitungsspuren werden von landwirtschaftlichen Maschinen hinterlassen und verlaufen meist
geradlinig parallel. Auch Feldfriichte, wie z.B. Kartoffel- oder Erdbeerpflanzen, sind oft in geradlinig
parallelen Reihen angepflanzt, die ebenfalls als geradlinige parallele Strukturen in Bildern erscheinen.
Bearbeitungsspuren der landwirtschaftlichen Maschinen und Strukturen auf Grund der Feldfrucht werden in
dieser Arbeit unter dem Begriff Bewirtschaftungsstrukturen zusammengefasst. Auf bewachsenem Ackerland
konnen diese Bewirtschaftungsspuren i.d.R. beobachtet werden, wohingegen sie in unbewachsenem
Ackerland weniger haufig auftreten. Auch dort sind Spuren nach der Saat vorhanden, die aber auf Grund des
schlechten Kontrastes nicht immer im Bild sichtbar sind. Wenn diese geradlinig parallelen
(Bewirtschaftungs-) Strukturen in einem Segment detektiert werden kénnen, dann kénnen diese Merkmale
fiir eine Abgrenzung der Klasse bewachsenes Ackerland (geradlinig parallele Struktur vorhanden)
gegeniiber Griinland (keine geradlinig parallele Struktur vorhanden) genutzt werden. Eine Abgrenzung der
Klasse unbewachsenes Ackerland gegeniiber Griinland ist mittels spektraler Merkmale mdglich, wie im
Abschnitt 4.5.1.1 beschrieben. Strukturelle Merkmale wurden bisher vor allem fiir die Klassifikation von
Weingirten und Plantagen genutzt. Wie in Kapitel 2 dargelegt, konnen diese Verfahren zur Extraktion
struktureller Merkmale nicht ohne weiteres auf Ackerlandobjekte libertragen werden.

Der im folgenden Abschnitt vorgestellte Algorithmus zum Detektieren dieser geradlinig parallelen Spuren
sowie das Ableiten von Merkmalen fiir die Klassifikation ist speziell auf die Problematik der Trennung von
Acker- und Griinland abgestimmt. Da der Ansatz neuartig ist, soll dieser detailliert beschrieben werden. Der
Algorithmus gliedert sich in vier Schritte: Vorverarbeitung, Erstellung eines Kantenbildes, Ableiten eines
Richtungshistogramms aus dem Kantenbild und Ableitung von Merkmalen aus dem Richtungshistogramm
fiir die Klassifikation. Alle Verarbeitungsschritte werden an Hand von vier Beispielobjekten mit Abbildungen
und Zahlenwerten nadher erldutert. Als Beispiele dienen neben einem Griinland- und einem nicht
bewachsenen Ackerlandobjekt zwei bewachsene Ackerlandobjekte (Abbildung 18). Bei dem ersten
bewachsenen Ackerlandobjekt sind die Bewirtschaftungsspuren gut zu erkennen; beim zweiten
bewachsenen Ackerlandobjekt ist dies hingegen schwieriger. An Hand dieses Beispiels soll gezeigt werden,
dass der Ansatz auch unter erschwerten Bedingungen in der Lage ist, die Klassen Griinland und
bewachsenes Ackerland mit Hilfe struktureller Merkmalen zu unterscheiden.

Vorverarbeitung

Zunichst sind mehrere Vorverarbeitungsschritte notwendig mit dem Ziel, die Strukturen von Interesse im
Bild hervorzuheben. Dazu wird zunéachst ein Intensitdtsbild unter der Benutzung aller N, Kanale berechnet.
Auf diesem Bild wird dann nach einer Histogrammlinearisierung (auch Histogrammadaqualisation oder
Histogrammeinebnung genannt, engl. Histogram Equalisation) zur Verbesserung des Kontrastes eine
anisotrope Filterung durchgefiihrt. Die anisotrope Filterung (Perona und Malik, 1990) betont besonders
Strukturen, die im Bild vorhanden sind und ist daher fiir diese Anwendung besonders geeignet. Die
Intensitatsbilder von Segmenten nach der Vorverarbeitung sind in Abbildung 18 (linke Spalte) zu sehen.
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Abbildung 18: Beispiele fiir die Detektion und Merkmalsextraktion struktureller Merkmale an Hand von einem
Griinlandobjekt (oben), zweier bewachsener (Mitte - die Intensitits- und Kantenbilder beider Objekte sind um 90°
gedreht) und einem nicht bewachsenen Ackerlandobjekt (unten) mit Intensitatsbild (links), Kantenbild (Mitte) und

Richtungshistogramm (rechts). Die Histogramme besitzen unterschiedliche Skalen fiir die relative Haufigkeit!
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Kantenbildextraktion

Die geradlinigen parallelen Bewirtschaftungsspuren, die es zu detektieren gilt, stellen sich in den
Intensitatsbilder als Grauwertkanten dar. Daher wird nach der Vorverarbeitung ein Kantenfilter auf das
Intensititsbilder der Segmente angewendet. Untersuchungen haben gezeigt, dass sich fiir diese spezielle
Anwendung der Canny-Operator (Canny, 1986) eignet. Das Ergebnis nach der Anwendung des Canny-
Operators ist ein Kantenbild. Fiir jedes Kantenpixel stehen Amplitude und Richtung zur Verfiigung. Durch
empirische Tests wurden fiir den Canny-Operator der untere Hysteresisschwellwert auf 50 und der obere
auf 70 festgelegt und diese Werte fiir alle Bilder gleichermafien benutzt. Beispiele fiir ein Kantenbild sind in
Abbildung 18 (mittlere Spalte) zu sehen. Die Richtungen kdénnen einen Wert von 0 bis 360° annehmen.

Histogrammerstellung
Mit Hilfe der Richtungs- und Amplitudenwerte der Kantenpixel soll nun gepriift werden, ob im Segment

geradlinig parallele Strukturen vorhanden sind. Dazu wird ein Histogramm der Richtungen h(r) aufgestellt,
wobei die Klassenbreite des Histogramms 20° betradgt. Die Klassenbreite wurde auf 20° festgelegt, da in der
Richtung der Bewirtschaftungsspuren leichte Variationen auftreten kénnen, was unter anderem auf
Unebenheiten im Boden, aber auch Ungenauigkeiten bei der Ausrichtung der Bewirtschaftung zurtickgefiihrt
werden kann. Diese Abweichungen sind i.d.R. nicht gréf3er als 20°. Die Klassenbreiten werden nicht grofder
als 20° gewahlt, da bei einer grofleren Klassenbreite die Gefahr besteht, dass eine Differenzierung in
Segmente mit oder ohne parallele Strukturen nicht mehr moglich ist. Bei der Erstellung wird fiir jedes
Kantenpixel mit der Richtung r im Richtungshistogramm fiir diese Richtung eine Eintragung vorgenommen,
wobei diese mit der Starke der Kante (Amplitudenwert) gewichtet wird. Dadurch werden Kanten, die sich
durch einen hohen Amplitudenwert auszeichnen, gegeniiber schwacheren Kanten betont.

Nach der Erstellung des Histogramms sind weitere Schritte notwendig, bevor die Merkmale fiir die
Klassifikation aus dem Histogramm abgeleitet werden koénnen. So hat z.B. die Flachengrofie des Segmentes
Einfluss auf die Anzahl der gefundenen Kanten. Daher wird das Histogramm normalisiert, so dass das
Histogramm die relative Haufigkeit flir das Auftreten einer Richtung im Bild zeigt.

Ableiten der Merkmale

Beim Vergleichen der Richtungshistogramme in Abbildung 18 fillt zum einen auf, dass, wahrend die
Haufigkeiten der Richtungen im Griinland auf einem mehr oder weniger gleichen niedrigen Niveau liegen,
dies bei den Ackerlandobjekten nicht der Fall ist. Da eine Kante mit der Richtung r;, dieselbe Ausrichtung wie
die Kante 73,,4g0> hat, besitzt Ackerland zwei signifikante Richtungen, die um 180° voneinander getrennt
liegen. Diese Eigenschaft ist sogar bei dem nicht bewachsenen Ackerland zu erkennen. Dort sind schwache
geradlinig parallele Linienstrukturen im Kantenbild sichtbar, die offensichtlich vom Pfliigen herriihren.
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Abbildung 19: Einige Merkmale zur Klassifikation, abgeleitet aus dem Richtungshistogramm.

Die Unterschiede in den Histogrammen von Griinland gegeniiber den Histogrammen von bewachsenem und
nicht bewachsenem Ackerland lassen sich an Hand der folgenden Werte beschreiben. Sie sind, soweit
moglich, in Abbildung 19 zur Erklarung dargestellt:
¢ kleinstes Minimum (Min,),
zweitkleinstes Minimum (Min,),
grofdtes Maximum (Max;, ),
zweitgrofites Maximum (Max,),
Quotient g;aus Min, und Max, (q; = Min,/Max,),
Quotient g, aus Min, und Max, (q, = Min,/Max,),
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Quotient gzaus Min, und Max; (q3 = Min,/Max;),

Quotient g, aus Min, und Max, (q, = Min,/Max,),

Verhaltnis der beiden grofdten Maximalwerte (g5 = 1 — Max,/Max,),
Standardabweichung der Werte des Histogramms o;.,.

Einige dieser Merkmale sind korreliert. Auf eine Analyse zur Bestimmung der nicht korrelierten Merkmale
wird in dieser Arbeit verzichtet. Dadurch, dass korrelierte Merkmale vorliegen, erhalten manche Merkmale
ein starkeres Gewicht. Die starkere Gewichtung hat bei der Bestimmung, ob ein Segment mit parallelen
Strukturen vorliegt, sogar einen positiven Effekt auf die Klassifikation, da diese Merkmale einen stérkeren
Einfluss erhalten.

Damit ergibt sich ein Merkmalsvektor fiir die strukturellen Merkmale von:
Xsir = (Ming, Ming, Maxy, Max, 41, 92,93, Q4 s, Orn)” (4.27)

Diese Grofden sind fiir die Segmente aus Abbildung 18 in Tabelle 4 zusammengefasst. Tabelle 4 und den
Histogrammen in Abbildung 18 ist zu entnehmen, dass die Minimalwerte fiir das Griinlandsegment immer
grofier und die Maximalwerte immer kleiner als die der Ackerlandsegmente sind. Aus dieser Beobachtung
ergibt sich auch, dass die Quotienten der zuvor untersuchten Merkmale, sich fiir das Griinlandsegment
deutlich gegeniiber allen Ackerlandsegmenten unterscheiden. Ahnlich verhilt es sich bei der
Standardabweichung. Bei dem Maf q; = 1 — Max,/Max; lasst sich hingegen an den gewahlten Beispielen
kein deutlicher Unterschied zwischen den einzelnen Segmenten erkennen.

Merkmal Griinland | Bewachsenes | Bewachsenes | Unbewachsenes
Ackerland 1 Ackerland 2 Ackerland

Min, 0,04 0,01 0,03 0,02
Min, 0,04 0,01 0,03 0,02
Max, 0,08 0,28 0,12 0,13
Max, 0,07 0,22 0,12 0,13
q, = Min, /Max, 0,49 0,05 0,25 0,15
q, = Min, /Max, 0,52 0,06 0,26 0,15
qs = Min,/Max, 0,53 0,05 0,28 0,17
q, = Min,/Max, 0,56 0,07 0,28 0,17
qs =1— Max,/Max, 0,05 0,20 0,08 0,01
Orp 0,01 0,07 0,06 0,04

Tabelle 4: Ubersicht der strukturellen Merkmale der Objekte aus Abbildung 18.

4.5.1.4. Geometrische Merkmale

Es gibt eine Vielzahl von weiteren Merkmalen, die bisher in der Literatur als Zusatzinformation bei der
Klassifikation von Acker- und Griinland genutzt wurden. Dazu gehdren auch geometrische Merkmale
(Formmerkmale). Griinlandobjekte treten haufig entlang von Strafden und Eisenbahnwegen auf und sind
dadurch von einer schmalen und langlichen Form gepragt. Dies ist in Abbildung 20 zu sehen, die ATKIS GIS-
Objekte der Klassen Ackerland (braun) und Griinland (griin) zeigt. In dieser Abbildung ist aber auch zu
sehen, dass dies nicht immer der Fall sein muss (rechte untere und rechte obere Ecke). Informationen
bezliglich der Form kénnen daher, miissen aber nicht, eine Trennung von Acker- und Griinland ermdéglichen.

Ein haufig verwendetes Formmerkmale ist die Kompaktheit k, die sich aus Umfang U und Fliche A eines
Segmentes wie folgt berechnet:

A
k= 7 (4.28)
Die Kompaktheit bei schmalen und langlichen Segmenten, wie Griinlandsegmenten entlang von Strafien,

Bichen und Schienenanlagen, ist geringer als bei quadratischen Segmenten, die hiufiger der Klasse
Ackerland angehoren.

Weitere geometrische Formmerkmale konnen aus der Dimension einer begrenzende Hiille (bounding box)
abgeleitet werden, wie sie in Abbildung 21b zu sehen ist (Tonnies, 2005). Ist ein Segment sehr schmal, dann
ist [, klein, ist ein Objekt sehr lang, dann ist der Quotient g4 mit
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Abbildung 20: ATKIS GIS-Acker- (braun) und Grl"mlandbjekte (griin) fiir daGebiet Halberstadt, Sachsen-Anhalt.

946 =L/ (4.29)
klein. Beide Eigenschaften treffen oft, wie oben beschrieben, auf Griinlandsegmente zu.

Wenn das Segment jedoch sehr lang und schmal ist, aber viele Kurven aufweist, wie z.B. ein
Griinlandsemgent entlang eines Bachlaufes, dann kann dies nicht aus [, und g, abgeleitet werden. Ein Maf3,
das das Verhaltnis der Flache der bounding box Ay, mit der Fliche des Segments A vergleicht, ist in diesem
Fall besser geeignet. Dieses Mafd wird Konvexitdt kon genannt und berechnet sich aus (Burger und Burge,
2006):

kon = A/Abb' (4‘.30)

Ist die Konvexitat klein, gilt oben beschriebener Fall, ist die Konvexitdt grof3, dann liegt ein Segment wie in

Abbildung 21 vor.

(b)
i
Abbildung 21: Bounding Box (b) und umschliefRende Ellipse (c) eines Segmentes (a).

1
\'\,,
l,

Ein Merkmale, das ebenfalls wie g4 in (4.29) die langliche Ausdehnung eines Segmentes priift, ist die
Exzentrizitit e, die sich aus der Grofie der Halbachsen 7, und 13, einer Ellipse, die ein Segment umschlief3t
(Abbildung 21c), berechnet. Die Formel dafiir lautet (Burger und Burge, 2006):
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— (ra—7p)
Te

e (4.31)
Handelt es sich um ein rundes Segment, dann betrdagt die Exzentrizitit Null, ein sehr schmales und
langgezogenes Segment hat einen Exzentrizitdtswert nahe eins.

Weitere Formmerkmale, die sich aus r, und 1}, einer umschlief3enden Ellipse ableiten lassen, sind u.a. die
Anisometrie (Anisometry) a, die Sperrigkeit (bulkiness) b und der Strukturfaktor sF, die wie folgt berechnet
werden (Burger und Burge, 2006):

a=12 (4.32)
b
— plalb _ Aeu
b—nA == (4.33)
sF=a-b—-1, (4.34)

wobei A4,;; der Flacheninhalt der umschliefRenden Ellipse ist.

Zusammenfassend kann gesagt werden: Die Formmerkmale, die in dieser Arbeit verwendet werden, sind:
¢ Kompaktheit k eines Segmentes (4.28),
e  Wertder kleineren Seite der bounding box [,
¢ (Quotient aus den Seitenlangen der bounding box q¢ (4.29),
e Konvexitat kon eines Segmentes (4.30),
e Exzentrizitit e eines Segmentes (4.31),
¢ Anisometrie a eines Segmentes (4.32),
e Sperrigkeit b eines Segmentes (4.33),
e Strukturfaktor sF eines Segmentes (4.34).

Auch hier liegen dhnlich wie bei den strukturellen Merkmalen korrelierte Merkmale vor. Wie im Abschnitt
4.5.1.3 bereits diskutiert, wird auch bei den geometrischen Merkmalen auf eine Bestimmung der nicht
korrelierten Merkmale verzichtet.

Damit ergibt sich ein Merkmalsvektor fiir die geometrischen Merkmale von:

Xgeom = (k' lZ' de» kon, éa, b' SF)T (4.35)

4.5.1.5. Zusammenfassung
Fiir die Klassifikation eines Segmentes wird ein Merkmalsvektor x gebildet, in der Form:

— (wT T T T T
X= (Xspe:xtex: Xstruixform) (4-36)

wobei je nach zur Verfigung stehenden Bilddaten Xgye =Xgpere DZW. Xgpe = Xsperrrg  Oder

Xspe = Xspe IrrGB 1St. Die Dimension des Merkmalsvektors x schwankt daher zwischen 28 und 32 Merkmalen
(s. Tabelle 5).

Der so berechnete Merkmalsvektor x eines Segmentes dient als Eingabe in die Klassifikation mittels SVM.

Bilddaten | Dimension x
RGB 28
IrRG 30
RGB und NIR 32

Tabelle 5: Dimension des Merkmalsvektors in Abhdngigkeit von den zur Verfiigung stehenden Bilddaten.

4.5.2. Klassifikation anhand der Merkmale

Fiir die Klassifikation mittels SVM werden die in Abschnitt 4.5.1 eingefiihrten Unterklassen (nicht
bewachsenes Ackerland und bewachsenes Ackerland) wieder zu einer Klasse Ackerland zusammengefasst.
Die Klassen, die getrennt werden sollen, sind also Acker- und Griinland.
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Zunichst erfolgt das Training. Beim Training werden entweder vom menschlichen Bearbeiter reprasentative
GIS-Objekte oder zuféllig gewdhlte GIS-Objekte des zu verifizierenden GIS ausgewdahlt. Wichtig ist, wie
bereits erwdhnt, dass beim Training der SVM die unterschiedlichen Erscheinungsformen des Ackerlandes
berticksichtigt werden und fiir jede Erscheinungsform gentigend Trainingsgebiete zur Verfiigung stehen. Die
fiir das Training gewahlten GIS-Objekte sollten nur einen Schlag enthalten und besitzen eine korrekte
Klassenzugehorigkeit im GIS. Fiir alle Trainings-GIS-Objekte werden die Merkmale berechnet und so der
jeweilige Merkmalsvektor x; bestimmt (s. Abschnitt 4.5.1). Bevor diese fiir das Anlernen der SVM benutzt
werden, werden alle Merkmale linear in den Bereich von -1 und +1 skaliert (s. Abschnitt 3.1.3). Die
Skalierungswerte werden fiir die spatere Klassifikation von Segmenten, deren Klassenzugehorigkeiten
unbekannt sind, gespeichert.

Beim Training der SVM werden neben der Lage der Hyperebene im Merkmalsraum auch die Parameter C
und y mittels Gittersuche unter Verwendung der Kreuzvalidierung automatisch trainiert (s. Abschnitt 3.1.4).
Es wurde die RBF-Kernfunktion verwendet, da sie sich in der Literaturstudie in Abschnitt 3.1.1 als gut
geeignet herausgestellt hat.

Bei der Klassifikation eines Segmentes wird ebenfalls zundchst der Merkmalsvektor berechnet (s. Abschnitt
4.5.1) und dieser anschliefend mit den gespeicherten Skalierungswerten aus dem Training skaliert. Der
skalierte Merkmalsvektor wird dann der SVM iibergeben, die mittels Lage gegeniiber der Hyperebene das
Segment der Klasse Ackerland oder Griinland zuweist.

4.6. Kilassifikation und Verifikation des GIS Objektes

Abschliefiend muss die Klassifikation und die Verifikation eines GIS-Objektes vorgenommen werden. Bei der
Klassifikation eines GIS-Objektes werden zuerst alle Segmente des GIS-Objektes einzeln klassifiziert.
Unterschreitet ein Segment die vom Benutzer vorgegebene Mindestfliche, wird dieses Segment einer
Zurtickweisungsklasse zugeschlagen. Ist die Flidchensumme der Zuriickweisungsklasse grofler als die
Flachensumme der Segmente, die klassifiziert werden konnten, gilt das Objekt als nicht klassifizierbar. Die
klassifizierten Segmente sind entweder der Klasse Ackerland oder Griinland mittels Klassifikation zuge-
wiesen wurden. Das GIS-Objekt wird der Klasse zugeordnet, deren Flachensumme die Mindestkartierflache
liberschreitet. Uberschreiten die Flichensummen beider Klassen die Mindestkartierfliche bzw. wird von
keiner Klasse die Mindestkartierflache erreicht, wird das GIS-Objekt der Zuriickweisungsklasse zugeordnet.

Im Verifikationsschritt erfolgt der Vergleich des Klassifikationsergebnisses des GIS-Objektes mit der
Information in der GIS-Datenbank. Wurde eine andere Klasse (oder die Zurtickweisungsklasse), als in der GIS-
Datenbank gespeichert, bestimmt, wird dieses GIS-Objekt vom System als falsch zuriickgewiesen. Ergebnis
des Verifikationsprozesses ist die Aussage fiir jedes GIS-Objekt, ob dieses vom System als falsch bewertet
oder angenommen wurde. Alle als falsch bewerteten Objekte werden dem menschlichen Bearbeiter zur
visuellen Kontrolle vorgelegt.

4.7. Nachbearbeitung

Die Nachbearbeitung besteht aus der Verkniipfung der
Verifikationsergebnisse ~ mit dem  GIS-Datensatz und der
anschliefdenden Visualisierung. Ein Beispiel fiir eine Visualisierung
eines verifizierten GIS ist in Abbildung 22 gegeben. Die vom System
akzeptierten Objekte, die in der Abbildung griin gekennzeichnet sind,
brauchen vom Menschen nicht mehr naher betrachtet zu werden.
Dadurch entsteht fiir den Bearbeiter eine Zeitersparnis. Nur die vom
System als falsch bewerteten Objekte, die in der Abbildung rot
gekennzeichnet sind, miissen vom Bearbeiter kontrolliert werden.

4.8. Grenzen des Verfahrens

Bisher wurden keine Angaben iiber Grenzen des Algorithmus

Abbildung 22: Beispiel eines

gemacht. Das soll in diesem Abschnitt erfolgen. Eine wesentliche Verifikationsergebnisses von GIS-
Voraussetzung fiir alle Verarbeitungsschritte ist natiirlich, dass die Objekten der Klasse Acker- und
Objekte im Bild nicht verdeckt sind (z.B. durch Schnee oder Griinland (griin - vom System
Wolken). akzeptierte Objekte; rot - vom System

als falsch bewertete Objekte).
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4.8.1. Pixelbasierte Klassifikation zur Identifizierung von Ackerland- / Griinlandobjekten

Erfahrungen zeigen, dass nicht bewachsene kleine Ackerlandobjekte auf Grund &hnlicher spektraler
(niedriger NDVI) und textureller Eigenschaften (homogene kleine kompakte Gebiete) mit Industrie
verwechselt werden konnen. Zwei solcher Beispiele sind in Abbildung 23 dargestellt. Diese Charakteristik
fithrt zur Ablehnung des GIS-Ackerlandobjektes. Der menschliche Bearbeiter muss sich dieses GIS-Objekt,
zusatzlich zu allen anderen abgelehnten Objekten, anschauen. Fehler verbleiben damit nicht im GIS, nur der
manuelle Aufwand der Nachbearbeitung steigt.

Abbildung 23: In Cyan hervorgehoben sind kleine nicht bewachsene GIS-Ackerlandobjekte, die als Industrie (gelb)
falsch Kklassifizierte wurden. Datengrundlage ist ein multispektrales IKONOS-Bild und ATKIS.
Klassifikationsergebnisse: Siedlung: rot, Wald: griin, Ackerland/Griinland: braun, Industrie: gelb).

4.8.2. Segmentierung von Schliagen

Ziel der Segmentierung ist das Finden homogener Flachen. Wenn die Flache eines Schlages innerhalb eines
GIS-Objektes nicht homogen ist, wie dies bei unterschiedlicher Bodenfeuchtigkeit oder dem Auftreten eines
anderen Bodentyps entstehen kann, dann kann es zu einer Ubersegmentierung kommen. Ein Beispiel hierfiir
ist in Abbildung 24 gegeben, dort liegt in dem rechten unteren Bereich des GIS-Objektes im rechten Schlag
eine andere Bodenbeschaffenheit vor, obwohl es mit der gleichen Feldfrucht bewachsen ist.

Abbildung 24: GlS-Ackerlandobiektmit unterschiedlichen Bodenbedingungen (rechts unten) und 2 Schlagen mit
unterschiedlicher Bewirtschaftungsrichtung, aber gleichem homogenen Erscheinungsbild (links).

Ein anderes Beispiel fiir eine Ubersegmentierung ist gegeben, wenn nicht homogene Flichen wie Biume
oder Plantagen in einem GIS-Objekt vorkommen. Im GIS-Objekt in Abbildung 25 sind Bidume an der
Objektgrenze zu erkennen.

Abbildung 25: GIS-Grlndobiet mit Biumen am Objektrand (Dimension des Ausschnittes ca. 300 x 300 m).
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Die vorgestellten Fille, die alle eine Ubersegmentierung des Bildes zur Folge haben, sind fiir den
Algorithmus nicht kritisch, da z.B. die Summe der Flachen der Bdaume in Abbildung 25 nicht den Schwellwert
fiir die Zuldssigkeit dieser Objektart in einem GIS-Ackerlandobjekt iiberschreitet. Dieser Schwellwert ist
Bestandteil des Algorithmus und im jeweiligen GIS-Objektartenkatalog definiert. Sollte die Baumreihe jedoch
den Schwellwert iiberschreiten und daher einen kompakten Fehler darstellen, so sollte dieser Objektteil
bereits vorher vom Klassifikationsalgorithmus zur Abgrenzung von Ackerland- und Griinlandobjekten zu
anderen Objektklassen detektiert werden.

Ein Beispiel fiir eine Untersegmentierung ist in der Abbildung 24 zu sehen, bei dem zwei Schlage mit sehr
dhnlichen spektralen Eigenschaften, aber einer unterschiedlichen Hauptbewirtschaftungsrichtung im linken
Teil des GIS-Objektes verschmolzen wurden. Eine Untersegmentierung kann dazu fiihren, dass das Segment,
das zwei Schlage enthilt, einer falschen Klasse zugeordnet wird bzw. Schlage, die nicht in einer bestimmten
Objektklasse zugelassen sind und die Mindestkartierfliche iiberschreiten, nicht detektiert werden kénnen.
Dies kann dazu fithren, dass entweder dem menschlichen Bearbeiter ein Mehraufwand entsteht, da dieses
GIS-Objekt vom System abgelehnt wird, oder dass ein Fehler im GIS verbleibt, der vom System nicht
gefunden werden kann.

4.8.3. Klassifikation eines Segmentes

Auf die Nachteile und Grenzen des benutzten Klassifikationsalgorithmus, der SVM, wurde bereits im
Kapitel 3 eingegangen. Der Fokus der Diskussion der Grenzen liegt daher auf den fiir die Klassifikation
verwendeten Merkmalen.

4.8.3.1.  Spektrale Merkmale

Haufig wird in der Diskussion iiber die Verwendung von spektralen Eigenschaften bei einer objektbasierten
Klassifikation der Einfluss von Mischpixeln als Nachteil genannt. Bei den Bilddaten, fiir die der in dieser
Arbeit vorgestellte Algorithmus ausgelegt ist (geometrische Auflosung von 0,5 - 1 m), ist der Einfluss von
Mischpixeln zu vernachldssigen, da Segmente, die so klein sind, dass eventuell ein Mischpixeleinfluss
vorliegt, auf Grund ihrer Grofie als nicht klassifizierbar eingestuft und somit der Zuriickweisungsklasse
zugeschrieben werden.

Bei einer geometrischen Auflésung von 0,5 - 1 m werden oft Schattenflichen als ein Problem angefiihrt.
Diese Flachen sind bei den Klassen Ackerland und Griinland vernachléssigbar klein (z.B. bei Baumreihen am
Feldrand) bzw. treten erst gar nicht auf.

4.8.3.2.  Texturelle Merkmale

Die Berechnung der GLCM und damit der texturellen Merkmale hangt von zwei Parametern ab, ndmlich dem
Abstand 4 und dem Winkel a (s. Gleichung (4.15)). Die berechneten Texturmerkmale sind also nur
reprasentativ fiir diese gewahlten Parameter. Da nicht nur ein Winkel «, sondern vier Winkel genutzt und
die Ergebnisse aus allen Richtungen gemittelt werden, ist die GLCM rotationsinvariant, die Abhdngigkeit des
Texturmafies von a und der Richtungsabhadngigkeit der Textur konnte so weitgehend eliminiert werden. Die
Abhangigkeit gegeniiber dem Abstand 4 kann nicht eliminiert werden, so dass nur Textureigenschaften, die
innerhalb der Reichweite von 4 liegen, bewertet werden kdnnen. Texturen, die weitrdumiger sind und nicht
innerhalb von 4 liegen werden nicht berticksichtigt.

4.8.3.3.  Strukturelle Merkmale

Der Denkansatz besteht in der Annahme, dass ein Griinlandsegment keine geradlinigen parallelen
Bewirtschaftungsspuren enthélt. Dies ist bis auf wenige Ausnahmen im Jahr auch gegeben. Eine Ausnahme
ist, dass ein Griinlandsegment z.B. gemdht wird und dann ebenfalls geradlinige parallele Strukturen
enthalten kann. In Mitteleuropa erfolgt das Abméhen der Wiesen 2- bis 3-mal im Jahr (Juni/Juli, August und
September), dabei verbleibt das abgemahte Gras ca. eine Woche auf den Wiesen zum Trocknen. Findet eine
Bilderfassung innerhalb dieser Woche statt, konnen die Griinlandsegmente, auf die der beschriebene
Sachverhalt zutrifft, auf Grund der strukturellen Merkmale falsch klassifiziert werden.

Umgekehrt kann von der Annahme ausgegangen werden, dass in bewachsenem Ackerland keine
Bearbeitungsspuren zu sehen sind. Falls keine Bearbeitungsspuren im Bild zu erkennen sind, u.a. weil sie
tatsachlich nicht vorhanden sind oder die Auflésung des Bildes zu klein ist, um diese erkennen zu kdnnen,
wird eine Trennung zwischen Acker- und Griinland ebenfalls schwer méglich sein.
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Des Weiteren ist die Differenzierung (Acker-/Griinland) auf die Geradlinigkeit und Parallelitit der
Bewirtschaftungsspuren angewiesen, weil diese als Entscheidungsmerkmale zur Trennung von Acker- und
Griinland dient. Nicht gerade oder nicht parallele Bewirtschaftungspuren kénnen aus unterschiedlichen
Griinden entstehen. Dies kann der Fall sein, wenn zum einen die Wirtschaftlichkeit keine andere Form
zulasst (Hanglage oder besonders kleine Schlage; z.B. Abbildung 26) oder wenn Kreisbewadsserungen
vorliegen (z.B. Abbildung 27). Der erste Fall tritt zumindest in Nord- und Mitteldeutschland eher selten auf,
da der Anbau auf diesen Flachen unwirtschaftlich ist. Diese Flachen sind oft Griinlandflachen und enthalten
dann selten ausgepragte Strukturen (s. oben). Auch Kreisbewdsserungen sind zumindest in Deutschland
uniiblich; sie sind eher in trockenen Regionen zu finden. Wenn der Algorithmus jedoch in Regionen mit
Kreisbewisserung eingesetzt werden soll, so ist durch eine kleine Modifikation die Erkennung
konzentrischer Kreise moglich. Dies erfolgt durch Verwendung eines geeigneten Akkumulationsraumes.
Nach der Extraktion eines Kantenbildes wird dieses in einen geeigneten Akkumulationsraum iiberfiihrt. Im
Folgenden wird der Hough-Raum als Beispiel fiir einen Akkumulationsraum verwendet. Die Maxima im
Hough-Raum reprasentieren die Kreismittelpunkte. Ist ein Ackerlandobjekt, wie in Abbildung 27 vorhanden,
bilden sich signifikante Maxima heraus. Aus dem Hough-Raum lésst sich dann ein Histogramm mit der
Haufigkeit der auftretenden Mittelpunkte ableiten, mit dem dann analog wie mit dem Richtungshistogramm
in der vorliegenden Arbeit verfahren werden kann.

O o0 N , AN
Abbildung 26: Nicht geradlinige 'B'ewirtschaftung eines Abbildung 27: Kreisformige Bewirtschaftung in
Ackerlandschlages (links oben). Texas, USA (Quelle: Google).

+Google

Eine andere Einschrdankung der strukturellen Merkmale ergibt sich {liber die Begrenzung, dass eine
Mindestgrofie fiir die Ackerlandfliche zum Detektieren der Spuren vorhanden sein muss. Das heifdt, wenn
Segmente zu klein (speziell zu schmal) werden, ist keine zuverldssige Analyse der Strukturen méglich. Dies
ist besonders haufig bei Griinlandobjekten der Fall, da diese entlang von Gewassern, Strafien und
Eisenbahnlinien auftreten, wie es in Abbildung 28 zu sehen ist. Es miissen daher fiir eine zuverlassige
spektrale, texturelle und strukturelle Analyse Schwellwerte eingefiihrt werden, die die Form des Segmentes
ndher beschreiben. In diesem Fall ist die Breite des Segmentes (oder des GIS-Objektes) ebenfalls ein
Kriterium. Ein im GIS gefiihrtes Ackerlandobjekt, welches so schmal ist, dass kein Pflug mehr eingesetzt
werden kann, ist wahrscheinlich ein Griinlandobjekt. Die Breite wird durch die geometrischen Merkmale
beriicksichtigt.

Abbildung 28: Beispiel fiir ein langes und schmales GIS-Griinlandobjekt in Cyan entlang eines Bachlaufes.
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4.8.3.4. Geometrische Merkmale

Geometrische Merkmale bringen nur dann eine Zusatzinformation bei der Klassifikation, wenn deren Form
reprasentativ ist. Kommt es z.B., wie in Abbildung 24 exemplarisch gezeigt, zu Fehlsegmentierungen, kénnen
geometrische Merkmale im Gegensatz zu spektralen, texturellen und strukturellen Merkmalen keine
nutzbaren Information fiir die Klassifikation liefern.

4.9. Zusammenfassung

In diesem Kapitel wurde eine Methode vorgestellt, mit der erstmals die Verifikation von GIS-Objekten der
Objektarten Acker- und Griinland mdglich ist. Das beschriebene Verfahren ist in zwei Schritte aufgeteilt.
Zunichst wird iberpriift, ob ein GIS-Objekt der Klassen Acker- oder Griinland tatsdchlich Acker- oder
Griinland enthélt. Dies geschieht mit Hilfe eines pixelbasierten Klassifikationsverfahrens (Gimel’'farb, 1996)
mit anschlieRender Ubertragung des Ergebnisses auf das GIS-Objekt mit dem in der Praxis bereits
erfolgreich getesteten Ansatzes von Busch et al. (2005). Anschlieffend werden die GIS-Objekte, die
tatsdchlich mit Acker- oder Griinland bedeckt sind, mittels eines weiteren Analyseschrittes untersucht, der
dann das GIS-Objekt entweder der Klasse Ackerland, Griinland oder einer Zurtickweisungsklasse zuordnet.
Bei diesem Klassifikationsschritt werden Bedingungen, die durch den GIS-Objektartenkatalog gegeben sind
(speziell fiir GIS, die den Inhalt und Detailierungsgrad einer topographischen Karte mittleren Mafstabs
entsprechen) beachtet. Dazu zdhlt u.a. das Vorhandensein unterschiedlicher Schldge innerhalb eines GIS-
Acker- oder Griinlandobjektes. Nachdem die Klassifikation des GIS-Objektes abgeschlossen ist, erfolgt die
Verifikation durch Vergleich des Klassifikationsergebnisses mit der im GIS gegebenen Objektart. Das
Ergebnis der Verifikation, die Entscheidung iiber Annahme oder Ablehnung eines GIS-Objektes, wird
visualisiert. Die endgiiltige Kontrolle aller vom System abgelehnten GIS-Objekte erfolgt durch einen
menschlichen Bearbeiter.
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5. Evaluation

Ziel der Evaluation ist die Uberpriifung der Verwendbarkeit der in Kapitel 4 vorgestellten zweistufigen
Methode zur Verifikation von GIS-Ackerland- und Griinlandobjekten. Zunédchst wird auf die Bewertung von
und die Kriterien fiir die Verifikations- und Klassifikationsergebnisse eingegangen. Nachdem die
verwendeten Bild- und GIS-Daten erlautert wurden, werden die bendtigten Parameter sowie deren
Einstellung detailliert beschrieben. Anschliefend werden erst beide Analyseschritte getrennt und
abschliefiend das gesamte Verfahren auf mehreren Testszenen evaluiert.

5.1. Bewertung der Kriterien fiir die Klassifikations- und Verifikationsergebnisse

5.1.1. Bewertung von Klassifikations- und Verifikationsergebnissen

Sowohl bei der Bewertung der Klassifikation als auch der Verifikation kommen Entscheidungsmatrizen
(auch Konfusionsmatrizen nach dem englischen Wort confusion matrices genannt) zum Einsatz (Lillesand
und Kiefer, 2000), (Congalton und Green, 2009). Ein Beispiel fiir eine Konfusionsmatrix zur Bewertung eines
Klassifikationsergebnisses von 2 Klassen (Objektart 1 und Objektart 2) ist in Abbildung 29 zu sehen. Pro
Klasse lassen sich die Genauigkeit aus Nutzersicht (user’s accuracy) und die Herstellergenauigkeit
(producer’s accuracy) berechnen. Der Nutzer ist an der Korrektheit eines Klassifikationsergebnisses
interessiert, also wie viele Pixel/Objekte einer Klasse im Klassifikationsergebnis tatsachlicher dieser Klasse
angehoren. Die user’s accuracy berechnet sich aus dem Quotienten der Anzahl der korrekt erkannten
Pixel/Objekte einer Klasse mit der im Klassifikationsergebnis angegebenen Anzahl dieser Klasse:
eii

Yjeij

user's accuracy; = - 100%, (5.1)
wobei e die Eintrdge in der Konfusionsmatrix sind und der erste Index die Objektart des
Klassifikationsergebnisses und der zweite die Referenz wiedergibt (Abbildung 29). Der Hersteller hingegen
ist daran interessiert, eine gegebene Klasse moglichst gut zu erkennen, also wie viele Pixel/Objekte der
Referenz richtig erkannt werden (Volistdndigkeit). Die producer’s accuracy berechnet sich als Quotient aus
der Anzahl richtig erkannten Pixel/Objekte einer Klasse und der Gesamtanzahl der Pixel/Objekte dieser
Klasse, die in der Referenz enthalten sind:
€ii

Yieij

producer’s accuracy; = - 100%, (5.2)
wobei die Indices analog der user’s accuracy vergeben sind. Wahrend die user’s accuracy von Fehlern 1. Art
(error of commission) beeinflusst sind, ist die producer’s accuracy von Fehlern 2. Art (error of ommission)
beeinflusst.

Referenz
Klassifika> Objektart1 | Objektart 2
tionsergebnis
Objektart 1 e ers
Objektart 2 ey, ey

Abbildung 29: Konfusionsmatrix zur Bewertung eines Klassifikationsergebnisses.

Weitere Parameter fiir die Bewertung eines Klassifikationsergebnisses sind die Gesamtgenauigkeit (overall
accuracy) und der Cohen’s Kappa-Index, der auch Kappa-Koeffizient genannt wird. Die overall accuracy ist
der Quotient aus der Anzahl aller korrekten Zuordnungen und der Anzahl aller Pixel/Objekte, also

overall accuracy = Zifii 100%. (5.3)
Yijeij
Der Vorteil der overall accuracy ist, dass nur ein Maf3 fiir die Bewertung der Klassifikation angegeben wird,
wahrend die user’s accuracy und producer’s accuracy jeweils pro Klasse angegeben werden. Ein Nachteil
besteht darin, dass keine Informationen enthalten sind, ob die Fehler gleich tiber die Klassen verteilt sind
oder manche Klassen gut und andere schlecht erkannt werden. Dafiir ist der Kappa-Koeffizient besser
geeignet. Der Kappa-Koeffizient ist ein Maf fiir die Ubereinstimmung von Klassifikationsergebnis und
Referenz, das aus der Konfusionsmatrix bestimmt und wie folgt berechnet wird (Greve und Wentura, 1997):
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_ Po~Pc
e =B 100% (5.4)

mit p, als tatsichliche Ubereinstimmung berechnet aus den Diagonalelementen der Konfusionsmatrix mit

po =28, (5.5)
wobei N die Gesamtanzahl der Elemente der Konfusionsmatrix sowie p. als erwartete Ubereinstimmung,
berechnet aus den Zeilen und Spaltensummen der Konfusionsmatrix mit
Yi(ZjejirXjeis)

De = % (5.6)
Ein negativer Kappa-Koeffizient weist darauf hin, dass die tatsichliche Ubereinstimmung geringer als die
Zufallserwartung ist. Nach Fleiss (1983) ist ein Kappa-Koeffizient zwischen 40% und 60% annehmbar,
zwischen 60% und 75% als gut und dartiber hinaus als ausgezeichnet anzusehen.

Bei der Bewertung von Verifikationsergebnissen kommen ebenfalls Konfusionsmatrizen zum Einsatz, wobei
die vom Algorithmus verworfenen/akzeptierten Objekte/Pixel mit dem in der Referenz als korrekt/falsch
gekennzeichneten Objekten/Pixel verglichen werden. Wenn die Referenz mit den zu verifizierenden Daten
(z.B. GIS-Daten) iibereinstimmt, so wird dieses Objekt/Pixel in der Referenz als korrekt gefiihrt; gibt es
Abweichungen, wird dieses Objekt/Pixel in der Referenz als falsch gekennzeichnet. Bei der
Konfusionsmatrix fiir die Verifikationsergebnisse handelt sich also um eine spezielle Form bzw.
Interpretation der zuvor vorgestellten Konfusionsmatrix zur Bewertung der Klassifikationsergebnisse. Bei
der Konfusionsmatrix fiir die Verifikation unterscheidet man zwischen True Positive (TP), False Negative
(FN), False Positive (FP) und True Negative (TN), die sowohl absolut als auch in [%] angegeben werden
koénnen und in Abbildung 30 dargestellt sind. Die Summe aus TP, FN, FP und TN ergibt dabei 100%. Die
Summe aus FP und TN entspricht dem im Ausgangsdatensatz enthaltenen Fehlern, die Summe aus TP und FN
ist der Anteil der korrekten Objekte/Pixel.

A-Operator .

korrekt True Positive (TP) | False Negative (FN)

False Positive (FP) | True Negative (TN)
Abbildung 30: Konfusionsmatrix zur Bewertung eines Verifikationsergebnisses.

Der Erfolg eines Verifikationsergebnisses kann mittels aus der Konfusionsmatrix abgeleiteten Mafse
beurteilen werden. Ein Maf3, das den Anteil der korrekten Objekte in der GIS-Datenbank wiedergibt, ist die
thematische Genauigkeit (TG). Diese wird unterschieden in die TG, die vor dem Verifikationsprozess (TG a
priori) und nach dem Verifikationsprozess (TG a posteriori) vorlag. TG a priori und TG a posteriori lassen sich
wie folgt berechnen:

TG a priori = 100% — (FP[%] + TN[%]) = TP[%] + FN[%], (5.7)
TG a posteriori = 100% — FP[%]. (5.8)

Ist die TG hoch, ist der Anteil der im GIS enthaltenen Fehler gering. Die TG verschiedener Objektarten
innerhalb eines GIS unterscheidet sich, da jede Objektart eine unterschiedliche Anzahl von Fehlern enthalt.
Ein weiteres Mafl ist die Effizienz, die die Summe der Objekte/Pixel in [%] ist, die vom
Verifikationsalgorithmus akzeptiert werden:

Effizienz = TP[%)] + FP[%] (5.9)

und damit beschreibt, wie viele Objekte bei einer manuellen Nachkontrolle nicht mehr betrachtet werden
missen (wirtschaftliche Effizienz). Die Berechnung der overall accuracy nach (5.3) fiir die Verifikation ergibt
sich aus

overall accurcay = TP[%] + TN[%]. (5.10)
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Die overall accuracy beschreibt also die Effizienz des Systems in Hinblick auf die korrekt bewerteten GIS-
Objekte. Ein weiteres Kriterium ist die Fehlerdetektionsrate (error detection rate). Sie beschreibt den Anteil
der gefundenen Fehler im Verhaltnis der Fehler im GIS vor dem Verifikationsprozess und berechnet sich aus:

TN
TN+FP

error detection rate = - 100%. (5.11)

5.1.2. Kriterien fiir die Verifikationsergebnisse

Flr die Verifikation miissen die Klassifikationsergebnisse so gut sein, dass eine zuverldssige Verifikation
méglich ist. Wie bereits im ersten Kapitel beschrieben, ist die Uberpriifung der TG Schwerpunkt dieser
Arbeit. In der Ausschreibung zur Aktualisierung des Digitalen Landschaftsmodells Deutschland (DLM-DE)
durch das Bundesamt fiir Kartographie und Geodasie (BKG) ist eine TG von 95%, bezogen auf den
Flachenanteil und die Anzahl der korrekten Objekte, gefordert (BKG, 2009). Das DLM-DE basiert auf dem
ATKIS Basis-DLM. Das ATKIS Basis-DLM und somit auch das DLM-DE sind Vertreter eines GIS, die dem Inhalt
und Detailierungsgrad einer topographischen Karte mittleren Mafdstabs entspricht, die auch im Fokus dieser
Arbeit stehen. Das vom BKG genannte Ziel einer TG von 95%, bezogen auf den Flachenanteil und die Anzahl
der Objekte, soll daher auch als Kriterium der Bewertung des in Kapitel 4 vorgestellten Verfahrens dienen.
Nach dem Verifikationsprozess soll also die TG a posteriori der Klassen Acker- und Griinland mindestens die
geforderten 95% erreichen. Aufierdem soll einem menschlichen Bearbeiter bei der Anwendung des in dieser
Arbeit vorgestellten semi-automatischen Systems eine Zeitersparnis bei der Qualitiatskontrolle eines GIS
gegeniiber der rein manuellen Kontrolle entstehen. Daher soll die Effizienz so hoch wie méglich sein (Busch
et al,, 2005). Wenn sehr viele Fehler in einem GIS enthalten sind, ist die Effizienz nicht alleine geeignet, um
eine Aussage liber die Glite des Verifikationsprozesses zu treffen, da durch einen sehr hohen Anteil von TN
die Effizienz gering ist. In diesen Fallen wird zusatzlich sowohl die overall accuracy als auch die error
detection rate betrachtet, um eine Aussage liber die Giite des Verifikationsergebnisses treffen zu kdnnen.

5.2. Datengrundlage

Zunichst werden die fiir die Tests zur Verfiigung stehenden GIS und Bilddaten allgemein beschrieben, bevor
die einzelnen Testgebiete im Detail vorgestellt werden.

5.2.1. GIS-Datensitze

Fiir die Evaluierung standen zwei verschiedene GIS zur Verfiigung. Zum einen handelt es sich um ATKIS
(speziell das ATKIS Basis-DLM), zum anderen um selbst erzeugte Schlagkataster. Fiir alle GIS-Datensitze
liegen Referenzdaten vor, die manuell von einem versierten Bildauswerter auf der Grundlage der zur
Verfligung stehenden Bilddaten erfasst wurden.

5.2.1.1. ATKIS

ATKIS ist ein bundesweites Projekt der Arbeitsgemeinschaft der Vermessungsverwaltungen der Lander der
Bundesrepublik Deutschland (AdV). Mit ATKIS wird die Topographie der Bundesrepublik Deutschland in
einer geotopographischen Datenbasis beschrieben und in Form digitaler Erdoberflichenmodelle
bereitgestellt (AdV, 2011). Im Rahmen von ATKIS gibt es verschiedene digitale Erdoberflichenmodelle. Das
Produkt mit der hochsten Auflésung, das Grundlage fiir alle weiteren digitalen Landschaftsmodelle ist, ist
das Digitale Basis-Landschaftsmodell (Basis-DLM). Das Basis-DLM liegt flaichendeckend fiir Deutschland vor
und wird u.a. auf der Grundlage von Luftbildern mit einer Auflésung von 20 bis 40 cm, unterstiitzt von Vor-
Ort-Erfassungen, aktualisiert. Damit wird eine Lagegenauigkeit von Straf3en, Gewassern und Schienenwegen
von * 3 m gewahrleistet. Der Zyklus der Aktualisierung von ATKIS liegt bei 5 Jahren, wobei Objekte von
besonderer Bedeutung der Spitzenaktualitit unterliegen und innerhalb von 3 (z.B. Straflen), 6 (z.B.
Flughafen) und 12 (z.B. Schienenbahn) Monaten aktualisiert werden.

Beschreibungen, wie Objektartnummer der Klasse (OBJART) sowie deren Definition, der Objekttyp und die
Mindestkartierflache sind dem ATKIS Objektartenkatalog des Basis-DLM (AdV, 1997) zu entnehmen und fiir
die Klassen Acker- und Griinland in Tabelle 6 zusammengefasst. Eine wesentliche Eigenschaft der ATKIS-
GIS-Objekte der Klassen Acker- und Griinland ist, dass diese mehr als eine Bewirtschaftungseinheit (Schlag)
beinhalten kénnen und dies in der Regel auch tun. Fiir Griinland kénnen zuséatzlich Werte fiir das Attribut
Funktion (FKT) angegeben werden (Landwirtschaftsfliche (2730) und Verkehrsbegleitgriin (2740)). Diese
Werte sind im Normalfall jedoch nicht vergeben. Daher soll der in Kapitel 4 vorgestellte Algorithmus, der
eigentlich fiir Griinlandobjekte der Unterklasse FKT 2730 entwickelt worden ist, auf alle im GIS als Griinland
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gefithrten Objekte angewendet werden. Auf Grund von Generalisierung sind innerhalb eines GIS-Ackerland-
oder Griinlandobjektes auch Baumreihen als Schlagbegrenzung oder versiegelte Flachen bei
strafdenbegleitendem Griinland moglich.

Objekt- . Objekt- Mindest-
a:rt OBJART Definition t]yp Kkartierfliche
Acker- 4101 Flache fiir den Anbau von Feldfriichten (z.B. Getreide, Hiilsen- Flachen- Flache>=1ha
land friichte, Hackfriichte) und Beerenfriichten (z.B. Erdbeerens). formig
Grin- 4102 Gras- und Rasenflachen, die gemaht oder beweidet werden. Flachen- Flache>=1ha
land formig

Tabelle 6: Definition von Acker- und Griinland nach ATKIS Objektartenkatalog (AdV, 1997).

Weiterhin ist anzumerken, dass, obwohl die Mindestkartierfliche sowohl fiir Ackerland als auch fir
Griinland 1 ha betrégt, diese Mindestkartierflache in realen Datensdtzen haufig unterschritten wird. Die
Anzahl dieser GIS-Objekte ist exemplarisch fiir drei GIS-Datensitze in Tabelle 7 zusammengefasst.

Anzahl der Objekte Prozent der Objekte

Testszene Objektart Kleiner als 1 ha Kleiner als 1 ha
Halberstadt %iiﬁfﬁg 127 27é,322;€2
T s
e )

Tabelle 7: Anzahl der GIS-Objekte unter der Mindestkartierflidche.

Neben den Objektarten Acker- und Griinland sind in den ATKIS-Datensatzen vor allem auch die Objektarten
Siedlung (2111 bzw. 2113), Industrie (2112 bzw. 2114) und Wald (4107) vorhanden, deren Spezifikationen
in Tabelle 8 zusammengefasst sind. Auch hier kann es zu Generalisierungen kommen, so dass in einem
Siedlungsobjekt Baume und kleine Griinflichen auftreten konnen. Die Mindestkartierfliche von Wald im
ATKIS betragt 0,1 ha, Siedlung und Industrie sind immer zu erfassen, wobei aus Erfahrung gesagt werden
kann, dass diese Flachen eine Mindestgréfie von 0,1 ha besitzen.

Objektart OBJART Objekttyp Mindestkartierflache
Wohnbauflache 2111 Flachenformig vollzahlig
Flache gemischter Nutzung 2113
Industrie- und Gewerbeflache 2112 Flachenformig vollzahlig
Flache besonderer funktionaler Pragung 2114
Wald, Forst 4107 Flachenformig 0,1 ha
Tabelle 8: Definitionen anderer flichenmifig hiufiger auftretender GIS-Objektarten nach ATKIS Objektartenkatalog
(AdV, 1997).
5.2.1.2. Schlagkataster

Neben ATKIS-Datensiatzen standen fiir die Evaluierung auch Schlagkataster zur Verfiigung. Die
Schlagkataster wurden manuell erstellt und entsprechen den Vorgaben des Objektartenkataloges des ATKIS
Basis-DLM mit zwei Ausnahmen. Zum einen darf ein GIS-Objekt der Klasse Ackerland oder Griinland eines
Schlagkatasters im Unterschied zum ATKIS nur einen Schlag enthalten (daher auch der Name
»Schlagkataster”). Zum anderen liegen die Mindestkartierflichen bei 0 ha. Es werden also alle Schlage
einzeln erfasst.

5.2.2. Bilddaten
Flr die Evaluierung liegen sowohl Satelliten- als auch Luftbilder vor. Alle verwendeten Bilddaten sind
orthorektifiziert und multispektral mit den Kandlen NIR, R, G und B. Die geometrischen Auflosungen der
Luft- und Satellitendaten unterscheiden sich und liegen bei 0,4 m bzw. 1 m. Bei den Satellitenbilddaten mit
1 m geometrischer Auflésung handelt es sich um pansharpend IKONOS-Bilder. Die Luftbilder wurden aus
einem Kkleinen Flugzeug heraus mit dem Niedrigpreissystem PFIFF (Grenzdorffer, 2005) aufgenommen. Der

3 Anmerkung der Autorin: Die Erdbeere zahlt aus botanischer Sicht nicht zu den Beeren, sondern zu der Gruppe der
Sammelnussfriichte. Die Definitionen von Acker- und Griinland in Tabelle 6 wurden (AdV, 1997) entnommen.
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Vorteil dieses Systems ist, dass es relativ unabhdngig vom Wetter verwendet werden kann, da es auch bei
Bewolkung einsetzbar ist. Auf Grund von Kalibrierungsproblemen sind die Luftbildinformationen im NIR-
Kanal nur bedingt nutzbar. Ein erster Uberblick iiber die Bilddaten ist in Tabelle 9 gegeben.

Bilder Bdnder Geom(.a.trlsche
Auflésung
IKONOS NIR R G, B 1m
PFIFF NIR R G, B 0,4m

Tabelle 9: Ubersicht iiber die Bilddaten fiir die Evaluierung.

5.2.3. Testszenen

Fiir die Evaluierung standen die in Tabelle 10 zusammengefassten Testszenen zur Verfiigung. Bei den
Testgebieten handelt es sich um typische Szenen fiir Nord- und Mitteldeutschland. Zur Testszene Rukieten
ist anzumerken, dass auch wenn ein multitemporaler Bilddatensatz zur Verfiigung stand, die Bilddaten fiir
jeden Zeitpunkt separat ausgewertet werden. Im Folgenden sollen die verwendeten Daten ndher
beschrieben werden.

Ort GIS Bilddaten
Schlag- Ausgediinntes

kataster Schlagkataster ATKIS | Sensor Zeitpunkt der Aufnahme

Halberstadt X X X IKONOS 18. Juni 2005
Hildesheim X IKONOS 02. April 2005
Weiterstadt X IKONOS 24. Juni2003
Rukieten X PFIFF  Verschieden (s. Tabelle 20)

Tabelle 10: Testszenen fiir die Evaluierung.

5.2.3.1. Halberstadt, Sachsen-Anhalt

Die Szene Halberstadt (kurz: HBS) ist ein reprédsentatives Beispiel einer Region in Deutschland mit
intensiver landwirtschaftlicher Nutzung (ca. 72% der Szene ist mit Acker- oder Griinland bedeckt), wobei
auch grofée Wald- und Siedungsflichen sowie einige Industrieflichen in dieser Szene zu finden sind. An
diesem Datensatz ist anzumerken, dass sich die GIS-Ackerlandobjekte durch besonders grofie Schliage
auszeichnen. Fiir dieses Testgebiet stehen insgesamt drei GIS zur Verfligung - ein Schlagkataster, ATKIS und
ein ausgediinntes Schlagkataster.

Schlagkataster
Im Schlagkataster der Testszene Halberstadt liegen neben Ackerland- und Griinlandobjekten auch Objekte

der Klassen Siedlung (2111, 2113), Industrie (2112, 2114) und Wald (4107) vor. Statistiken zum
Schlagkataster bezogen auf Ackerland- und Griinlandobjekte sind in Tabelle 11 und Tabelle 12
zusammengefasst. Wahrend sich die Angaben in Tabelle 11 auf die Anzahl der GIS-Objekte beziehen, sind in
Tabelle 12 die Flachengrofien angegeben. Die Daten in Tabelle 11 und Tabelle 12 beziehen sich nur auf
Acker- und Griinland bzw. der gemeinsamen Klasse beider Objektarten, da nur diese mit Hilfe des in Kapitel
4 vorgestellten Verfahrens verifiziert werden sollen. In den Tabellen werden jeweils zunachst die Anzahl der
Objekte/deren Flache in der zweiten und anschlieffend die enthaltenen Fehler in der dritten Spalte
aufgefiihrt. In der vierten Spalte wird angegeben, bei wie vielen von den in der dritten Spalte genannten
Fehlern es sich um Verwechslungen zwischen den Klassen Acker- und Griinland oder umgekehrt handelt, die
gleichzeitig grofier als 0,5 ha sind (MindestgrofRe eines Segmentes zur Durchfithrung des zweiten
Analyseschrittes - s. Abschnitt 5.3). Bei dieser Art von Fehlern handelt es sich also genau um die Fehler, die
mit dem zweiten Analyseschritt entdeckt werden sollen. Alle anderen Fehler werden in dieser Spalte nicht
beriicksichtigt. Da die Anzahl der Fehler somit geringer ist, unterscheiden sich die TG a priori je Objektklasse
der Spalten drei und vier; die Werte in Spalte 4 fallen immer hoher aus. In Klammern sind die jeweiligen TG
a priori angegeben. Eine TG a priori von 100% bedeutet, dass keine Fehler in der GIS-Datenbank enthalten
sind. Wie man sehen kann, liegen die TG a priori bezogen auf die Anzahl der GIS-Objekte immer unter den
geforderten 95%, wahrend zumindest bei Ackerland, bezogen auf die Flache, die TG a priori sogar bei iliber
95% liegt. Ist die TG bezogen auf die Flache hoher als die TG bezogen auf die Anzahl der GIS-Objekte, spricht
dies dafiir, dass die fehlerhaften GIS-Objekte eher klein sind. In der letzten Spalte ist angegeben, wie viele
der GIS-Objekte als Trainingsgebiete fiir die objektbasierte Klassifikation zufdllig ausgewdhlt wurden
(graphisch dargestellt in Abbildung 32).
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Objektklasse Anzahl d. enthaltene Verwechslung zwischen Trainingsgebiete fiir die

Objekte Fehler Acker- u. Griinland objektbasierte Klass.
Ackerland 493 69 (86,0%) 43 (88,4%) 150
Griinland 454 174 (61,7%) 43 (84,5% 83
Acker-/Griinland 947 243 (74,3%) 86 (88,4%) 233
Andere Klassen 1699 2 -
Gesamt 2646 245 86

Tabelle 11: Statistiken iiber GIS-Ackerland- und Griinlandobjekte des Schlagkatasters der Testszene HBS, bezogen auf
die Anzahl der Objekte. In Klammern ist die jeweilige TG a priori angegeben.

Objektklasse Fliche d. enthaltene Verwechslung zwischen Trainingsgebiete fiir die
Objekte Fehler Acker- u. Griinland objektbasierte Klass.

Ackerland 85km2 3,10 km?(96,4%) 1,80 km?(97,9%) 28,75 km?

Griinland 15km? 6,61 km? (56,9%) 5,29 km?(62,2%) 3,06 km?

Acker-/Griinland 100 km2 9,71 km? (90,3%) 7,09 km? (92,8%) 31,81 km?

Andere Klassen 39 km? 0,02 km?2 -

Gesamt 139 km? 9,73 km? 7,09 km?2

Tabelle 12: Statistiken iiber GIS-Ackerland- und Griinlandobjekte des Schlagkatasters der Testszene HBS, bezogen auf
die Flichengrofde. In Klammern ist die jeweilige TG a priori angegeben.

Flir das Training des pixelbasierten Klassifikationsverfahrens des ersten Analyseschrittes zur Trennung der
gemeinsamen Klasse Acker-/Griinland gegeniiber anderen Klassen wie Siedlung, Industrie und Wald werden
die in Abbildung 31 verwendeten Trainingsregionen genutzt. Wahrend die Trainingsgebiete fiir die
objektbasierte Klassifikationsverfahren zufillig ausgewahlt wurden, werden die Trainingsgebiete der
pixelbasierten Klassifikation vom Benutzer ausgewahlt.

1
s & X v -
Abbildung 31: Trainingsgebiete pixelbasierte Abbildung 32: Trainingsgebiete objektbasierte
Klassifikation HBS (griin: Siedlung, blau: Industrie, Klassifikation HBS (blau: Ackerland, magenta:
magenta: Wald, violett: Acker-/Griinland). Griinland).

ATKIS

Dieselben Statistiken wie fiir das Schlagkataster werden auch fiir ATKIS angegeben und sind in Tabelle 13
und Tabelle 14 zusammengefasst. Die Bedeutung der Spalten in diesen Tabellen ist identisch mit der in
Tabelle 11 und Tabelle 12. Auch hier lasst sich beobachten, dass die TG a priori, bezogen auf die Anzahl der
GIS-Objekte, immer unter 95% liegt und aufderdem sehr viel geringer als die TG a priori, bezogen auf die
Flachengrofe, ist. Die TG a priori bezogen auf die Flachengrofde liegt immer bei tiber 95%, Ausnahme ist die
Klasse Griinland. Dies ist wiederum ein Hinweis darauf, dass die fehlerhaften GIS-Objekte eher Kkleine
Objekte sind. Fiir die pixelbasierte und objektbasierte Klassifikation wurden dieselben Trainingsgebiete wie
fiir das Schlagkataster der Testszene Halberstadt verwendet, die in Abbildung 31 und Abbildung 32
dargestellt sind. Fiir die objektbasierte Klassifikation ist dies notwendig, da der Algorithmus mit GIS-
Objekten trainiert werden sollte, die nur einen Schlag beinhalten.
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Objektklasse Anzahl d. enthaltene Verwechslung zwischen
Objekte Fehler Acker- und Griinland

Ackerland 328 57 (82,6%) 45 (85,9%)

Griinland 449 151 (66,4%) 33 (88,3%)

Acker-/Griinland 777 208 (73,2%) 78 (87,0%)

Andere Klassen 1699 2 -

Gesamt 2766 210 78

Tabelle 13: Statistiken iiber GIS-Ackerland- und Griinlandobjekte des ATKIS der Testszene HBS, bezogen auf die
Anzahl der Objekte. In Klammern ist die jeweilige TG a priori angegeben.

Objektklasse Flache d. enthaltene Verwechslung zwischen
Objekte Fehler Acker- und Griinland

Ackerland 85 km? 2,70 km?2(96,8%) 2,63 km?(97,0%)

Griinland® 10 km? 1,24 km?(87,8%) 0,84 km?(91,5%)

Acker-/Griinland 95 km? 3,94 km?(95,9%) 3,47 km?2(96,4%)

Andere Klassen 39 km? 0,02 km?2 -

Gesamt 134 km?2 3,96 km? 3,47 km?

Tabelle 14: Statistiken iiber GIS-Ackerland- und Griinlandobjekte des ATKIS der Testszene HBS, bezogen auf die
Flachengrofie. In Klammern ist die jeweilige TG a priori angegeben.

Ausgediinntes Schlagkataster

Fir die Testszene Halberstadt wurde zusatzlich ein
ausgediinnter Datensatz des Schlagkatasters erzeugt, der
dazu benutzt wird, um speziell den zweiten Analyseschritt,
also die Trennung von Acker- und Griinland ndher zu
untersuchen. Grundlage war der Referenzdatensatz des
Schlagkatasters, wobei beim ausgediinnten Schlagkataster
nur GIS-Objekte mit einer Flachengrofie von mehr als 0,5 ha
beriicksichtigt werden. Im ausgediinnten Schlagkataster
werden zunachst zufillig Trainings- und
Evaluierungsobjekte gewahlt (s. Abbildung 33) und den
Evaluierungsobjekten anschliefdend zuféllig kiinstlich Fehler
hinzugefiigt, um GIS-Fehler zu simulieren. Hinzufiigen von
zufélligen kiinstlichen Fehlern bedeutet, dass von zufillig
gewahlten GIS-Objekten die Klassenzugehorigkeit gedndert
wird. Eine Zusammenfassung der Statistiken dieses
Datensatzes ist in Tabelle 15 gegeben. Die Angaben beziehen
sich nur auf die Anzahl der Objekte, da der Fokus der
Untersuchung sich darauf beschrankt.

Abbildung 33: Traiinggeiet objektbasierter
Klassifikation HBS, ausgediinntes Schlagkataster
(blau: Ackerland, magenta: Griinland)

Anzahld. Verwechslung zwischen Trainingsgebiete fiir die

Objektklasse Objekte Acker- und Griinland objektbasierte Klass.
Ackerland 214 5(97,7%) 234
Grinland 89 25 (71,9%) 70
Gesamt 303 30 (90,1%) 304

Tabelle 15: Statistiken ausgediinnter Schlagkataster der Testszene HBS zur Evaluierung des objektbasierten
Analyseschrittes. In Klammern ist die jeweilige TG a priori angegeben.

% Die Anzahl (Tabelle 13) und auch die Flache (Tabelle 14) der GIS-Griinlandobjekte ist geringer als beim Schlagkataster
(Tabelle 11 und Tabelle 12), da im Vergleich zum Schlagkataster zahlreiche Griinlandflachen nicht als einzelne GIS-Objekte
erfasst wurden, sondern Bestandteil eines GIS-Ackerlandobjektes sind.
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5.2.3.2. Hildesheim, Niedersachsen

Die Szene Hildesheim (kurz: HI) ist vom Stadtgebiet Hildesheim geprégt, wobei auch grofiere Acker- und
Waldgebiete enthalten sind. Da in diesem ATKIS-Datensatz so gut wie keine Fehler vorhanden waren,
wurden Fehler simuliert. Dabei wurde die Objektart von GIS-Objekten von Neubaugebieten am Stadtrand
geandert (Siedlung in Griinland und vereinzelt auch in Ackerland, abhdngig von den benachbarten Flachen),
um ein mogliches Szenario fiir ein nicht aktuelles GIS zu simulieren. Statistiken zum Datensatz sind in
Tabelle 16 und Tabelle 17 zusammengefasst. Die Angaben in Tabelle 16 beziehen sich wieder zunachst auf
die Anzahl der GIS-Objekte, die in Tabelle 17 auf die Flichengrofie. Die Bedeutung der Tabellenspalten ist
identisch mit denen der Testszene Halberstadt. Es wurden nur wenige Fehler simuliert, so dass die TG im
Allgemeinen sehr hoch ist und oft auch bereits die 95% erreicht (sowohl bezogen auf die Anzahl der GIS-
Objekte als auch auf die Flachengrofde). Mit Hilfe dieses Datensatzes kann das Verhalten des Verfahrens bei
einer hohen TG a priori gepriift werden.

Objektklasse Anzahl enthaltene Verwechslung zwischen Trainingsgebiete fiir d.
d.Objekte Fehler Acker- u. Griinland objektbasierte Klass.

Ackerland 473 29 (93,9%) 14 (96,9%) 93

Grunland 231 37 (84,0%) 15 (91,5% 44

Acker-/Griinland 704 66 (90,6%) 29 (95,4%) 137

Andere Klassen 2722 5 -

Gesamt 3426 71 29

Tabelle 16: Statistiken iiber GIS-Ackerland- und Griinlandobjekte des ATKIS der Testszene HI, bezogen auf die Anzahl
der Objekte. In Klammern ist die jeweilige TG a priori angegeben.

Objektklasse Fliche d. enthaltene Verwechslung zwischen Trainingsgebiete fiir
Objekte Fehler Acker- u. Griinland objektbasierte Klass.

Ackerland 54,65 km2 0,49 km?(99,1%) 0,38 km?2(98,6%) 11,10 km?2

Griinland 791km? 1,60 km?2 (79,8%) 0,48 km?(92,5%) 2,77 km?

Acker-/Griinland 62,56 km? 2,09 km? (96,7%) 0,86 km? (98,6%) 18,87 km?

Andere Klassen 55,25 km? 0,04 km? -

Gesamt 117,82 km? 2,13 km? 0,86 km?

Tabelle 17: Statistiken iiber GIS-Ackerland- und Griinlandobjekte des ATKIS der Testszene HI, bezogen auf die
Flichengroéfde. In Klammern ist die jeweilige TG a priori angegeben.

Fir die objektbasierte Klassifikation fand das Training nur auf GIS-Objekten statt, die nur einen Schlag
beinhalten. Sowohl fiir die objektbasierte als auch fiir die pixelbasierte Klassifikation wurden die
Trainingsdaten daher vom Benutzer ausgewahlt. Die verwendeten Trainingsdaten sind in den Abbildung 34
und Abbildung 35 dargestellt.

Abbildung 34: Trainingsgebiete pixelbasierte Abbildung 35: Trainingsgebiete obiektbaierte
Klassifikation HI (griin: Siedlung, blau: Industrie, Klassifikation HI (blau: Ackerland, magenta:
magenta: Wald, violett: Acker-/Griinland). Griinland).
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5.2.3.3. Weiterstadt, Hessen

Die Szene Weiterstadt (kurz: WS) ist vor allem von landwirtschaftlichen Flachen (besonders Ackerland)
gepragt; ca. 60% der Flache ist von Ackerland bedeckt. Die Schldge innerhalb von GIS-Ackerlandobjekten in
diesem Gebiet sind extrem klein, so dass mit diesem Datensatz die Grenzen der in Kapitel 4 vorgestellten
Methode getestet werden kann. Auch in diesem Gebiet liegt ATKIS vor. Nahere Angaben tliber das GIS sind
analog zur Szene Halberstadt und Hildesheim in Tabelle 18 und Tabelle 19 zusammengefasst.

Objektklasse Anzahl d. enthaltene Verwechslung zwischen Trainingsgebiete
Objekte Fehler Acker- u. Griinland objektbasierte Klass.

Ackerland 686 30 (95,6%) 20 (96,9%) 189

Griinland 199 95 (52,3%) 67 (55,6% 59

Acker-/Griinland 885 125 (85,9%) 87 (89,1%) 248

Andere Klassen 1301 27 -

Gesamt 2186 152 29

Tabelle 18: Statistiken iiber GIS-Ackerland- und Griinlandobjekte des ATKIS der Testszene WS, bezogen auf die Anzahl
der Objekte. In Klammern ist die jeweilige TG a priori angegeben.

Objektklasse Fldche d. enthaltene Verwechslung zwischen Trainingsgebiete
Objekte Fehler Acker- u. Griinland objektbasierte Klass.

Ackerland 37,58 km2 0,51 km?(98,6%) 0,37 km?2(99,0%) 13,96 km?

Grinland 4,53 km? 2,43 km? (46,5%) 2,17 km?(47,8%) 1,29 km?

Acker-/Griinland 42,11 km? 2,94 km? (93,0%) 2,54 km? (93,9%) 15,26 km?

Andere Klassen 24,94 km? 0,28 km? -

Gesamt 67,05 km? 3,22 km? 2,54 km?

Tabelle 19: Statistiken iiber GIS-Ackerland- und Griinlandobjekte des ATKIS der Testszene WS, bezogen auf die
Flachengrofie. In Klammern ist die jeweilige TG a priori angegeben.

Ahnlich wie bei den zuvor betrachteten ATKIS-Datensitzen ist die TG a priori von Ackerland hoher als die
von Griinland und die TG a priori beider Klassen zusammen liegt, sowohl bezogen auf die Anzahl der Objekte,
als auch bezogen auf die Flache, unter 95%. Auch im Datensatz Weiterstadt ist mindestens fiir die Klasse
Ackerland die Tendenz zu erkennen, dass die TG a priori, bezogen auf die Flichengrofie, grofier als die TG a
priori, bezogen auf die Anzahl der Objekte, ist. Fiir die Klasse Griinland gilt das in dem Fall nicht. Fiir diese
Objektklasse liegt eine Mischung aus flichenmaf3ig kleinen und grofden falschen GIS-Objekten vor.

Im Gegensatz zu den Szenen Halberstadt und Hildesheim gibt es in der Szene Weiterstadt zum einen nicht
geniigend GIS-Objekte, die nur aus einem Schlag bestehen, und zum anderen nicht geniigend
Ackerlandsegmente, die grofd genug sind, um den Algorithmus der objektbasierten Klassifikation zur
Trennung von Acker- und Griinland zu trainieren. Das Training in dieser Szene fand daher teilweise auch auf
GIS-Objekten mit mehreren Schldgen statt. In den Experimenten soll gepriift werden, ob die in Kapitel 4
vorgestellte Methode auch unter diesen Bedingungen zufriedenstellende Ergebnisse fiir die Verifikation
erreichen kann. Die Trainingsgebiete wurden vom Benutzer festgelegt. Die verwendeten Trainingsdaten sind
in Abbildung 36 und Abbildung 37 dargestellt.
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Abbildung 36: Trainingsgebiete pixelbasierte Abbildung 37: Trainingsgebiete objektbasierte
Klassifikation WS (griin: Siedlung, blau: Industrie, tiirkis:  Klassifikation WS (blau: Ackerland, magenta: Griinland).
Wald, magenta: Acker-/Griinland).
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5.2.3.4. Rukieten bei Rostock, Mecklenburg-Vorpommern

Im Gegensatz zu allen anderen Testgebeiten handelt es sich bei dem Testgebiet Rukieten bei Rostock (kurz:
RUK) um ein sehr kleines Gebiet, welches nur ca. 18 km? grof ist. Dafiir liegen fiir dieses Testgebiet
multitemporale Bilddaten vor, die zu 12 verschiedenen Zeitpunkten innerhalb von zwei Jahren
aufgenommen wurden. Die Bilddaten wurden mit dem Niedrigpreissystem PFIFF (Grenzdorffer, 2005)
erfasst. Fiir die Evaluierung wurden nur Zeitpunkte verwendet, an denen vier Bildkanile zur Verfiigung
standen (s. Tabelle 20).

Flug Aufnahmezeitpunkt Kanile
2 07.10.2005 NIR R, G, B
3 23.11.2005 NIR R, G, B
4 17.04.2006 NIR R, G, B
5 04.05.2006 NIR R G, B
6 09.06.2006 NIR R G, B
7 25.06.2006 NIR R G, B

Tabelle 20: Bilddaten fiir das Testgebiet Rukieten bei Rostock.

Im vorhandenen Schlagkataster dieses Gebietes sind nur GIS-
Objekte der Objektarten Acker- und Griinland enthalten. Fiir die
Untersuchungen wurden nur GIS-Objekte verwendet, deren
Objektart sich innerhalb des Untersuchungszeitraumes nicht
gedndert hat. Eine Ubersicht iiber die enthaltenen GIS-Objekte ist
in Tabelle 21 gegeben. Ungefahr die Hélfte aller Objekte wurde
zufdllig als Trainingsobjekte, die andere als Evaluierungsobjekte
festgelegt. Die Trainingsgebiete fiir die objektbasierte
Klassifikation sind graphisch in Abbildung 38 dargestellt. Da das
Schlagkataster fehlerfrei ist, wurden in den Evaluierungsobjekten
zuféllig vier GIS-Ackerlandobjekte als GIS-Griinlandobjekte und
sechs GIS-Griinlandobjekte als GIS-Ackerlandobjekte
gekennzeichnet. Dies entspricht einer Fehlerquote von etwas mehr
als 10%. Wie Tabelle 21 zu entnehmen ist, liegt die TG a priori
somit immer unter der geforderten Marke von 95%. Wie bei dem
ausgediinnten Schlagkataster der Testszene Halberstadt wird auch
hier auf eine Darstellung der Flachenanteile verzichtet, da auch
dieser Datensatz nur fiir eine Spezialuntersuchung des
objektbasierten Analyseschrittes verwendet wird.

Obwohl nur eine sehr geringe Anzahl an GIS-Objekten fiir diesen & . ;

Datensatz zur Verfiigung stehen und es wie bereits angesprochen
Kalibrierungsproblemen des NIR-Kanals gibt, soll dieser Datensatz
genutzt werden, um die in Kapitel 4 eingefilhrte Methode zu

Abbildung 38: fiir die obiektbsiefte
Klassifikation RUK (blau: Ackerland,
magenta: Griinland).

evaluieren und eventuelle Grenzen aufzuzeigen.

Objektklasse Anzahl d. Verwechslung zwischen Trainingsgebiete fiir die
Objekte Acker- und Griinland objektbasierte Klass.

Ackerland 21 4 (81,0%) 24

Griinland 17 6 (64,7%) 14

Gesamt 38 10 (73,7%) 38

Tabelle 21: Statistiken iiber GIS-Ackerland- und Griinlandobjekte des ATKIS der Testszene RUK, bezogen auf die
Anzahl der Objekte. In Klammern ist die jeweilige TG a priori angegeben.

5.3. Wahl der Parameter

Im vorliegenden Abschnitt sollen alle Parameter, die fiir den in Kapitel 4 vorgestellten Ansatz benotigt
werden, aufgefiihrt und deren Festlegungen erdrtert werden. Es wird gezeigt, dass viele Parameter
automatisch gelernt werden kénnen oder durch den jeweiligen GIS-Objektartenkatalog vorgegeben sind. Nur
wenige Parameter sind auf Grund von Erfahrungswerten durch den Benutzer einzustellen.
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5.3.1. Parameter fiir die Klassifikation zur Identifizierung von GIS-Ackerland- und
Griinlandobjekten

Parameter, die fiir den ersten Analyseschritt, der pixelbasierten Klassifikation mit Uberfithrung des
Klassifikationsergebnisses auf GIS-Objekte (Abschnitt 4.3.), notwendig sind, hangen ab von:

e den zu unterscheidenden Klassen,

¢ dem verwendeten GIS und

e der geometrischen Auflosung der Bilddaten.
In dieser Arbeit werden die Klassen Acker-/ Griinland, Wald, Siedlung und Industrie auf 1 m pansharpend
IKONOS-Bilder fiir die Verifikation von ATKIS bzw. eines Schlagkatasters klassifiziert. Die Luftbilder werden
nicht verwendet, da im dazu vorliegenden GIS nur die Klasse Acker- und Griinland, aber nicht die Klassen
Wald, Siedlung und Industrie vorhanden sind und somit die gemeinsame Klasse Acker-/ Griinland nicht von
anderen Klassen getrennt werden muss; die Durchfilhrung des ersten Analyseschrittes ist damit nicht notig.
Die Parameter fiir die Klassifikation und die anschlieRende Ubertragung des pixelbasierten
Klassifikationsergebnisses auf ein GIS-Objekt sind in Tabelle 22 zusammengefasst.

Parameter 1, also die Pyramidenstufe der Bildpyramide, auf der die pixelbasierte Klassifikation mittels des
Ansatzes von Gimel'farb (1996) durchgefiihrt wird, wird mit Hilfe des Ansatzes von Becker et al. (2009)
automatisch fiir jede zu klassifizierende Objektklasse separat trainiert. Die erste Pyramidenstufe entspricht
der Auflosung des Originalbildes. Die pixelbasierte Klassifikation wurde auf den IKONOS-Bildern der
Testszenen Halberstadt, Hildesheim und Weiterstadt durchgefiihrt. Dabei wurde fast immer die
Pyramidenstufe 4 (entspricht einer geometrischen Auflésung von 8 m) genutzt. Die Ausnahmen sind die
Pyramidenstufen fiir die Klassifikation der Klassen Siedlung und Wald fiir das IKONOS-Bild der Testszene
Halberstadt. Hier liegt die Pyramidenstufe 3 vor (entspricht einer geometrischen Auflésung von 4 m).

Nr. | Parameter Bestimmung Wert
1 | Geeignete Auflosungsstufe der Bildpyramide fiir die pixelbasierte| Voll automatisch meist 4,
Klassifikation nach (Gimel'farb, 1996) mittels Training selten 3
2 | Schwellwert Sq fiir den Quotient aus Gleichung 4.5 Benutzerdefiniert 0,3 oder 0,4
(s.5.4)
3 | Schwellwert s, fiir die Mindestgrofie eines kompakten Fehlers mittels 0,1ha

Objektartenkatalog (ATKIS)

4 | Schwellwert s fiir die Anzahl der Schritte eines morphologischen
Filters (Erosion) E, die benoétigt werden, bis die Region eines| Benutzerdefiniert 20
vermeintlichen kompakten Fehlers verschwindet

Tabelle 22: Parameter fiir den ersten Analyseschritt nach Abschnitt 4.3.

Mit dem Parameter 2, dem Schwellwert Sqv kann beeinflusst werden, wie sensibel das System eingestellt
werden soll. Ist dieser Parameter sehr klein, ist nur ein sehr geringer Anteil an falschen Pixeln in einem GIS-
Objekt erlaubt. Mit falschen Pixeln werden Pixel bezeichnet, die nicht der im GIS vorgegebenen Klasse
Uibereinstimmen. Die Wahl des Parameters hangt davon ob, wie haufig in einem GIS-Objekt einer
bestimmten Klasse auch Objekte anderer Klassen zu finden sind. In einem Siedlungsobjekt ist es zum
Beispiel nicht selten, dass auch Baume oder Griinflichen zu erkennen sind, die laut GIS-Objektartenkatalog
in einer Siedlungsfldche auch erlaubt sind. Der Wert fiir sq ist somit fir diese Klasse relativ hoch zu wéhlen.
Fir Acker- und Grinland hingegen ist der Wert fiir s niedriger anzusetzen. Erfahrungswerte sind 30% bis
40%, denn auch hier sind z.B. Bdume als Ackerlandbegrenzung oder versiegelte Flachen bei
strafienbegleitendem Griinland méglich. Eine detaillierte Analyse des Schwellwertes und des Einflusses auf
das Verifikationsergebnis wird im ersten Experiment in Abschnitt 5.4 beschrieben.

Ein GIS-Objekt wird aber nicht nur dann abgelehnt, wenn der Schwellwert Sq uberschritten wird, sondern
auch, wenn ein kompakter Fehler vorliegt. Ein kompakter Fehler liegt vor, wenn die Schwellwerte fiir
Parameter 3 und Parameter 4 gleichzeitig liberschritten werden. Parameter 3 legt die Anzahl der Pixel fest,
die mindestens nétig sind, damit ein kompakter Fehler vorliegt. Dieser Wert kann direkt an Hand des
Objektartenkatalogs festgelegt werden und richtet sich nach den Mindestkartierflichen im
Objektartenkatalog der Objektarten Siedlung, Industrie und Wald (Tabelle 8). Der Schwellwert wird daher
auf 1000 m? (0,1 ha) festgelegt. Parameter 4, der Schwellwert s; fiir die Anzahl der Schritte eines
morphologischen Filters (Erosion) E, die benotigt werden, bis die Region eines vermeintlichen kompakten
Fehlers verschwindet, hingt vom Objektartenkatalog und Erfahrungswerten ab. Wenn z.B. die
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Mindestkartierflache 1 ha betragt, ist es unwahrscheinlich, dass ein kompakter Fehler schmaler als 40 m ist
(Erfahrungswert). Der Schwellwert sz wurde daher auf Grund der geometrischen Auflésung von 1 m auf 20
festgesetzt. Ein kompakter Fehler liegt also nur dann vor, wenn die Region von verbundenen falschen Pixeln,
die ein und derselben Klasse angehoren, mindestens 40 m breit ist und der kompakte Fehler die
Mindestflache (Parameters 3) iiberschreitet.

5.3.2. Parameter fiir die Segmentierung

Die nachste Gruppe von Parametern sind die der Segmentierung (Abschnitt 4.4). Ziel der Segmentierung ist
das Finden homogener Segmente innerhalb eines GIS-Acker-/Griinlandobjektes, die unterschiedliche
Schlage reprasentieren. Die Parameter der Segmentierung hdangen von dem Bilddaten ab und die des
Nachbearbeitungsschrittes der Segmentierung vom GIS. Wahrend der Experimente wurden 1 m
pansharpend IKONOS-Bilder benutzt; als GIS lag ATKIS vor. Die Parameter fiir die Segmentierung sind in
Tabelle 23 zusammengefasst.

Nr. | Parameter Bestimmung Wert
5 | Parameter o der Gauf3funktion, der den Grad der Glattung vor dem Abhangig s. Tabelle 24
Anwenden des Wasserscheidenverfahrens bestimmt von den
6 | Signifikanzniveau a Bilddaten s. Tabelle 24
7 | Schwellwert sy fiir den maximalen Wert von T;; mit s; € [0%, 100%)] als s. Tabelle 24
Starke der Kante zwischen zwei Segmenten
8 | Parameter kj, fiir die Bestimmung des Schwellwerts sp nach Gleichung s. Tabelle 24
(4.12) fir den max. Wert von D;; aus Gleichung (4.7)
9 | Parameter kp fiir die Bestimmung des Schwellwerts s nach Formel (4.13) s. Tabelle 24
fir den maximalen Wert von F;; aus Gleichung (4.10)
10 | Nachbearbeitung (Verschmelzen kleiner Regionen mit der Umgebung) Objektarten- 1ha
katalog (ATKIS)

Tabelle 23: Parameter fiir die Segmentierung nach Abschnitt 4.4.

Die Parameter 5 bis 9 hdngen nicht nur von der geometrischen Auflésung der Bilddaten ab, sondern auch
von den spektralen Merkmalen der in der Szene enthaltenen verschiedenen Ackerland- und
Griinlandschlage. Experimente haben gezeigt, dass die Parameter auf alle GIS-Objekte innerhalb einer
IKONOS-Szene gleichermafien angewendet werden kdnnen.

Die Parameter 5 bis 9 wurden zundchst empirisch fiir einen kleinen Ausschnitt der Testszene Halberstadt
ermittelt. Dazu waren Tests notwendig. Die Beurteilung erfolgte mittels visueller Kontrolle. Fiir die
Testszene Hildesheim werden die Parameter unverdndert iibernommen, wahrend die Parameter fiir die
Testszene Weiterstadt geringfligig gedndert werden mussten (Parameter k; ist strenger eingestellt). Die
Parameter 5-9 sind detailliert fiir jede Testszene in Tabelle 24 zusammengefasst.

Parameter | Halberstadt Hildesheim Weiterstadt
o 1 1 1
a 10% 10% 10%
ST 80% 80% 80%
kp 1 1 1
kg 1,25 1,25 1,5

Tabelle 24: Verwendete Parameter der Segmentierung fiir die einzelnen Testszenen.

Der Wert des Parameters 10 wird durch den GIS-Objektartenkatalog definiert. Wenn nach der
Segmentierung ein Segment vorliegt, das nur einen weiteren Nachbarn hat und kleiner als die
Mindestkartierflache von Acker-/Griinland ist, so wird dieses Segment der angrenzenden Flache zugeordnet.
Da die Segmentierung Bestandteil des zweiten Analyseschrittes ist, also der Trennung zwischen Acker- und
Griinland, kann davon ausgegangen werden, dass es sich bei dem mit den Nachbarn zu verschmelzenden
Segment um ein Ackerland- oder Griinlandsegment handelt. Deshalb wird die Mindestkartierfliche von
Acker- und Griinland verwendet (1 ha bei ATKIS).

5.3.3. Parameter fiir die Klassifikation eines Segmentes

Die Parameter, die fiir die Klassifikation eines Segmentes notwendig sind (Abschnitt 4.5), gliedern sich in
zwei Gruppen. In der ersten Gruppe sind die Parameter fiir die Bestimmung der Merkmale enthalten. Bei der



5. Evaluation 69

zweiten Gruppe handelt es sich um Parameter fiir die Klassifikation mittels SVM. Die Parameter aus beiden
Gruppen werden getrennt betrachtet.

Die Parameter der ersten Gruppe (Abschnitt 4.5.1) sind identisch fiir alle in den Experimenten verwendeten
Testszenarien und sind in Tabelle 25 zusammengefasst. Der Parameter 11 ist ein Erfahrungswert dafiir, um
wie viel ein Segment vor der Analyse reduziert werden muss, damit Unregelmafdigkeiten am Segmentrand
die Klassifikation nicht beeinflussen. Dieser Parameter hdangt vom zu untersuchenden Gebiet und den dort
vorkommenden landwirtschaftlichen Praktiken ab. Er wurde einheitlich fiir alle Tests auf 15m gesetzt. Der
Parameter 12 ist ein Erfahrungswert dafiir, ab welcher Flachengrofie eine zuverldssige Bestimmung der
Parameter moglich ist. Dies gilt insbesondere fiir die strukturellen Merkmale. Die Parameter 13 und 14, die
fiir die Bestimmung der texturellen Merkmale notwendig sind, sind auf in der Literatur iibliche Werte
gesetzt (Tonnies, 2005). Parameter 15 wurde iiber empirische Tests bestimmt.

Nr. | Parameter Bestimmung Wert
11 | Bereich, um die ein Segment reduziert wird (Erosion) Erfahrungswert 15m
12 | Mindestsegmentgrdfie fiir d. zuverladssige Berechnung d. Merkmale Erfahrungswert 0,5 ha
13 | Aus der Gruppe der texturellen Merkmale: A aus (Gleichung 4.19) Literatur 1
14 | Aus der Gruppe der texturellen Merkmale: a aus (Gleichung 4.19) Literatur 0°,45°,90°,135°
15 | Aus der Gruppe der strukturellen Merkmale: unterer und oberer Empirische
50/70
Hystereseschwellwert Tests

Tabelle 25: Parameter fiir die Bestimmung der Merkmale fiir die objektbasierte Klassifizierung eines Segmentes nach
Abschnitt 4.5.1.

Die Parameter fiir die Klassifikation mittels der SVM (Abschnitt 4.5.2) sind in Tabelle 26 zusammengefasst.
Bereits im Abschnitt 3.1.1 wurde herausgearbeitet, warum die RBF-Kernfunktion gewahlt wurde. Alle
weiteren Parameter fiir die Klassifikation kdnnen automatisch mittels Gittersuche unter Verwendung der
Kreuzvalidierung, wie in Abschnitt 3.1.4 beschrieben, trainiert werden. Auf eine Auflistung aller Parameter
fiir die Tests wird an dieser Stelle verzichtet, da es sich um insgesamt 16 verschiedene Testszenarien handelt
und die Werte ohnehin automatisch bestimmt werden.

Nr. | Parameter Bestimmung Wert
16 | Wahl der Kernelfunktion Stand der Wissenschaft RBF
17 | Parameter C (Strafwert fiir Fehlklassifikationen, s. . . .
. Automatisch mittels Gittersuche
Gleichung (3.25)) und Kreuzvalidierun
18 | Parameter y der RBF-Kernfunktion(s. Gleichung (3.20)) g

Tabelle 26: Parameter fiir die Klassifikation der Merkmale fiir die objektbasierte Klassifizierung eines Segmentes
nach Abschnitt 4.5.2.

5.3.4. Parameter fiir die Klassifikation und Verifikation eines GIS-Objektes
Im letzten Schritt fiir die Klassifikation und Verifikation eines GIS-Objektes wird die Summe aller
Segmentflichen, die entweder der Klasse Acker- oder Griinland zugewiesen wurden, betrachtet (Abschnitt
4.6.). Das GIS-Objekt wird der Objektklasse zugeordnet, die die Mindestkartierflache tberschritten hat.
Werden von beiden oder von keiner Objektklasse die Mindestkartierflache erreicht, wird das Objekt einer
Zuriickweisungsklasse zugeordnet. Der Wert der Mindestkartierflache ergibt sich aus dem vorliegenden GIS.
Bei ATKIS betragt dieser 1 ha (s. Tabelle 27). Fiir diesen Analyseschritt sind keine weiteren Parameter notig.

Nr. | Parameter Bestimmung Wert
19 | Parameter iiber Annahme/Ablehnung eines GIS-Acker-/ . 1 ha
Griinlandobjektes durch das System Objektartenkatalog (ATKIS)

Tabelle 27: Parameter fiir die Klassifikation der Merkmale fiir die objektbasierte Klassifizierung eines Segmentes
nach Abschnitt 4.6.

5.4. Evaluation des ersten Analyseschrittes

Im ersten Versuch soll iiberpriift werden, ob der im Abschnitt 4.3 vorgestellte Algorithmus fiir die Trennung
der gemeinsamen Klasse Acker-/Griinland gegeniiber anderen Objektarten fiir die Aufgabe der Verifikation
geeignet ist. Im Folgenden werden nur die Verifikationsergebnisse prasentiert, bei denen das pixelbasierte
Klassifikationsergebnis bereits auf die GIS-Objekte tbertragen wurde. Auf eine explizite Evaluierung des
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pixelbasierten Klassifikationsergebnisses wird verzichtet, da der Fokus auf der Verifikation von GIS-
Objekten liegt. Implizit wird der Erfolg der pixelbasierten Klassifikation jedoch bei der Bewertung des
Verifikationsergebnisses der GIS-Objekte ebenfalls liberpriift.

Wie in 5.3.1 beschrieben, ist vor allem eine genauere Untersuchung des Parameters 2 (Schwellwert s, fir
den Quotient aus Gleichung (4.5)) von Interesse. Die Untersuchungen zu der Eignung des in Abschnitt 4.3
beschriebenen Verfahrens erfolgt in zwei Schritte. Zundchst wird mittels eines Testgebietes analysiert,
welche Werte fiir s, geeignet sind. Diese werde dann im zweiten Schritt auf weitere Gebiete tibertragen und
es wird getestet, ob diese Schwellwerte auch auf anderen Szenen ohne Anpassung angewendet werden
konnen.

5.4.1. Untersuchung der Abhingigkeit des Verifikationsergebnisses von s,
Wie erldutert, wird im ersten Experiment der Erfolg der Verifikation in Abhédngigkeit von s, fur eine
Testszene ndher untersucht. Fiir diesen Test wird eine Testszene benotigt, bei der neben GIS-Ackerland-/
Griinlandobjekten auch GIS-Objekte anderer Klassen wie Siedlung, Industrie und Wald vorkommen. Die
Testszenen Rukieten sowie Halberstadt mit ausgediinntem Schlagkataster sind daher ungeeignet. Aufderdem
sollte die geforderte Genauigkeit von 95% TG a priori nicht erfiillt sein, da sonst keine zuverlassige Aussage
dartiber gemacht werden kann, ob und wann mit Hilfe des pixelbasierten Verfahrens die gewiinschte TG a
posteriori erzielt werden kann. Fiir dieses Experiment wird daher die Testszene Halberstadt unter
Verwendung von ATKIS benutzt. In der Testszene Halberstadt liegt die TG a priori der gemeinsamen Klasse
Acker-/Griinland bei 82,2%, bezogen auf die Anzahl der Objekte. Bezogen auf die Flache, liegt die TG a priori
dieser Szene bei liber 95%. Da nur die TG a priori, bezogen auf die Anzahl der Objekte kleiner als 95% ist,
wird die Darstellung der Ergebnisse dieses Experimentes auf die Auswertung auf Basis der Anzahl der
Objekte beschrankt. Fir die Testreihe werden die Schwellwerte flir s; von 0% bis 100% in 10%-Schritte

variiert und fir jeden Schwellwert die TG a posteriori sowie die Effizienz, der relative Anteil der False
Positives, die error detection rate und die overall accuracy bestimmt. Die Ergebnisse sind in Abbildung 39
zusammengefasst.

100
95
90
85
80
75
70
65
60
55
50
45

40 / -&-TG a priori (Objekt)
35 / TG a posteriori (Objekt)
30 ——overall accuracy (Objekt)
25 / Effizenz (Objekt)
20
---&-- error detection rate (Objekt) 1
15 — 3.8
False Positive (Objekt H
o L T\ (Objekt) et
5 \7
— . .
» sqin [%];
0 10 20 30 40 50 60 70 80 90 100

Abbildung 39: Untersuchung der Anhingigkeit des Verifikationsergebnisses von s, fiir die Verifikation der
gemeinsamen Klasse Acker-/Griinland des ersten Analyseschrittes fiir die Testszene HBS (IKONOS, ATKIS).

Betragt der Wert fiir s, = 0%, sind Kkeinerlei falsche Pixel in einem GIS-Objekt erlaubt. Dieser Fall trifft auf
nur 11 sehr kleine GIS-Objekte (1,4%) zu. Ein Wert von s; = 0% bedeutet, dass alle Fehler im GIS gefunden

werden (error detection rate = 100%), weil so gut wie alle GIS-Objekte vom System abgewiesen werden und
daher so gut wie jedes GIS-Objekt manuell nachbearbeitet werden muss. Die Effizienz ist daher sehr niedrig.
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Erhoht sich der Wert fiir s, sind mehr falsche Pixel zugelassen. Wahrend die Anzahl der Fehler, die im GIS
verbleiben (False Positive), und die Effizienz steigen, sinkt die error detection rate zeitgleich. Obwohl die
Anzahl der False Positive steigt, unterschreitet die TG a posteriori den gewiinschten Wert von 95% selbst
dann nicht, wenn s, = 90% betrédgt. Bei einem Wert von s, = 100% werden alle GIS-Objekte, die keinen
kompakten Fehler beinhalten, vom System angenommen. Bei der hier verwendeten Testszene trifft dies nur
bei zwei GIS-Objekten (0,3%) nicht zu. Die Effizienz ist dann sehr hoch, wahrend die TG a posteriori
gegentiber der TG a priori gleich ist (error detection rate = 0%) und daher keine Verbesserung der TG
erreicht werden kann. Wahrend die overall accuracy genauso wie die Effizienz bei einem grofder werdenden
Sq Steigt, sinkt sie bei sq = 100% wieder ab, da die overall accuracy die Summe aller korrekt verifizierten
Objekte ist und der Anteil der korrekt erkannten Fehler im GIS auf Null sinkt.

Bei der Betrachtung der Ergebnisse des ersten Analyseschrittes ist zu beachten, dass der gesamte
Algorithmus niemals besser als der erste Analyseschritt werden kann. Eine TG von 95% mit dem ersten
Analyseschritt zu erreichen, ist daher nicht ausreichend. Das Ergebnis muss besser sein. Ein TG, wie sie mit
Sq = 50% erreicht wird (TG = 98,3%), ist nach Erfahrungswerten noch brauchbar. Wihrend eine
Fehlerquote von 50% erfahrungsgemafd fiir Griinland realistisch ist (viele andere Objekte wie
Versiegelungsflichen und Baume sind gerade bei Verkehrsbegleitgriin keine Seltenheit), ist eine Fehlerrate
fir die gemeinsame Klasse Acker-/Griinland mit 50% zu hoch, 30% oder 40% sind realistischer.

In Abbildung 39 ist zwischen s, = 30% und s, = 40% bezliglich der False Positive, TG a posteriori und error
detection rate ein Sprung zu erkennen (s. Pfeile), der deutlicher als bei anderen Intervallen ausfiillt. Es ist
interessant zu untersuchen, ob ein dhnliches Verhalten auch in den anderen Testszenen zu beobachten ist.
Aus diesem Grund und weil erfahrungsgemaf} ein Wert fiir s; von 30% bzw. 40% realistisch ist, werden
diese beiden ausgewahlten Werte auch auf den anderen Szenen getestet.

5.4.2. Untersuchung des Erfolgs der Verifikation fiir zwei verschiedene s; in unterschiedlichen
Testszenen

Im zweiten Teil des ersten Experiments soll nun untersucht werden, ob die Verifikationsergebnisse fiir die
zuvor bestimmten Werte fir s; = 30% und s; = 40% ebenfalls fiir andere Testszenen zufriedenstellende
Ergebnisse liefern. Fiir diese Testreihe werden alle Testszenen genutzt, fiir die ein GIS mit Ackerland- und
Grinlandobjekten, aber auch Siedlungs-, Industrie- und Waldobjekten vorliegt und die Anzahl der GIS-
Objekte grofs ist. Dies trifft auf die Testszenen Halberstadt (mit Schlagkataster und ATKIS) sowie Hildesheim
(ATKIS) und Weiterstadt (ATKIS) zu. Die Ergebnisse sind in Abbildung 40 zu sehen.

Zundchst ist festzustellen, dass in allen Testszenarien eine TG a posteriori von iiber 95% erreicht werden
konnte, wobei diese in der Testszene Weiterstadt a priori bereits vorlag. Dass die TG a priori von 95% fiir
alle Testszenarien unter Betrachtung der Flache bereits erreicht ist, unter Betrachtung der Anzahl der
Objekte jedoch nicht, spricht ebenfalls dafiir, dass es sich bei den fehlerhaften GIS-Objekten um sehr Kkleine
GIS-Objekte handelt. Ein weiterer Hinweis, dass die fehlerhaften Objekte besonders klein sind, erkennt man
bei der Betrachtung des Unterschiedes der Effizienz von objektweiser Betrachtung und unter
Berticksichtigung der Fliche. Die Effizienz, bezogen auf die Anzahl der Objekte, ist immer wesentlich
geringer gegeniiber der Effizienz, die auf der Flichengréfle der GIS-Objekte basiert. Ahnliche Beobachtungen
beziiglich der Flachengrofie fehlerhafter GIS-Objekte werden auch in nachfolgenden Experimenten
beobachtet. Die TG a priori fiir ein bestimmtes GIS muss konstant bleiben, da die Anzahl der Fehler im GIS
konstant ist (verschiedene Experimente, die mit einem GIS durchgefiihrt werden, beeinflussen die Anzahl
der Fehler im GIS natiirlich nicht). Eine konstante TG a priori ist in Abbildung 40 fiir jedes GIS gut zu
erkennen. Der Grund dafiir, dass die TG a posteriori sinkt und die Effizienz steigt, wenn der Schwellwert s,
erhoht wird, wurde bereits im vorhergehenden Abschnitt erértert. Beide Charakteristika sind in Abbildung
40 zu sehen.

Die Effizienz in der Testszene Halberstadt ist sehr viel geringer als in den anderen Testszenen und in dieser
Szene besonders bei der Verwendung von ATKIS, was auf die, wie bereits erortert, kleinen fehlerhaften GIS-
Objekte zuriickzufiihren ist. Betrachtet man die fiinf grofiten GIS-Objekte nicht mit, die vom System
verworfen wurden, betragt die durchschnittliche Flache weniger als 1,5 ha.
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Abbildung 40: Evaluierungsergebnisse der Verifikation der gemeinsamen Klasse Acker-/Griinland (A/G) fiir die
Testszenen Halberstadt, Weiterstadt und Hildesheim fiir s, = 30% und s, = 40%.

Das schlechteste Ergebnis fiir die TG a posteriori wurde fiir die Testszene Halberstadt in Kombination mit
dem Schlagkataster und einem Wert fiir s, von 40% erreicht. Die Ergebnisse dieser Szene sind graphisch in
Abbildung 41 (rechts) zu sehen. Alle dunkelgriinen (True Positives) und hellroten (False Positive) GIS-Objekte
werden vom menschlichen Bearbeiter nicht mehr kontrolliert, da sie vom System akzeptiert wurden. Die
hellroten GIS-Objekte sind dabei die Fehler, die im GIS verbleiben, da diese vom System nicht erkannt
wurden. Sie sind in Abbildung 41 (rechts) auf Grund ihrer Grofle mit Pfeilen gekennzeichnet. Alle
dunkelroten Objekte sind Fehler, die im GIS gefunden werden konnten, wahrend hellgriine Objekte vom
menschlichen Bearbeiter manuell kontrolliert werden miissen, obwohl sie richtig sind.

Abbildung 41: Graphische Darstellung der Konfusionsmatrix der Verifikationsergebnisse des ersten Analyseschrittes
(pixelbasierte Klassifikation), links: Halberstadt, ATKIS, 54=30%, rechts: Halberstadt, Schlagkataster, sq = 40%
(TP: dunkelgriin, FN: hellgriin, FP: hellrot (durch Pfeile gekennzeichnet), TN: dunkelrot).
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Es gibt 13 False-Positive-Objekte (hellrot) von insgesamt 947 Ackerland-/Griinlandobjekten mit insgesamt
131 fehlerhaften GIS-Objekten der gemeinsamen Klasse Acker-/Griinland. Bei 9 der False-Positive-Objekte
handelt es sich um sehr schmale und lange GIS-Objekte entlang von Strafien, die im GIS der Klasse Griinland
zugeordnet sind, in der Referenz aber als Siedlungs- oder Industrieflache gefiihrt werden, da der grofite Teil
der Fliache versiegelt ist. Zwei False Positive sind sehr kleine Objekte (200m? und 400m?), die von Wald
bedeckt sind, sich aber in der Nahe eines Ackerlandobjektes befinden. Diese beiden Objekte wurden
grofdtenteils als Ackerlandobjekt klassifiziert und daher vom System nicht verworfen. Die letzten beiden
False-Positive-Objekte sind GIS-Objekte, auf denen Bebauung entstanden ist, die aber zu klein ist, um ein
kompakter Fehler zu sein und im Verhaltnis zum Rest des GIS-Objektes ebenfalls zu klein ist, so dass g
kleiner als s, ist, wodurch diese fehlerhaften GIS-Objekte nicht detektiert werden konnten.

Auf die explizite Darstellung der False Positives, der overall accuracy und der error detection rate soll an
dieser Stelle verzichtet werden. Die False-Positive-Rate, sowohl bezogen auf die Anzahl der Objekte als auch
auf die Flache, liegt fast durchweg unter 0,3% (Ausnahme ist Hildesheim mit einen Wert von weniger als
1,8%). Auch fiir die overall accuracy konnten dhnlich gute Ergebnisse erreicht werden. Sie liegt bei
Betrachtung der Anzahl der Objekte zwischen 72% und 95%, sowie bei Betrachtung der Flache zwischen
92% und 97%. Das ist ein weiterer Hinweis darauf, dass es sich bei den fehlerhaften GIS-Objekten um sehr
kleine Objekte handelt. Die error detection rate, bezogen sowohl auf die Anzahl der Objekte als auch auf die
Flache, liegt bei iiber 75%. Eine Ausnahme bildet die error detection rate bezogen auf die Flache der Szene
Hildesheim, die mit der schlechtesten False-Positive-Rate fiir diese Konfiguration. Hauptgrund fiir die
schlechte error detection rate/geringe False-Positive-Rate ist das GIS-Griinlandobjekt, das in Abbildung 42 zu
sehen ist. In Abbildung 42 rechts ist das Klassifikationsergebnis der pixelbasierten Analyse nach Gimel'farb
(1996) gezeigt. Es ist zu sehen, dass das Gebédude als Industriefliche (gelb) erfolgreich detektiert wird (s.
Pfeil), das zur Ablehnung durch das System fiihren sollte. Da das Gebdude aber sehr klein ist und daher nicht
als kompakter Fehler erkannt wird und da das Griinlandobjekt so grof3 ist und das Haus daher nur eine
kleine Flache im Verhéltnis zu der restlichen Flache des GIS-Objektes bedeckt, geht die Information bei der
Ubertragung des pixelbasierten Klassifikationsergebnisses auf das GIS-Objekte nach Busch et al. (2005)
(Abschnitt 4.3.2) verloren. Eine solche Konfiguration stellt eine Ausnahme dar.

Abblldung 42: Fehlerhaftes GIS- Grunlandob]ekt das tlw von Sledlung bedeckt ist (Testszene HI). Links: RGB Blld
rechts: Ergebnis d. pixelbasierten Klassifizierung (braun: Acker-/Griinland, gelb: Industrie, rot: Siedlung, griin: Wald).

5.4.3. Bewertung

Ziel dieses Analyseschrittes ist es, GIS-Ackerland- und Griinlandobjekte zu identifizieren, in denen eine
Flache oder Teilfliche anderer Nutzung vorkommt. Diese GIS-Objekte sollen vom System gekennzeichnet
und dem menschlichen Bearbeiter zur Beurteilung gezeigt werden. Dabei ist es notig, eine TG a posteriori
von mindestens 95% zu erreichen, da der gesamte Algorithmus niemals besser als der erste Analyseschritt
werden kann. Die geforderten Ziele konnten mit dem in Abschnitt 4.3 vorgestellten pixelbasierten
Klassifikationsverfahren von Gimel'farb (1996) mit der anschlieBenden Ubertragung des pixelbasierten
Klassifikationsverfahrens auf GIS-Objekte nach Busch et al. (2005) erreicht werden, wie in Abbildung 40 zu
sehen ist. Eine Ausnahme mit grofdem Einfluss auf das Ergebnis liegt in der Testszene Hildesheim vor
(Abbildung 42). Diesem Problem kann man begegnen, indem die Schwellwerte sowohl fiir den kompakten
Fehler als auch fir s, strenger eingestellt werden. Das hat aber gleichzeitig eine Verringerung der Effizienz
zur Folge (Abschnitt 5.4.1). Die gewihlten Kriterien fiir die Uberfilhrung des pixelbasierten
Klassifikationsergebnisses auf ein GIS-Objekt einfach nur strenger einzustellen, ist daher nicht sinnvoll, was
auch Abbildung 43 belegt. Abbildung 43 zeigt ein Beispiel dafiir, dass es bei der pixelbasierten Klassifikation
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oft zur Verwechslung von unbewachsenem Ackerland und Industrie kommt (durch einen Pfeil
gekennzeichnet). Dieses Problem wurde bereits in Kapitel 4.8.1 erortert. Ein einfaches Anpassen der
Parameter bei der Uberfithrung des pixelbasierten Klassifikationsergebnisses auf ein GIS-Objekt ist daher
nicht sinnvoll und man erreicht lediglich eine sehr gute Anpassung des Problems auf eine einzelne Szene.
Daher ist die Wahl anderer bzw. zusétzlicher Kriterien fiir die Uberfiihrung der pixelbasierten Klassifikation
auf ein GIS-Objekt notig, die im Ausblick in Kapitel 6 diskutiert werden. In Anbetracht der geringen
Fehlerquote, sind die hier verwendeten Kriterien jedoch als zunadchst ausreichend zu betrachten.

{

Abbildu-l_l-g 43: Korrektes GIS-Ackerlandobjekt, bei dem teilwé'ise falschlicherweise Industrie klassifiziert wurde
(Testszene: Hildesheim). Links: RGB-Bild, rechts: Ergebnis der pixelbasierten Klassifizierung (braun: Acker-/Griin-
land, gelb: Industrie, rot: Siedlung, griin: Wald).

Bei der detaillierteren Analyse der False Positive in der Testszene Halberstadt unter Verwendung von ATKIS,
in der das schlechteste Ergebnis beziiglich der TG a posteriori erreicht werden konnte, wurden 13 von
insgesamt 131 fehlerhaften GIS-Objekten nicht detektiert. Bei den 13 nicht gefundenen fehlerhaften GIS-
Objekten handelte es sich um GIS-Ackerland- oder Griinlandobjekte, bei denen Teilflichen fremder Nutzung
(versiegelte Flachen) vorlagen. Diese bebauten Flachen konnten jedoch ahnlich wie in Abbildung 42 auf
Grund der geringen Grof3e weder als kompakte Fehler noch iiber den Schwellwert s fiir fehlerhafte Pixel

ermittelt werden. Es gilt dieselbe Diskussion, die bereits oben gefiihrt wurde.

Die Effizienz des Systems ist bis auf die der Szene Halberstadt sehr hoch und liegt bei iiber 80% unter
Betrachtung der Anzahl der Objekte und bei liber 95% bei der Betrachtung der Flache. In der Szene
Halberstadt haben besonders viele kleine Objekte zu einer hohen Rate an verworfenen GIS-Objekten gefiihrt,
was die Effizienz des Systems vermindert.

Abschliefiend ist zusammenzufassen zu sagen, dass mit dem ersten Analyseschritt, wie in Abschnitt 4.3
beschrieben, sehr gute Ergebnisse erreicht werden und daher fiir die Gesamtmethode zur Verifikation von
GIS-Ackerland- und Griinlandobjekten einsetzbar ist. Potentiale zur Verbesserung sind bei der Uberfithrung
des pixelbasierten Klassifikationsverfahrens auf die GIS-Objekte vorhanden. Es empfiehlt sich ein
Schwellwert von s,=30% oder s,=40%, wobei s,=30% die strengere Bewertung ist.

5.5. Untersuchung des Einflusses von verschiedenen Merkmalsgruppen auf die
objektbasierte Klassifikation

Kern des zweiten Analyseschrittes, der Trennung von GIS-Ackerland- und Griinlandobjekten mittels einer
objektbasierten Klassifikation, sind die Merkmale der vier Merkmalsgruppen (spektral, texturell, strukturell
und geometrisch), da diese die Zuordnung der Segmente zu den Klassen Acker- oder Griinland ermdoglichen.
In einer ersten Untersuchung soll der Einfluss der verschiedenen Merkmalsgruppen auf den Erfolg der
Verifikation und, da es sich bei diesem Analyseschritt um ein neues eingefiihrtes Verfahren handelt, diesmal
auch auf den Erfolg der Klassifikation explizit getestet werden. Daher wird unter Verwendung verschiedener
Kombinationen von Merkmalsgruppen ein Testdatensatz evaluiert. Hierzu wurde das ausgediinnte
Schlagkataster der Testszene Halberstadt verwendet, da:

e essich um ein Schlagkataster handelt und eine Segmentierung in Schlage nicht notwendig ist und

e eine Vielzahl von Ackerland- und Griinlandobjekten vorliegt.
Fiir die Analyse wurden insgesamt 8 Tests mit jeweils unterschiedlichen Kombinationen von
Merkmalsgruppen durchgefiihrt. Ein Uberblick ist in Tabelle 28 gegeben.
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Test Abkiirzung Verwendete Merkmalsgruppen
Spektrale | Texturelle | Strukturelle | Geometrisch
1 Xspe X
2 Xtex X
3 Xstru X
4 Xtex stru X X
5 Xspe_stru X X
6 Xspe_tex X X
7 Xspeftexfstru X X X
8 Xspe_tex_stru_form X X X X

Tabelle 28: Uberblick iiber die verschiedenen Tests zur Analyse des Einflusses unterschiedlicher
Merkmalsgruppen auf die objektbasierte Klassifikation des zweiten Analyseschrittes.

5.5.1. Evaluierung der Klassifikationsergebnisse

Zunichst werden die Ergebnisse der Evaluierung beziiglich der Klassifikation ausgewertet. Abbildung 44
zeigt die Darstellung der Klassifikationsergebnisse fiir alle in Tabelle 28 aufgefiihrten Szenarien. Zunichst
lasst sich allgemein feststellen, dass die Ergebnisse fiir die Klassifikation der Klasse Ackerland immer besser
als die Ergebnisse der Klassifikation der Klasse Griinland sind. Die overall accuracy erreicht immer 85%,
auch wenn die producer’s accuracy von Griinland teilweise sehr niedrig ist (weniger als 65%), da mehr sicher
klassifizierbare Ackerlandobjekte als nicht sicher klassifizierbare Griinlandobjekte im Datensatz vorhanden
sind.
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Abbildung 44: Evaluierungsergebnisse fiir die Klassifikation bzgl. der Untersuchung des Einflusses der
unterschiedlichen Merkmalsgruppen auf die objektbasierte Klassifikation des zweiten Analyseschrittes.

Zunichst werden nur die Ergebnisse der ersten drei Tests betrachtet, bei denen jeweils nur eine
Merkmalsgruppe verwendet wird. Das beste Ergebnis konnte bei Betrachtung des Kappa-Koeffizienten mit
den spektralen Merkmalen erreicht werden, das schlechteste mit den texturellen Merkmalen. Der Kappa-
Koeffizient liegt immer bei tiber 60%, was nach Fleiss (1983) als gut eingeordnet wird. Die Aussage, dass die
texturellen Merkmale den geringsten Einfluss auf den Erfolg der Klassifikation haben, kann auch auf die
producer’s accuracy von Griinland und der user’s accuracy von Ackerland bezogen werden. Die Erkenntnis
findet sich auch in den nichsten drei Tests bestdtigt, die die Ergebnisse von jeweils zwei verwendeten
Merkmalsgruppen zeigen. Das beste Ergebnis konnte erreicht werden, wenn die texturellen Merkmale
weggelassen werden. Die Ergebnisse flir die Kombination zwischen texturellen Merkmalen mit jeweils
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spektralen und strukturellen Merkmalen sind vergleichbar; der Kappa-Koeffizient liegt jeweils bei ca. 73%.
Werden die Merkmale der spektralen, texturellen und strukturellen Merkmalsgruppen kombiniert, steigen
auch overall accuracy, producer’s accuracy von Griinland und Kappa-Koeffizient auf iiber 80%. Die Werte fiir
die producer’s accuracy von Ackerland bei der Kombination von Merkmalen aller drei Merkmalsgruppen
sind jedoch nur geringfiigig hoher als bei der Kombination von nur spektralen und strukturellen Merkmalen,
was ein weiterer Hinweis darauf ist, dass zumindest in der Testszene Halberstadt die texturellen Merkmale
den geringsten Einfluss auf den Erfolg der Klassifikation haben. Bei der zusatzlichen Hinzunahme von
geometrischen Merkmalen zu der Klassifikation kann die Genauigkeit der Ergebnisse weiter gesteigert
werden. Wahrend die Genauigkeitssteigerung beziiglich der Klasse Ackerland eher gering ausfallt, ist sie bei
Griinland starker. Das zusatzliche Verwenden von geometrischen Merkmalen scheint also besonders bei der
Verifikation von Griinland von Vorteil zu sein, da viele sonst schwer zu klassifizierende Griinlandobjekte
sehr markante Formen besitzen (langgestreckte Objekte). Die 75% Marke bei Betrachtung des Kappa-
Koeffizienten (nach Fleiss (1983) ausgezeichnet) wird immer dann erreicht, wenn spektrale und strukturelle
Merkmale verwendet werden.

5.5.2. Evaluierung der Verifikationsergebnisse

Nachdem die Evaluierungsergebnisse der Klassifikation naher betrachtet wurden, erfolgt nun die Analyse
der Evaluierungsergebnisse der Verifikation. Die Ergebnisse beziiglich der Gréf3en TG a priori und TG a
posteriori sind graphisch in Abbildung 45 dargestellt. Wahrend die TG a priori von Griinland bei 71,9% und
damit deutlich unter der geforderten Genauigkeit von 95% liegt, betrdgt die TG a priori von Ackerland
97,7%. Die TG a priori der Vereinigungsmenge aller Objekte der Klassen Acker- und Griinland liegt bei 90,1%
und damit ebenfalls unter der geforderten Marke von 95%. Sowohl fiir die GIS-Ackerland- also auch fiir die
GIS-Griinlandobjekte und der Vereinigungsmenge aller GIS- Ackerland- und Griinlandobjekte liegt die TG a
posteriori Uber der geforderten Marke von 95%. Die TG a posteriori ist bei den Ergebnissen, die mit nur einer
Merkmalsgruppe berechnet wurden, am geringsten. Die grofdten Schwankungen der TG a posteriori kann bei
der Klasse Griinland beobachtet werden. Dort fillt besonders auf, dass die TG a posteriori beim Test mit nur
spektralen und texturellen (also ohne strukturelle) Merkmalen genauso hoch ist wie bei der Verwendung
von Merkmalen aus allen Merkmalsgruppen (ausgenommen sind die Tests, die mit nur einer
Merkmalsgruppe berechnet wurden). Zusammenfassend kann aber gesagt werden, dass die geforderte TG a
posteriori von 95% bei dieser Testszene bei allen getesteten Konfigurationen erreicht werden konnte.

100 =
X
=
@
=
95 I
@
c
[}]
)
[«}]
90 5 + - > * - - -
o
T
£
[}]
=
85 +
—— Ackerland (a priori)
20 —=— Ackerland (posteriori) -
— & -Griinland (a priori)
- ® -Griinland (a posteriori)
s @« Acker-/Griinland (priori)
4 Acker-/Griinalnd (posteriori)
*-—----- *------ - ----- -—----- .------ e ------ e -—=----- °
70
& o+ S S S <
& ¢ 3 3 3 2 3 g
O
4+ 4+ +7 ‘/@+ ‘:Q?.r ‘)Qe,/ 5@3‘“ .—.}" b
+ +7 +7 ‘,QQ/ ®+/
x>
+7 2
&
4/

Abbildung 45: Evaluierungsergebnisse der Verifikation bzgl. der Untersuchung des Einflusses der unterschiedlichen
Merkmalsgruppen auf die objektbasierte Klassifikation, hier: Betrachtung der TG a priori und TG a posteriori.
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Die Effizienz, die Anzahl der False Positives und die overall accuracy sind in Abbildung 46 dargestellt.
Wahrend die Effizienz der Klasse Ackerland immer sehr hoch ist (iiber 90%), ist die Effizienz der Klasse
Grinland eher gering und liegt zwischen 42,7% und 60,7%. Da wesentlich mehr Ackerland- als
Griinlandobjekte vorhanden sind, ist die Effizienz der Vereinigungsmenge aller Ackerland- und
Griinlandobjekte hoch und liegt zwischen 79,9% und 85,8%. Die Vereinigungsmenge aller Ackerland- und
Griinlandobjekte wird betrachtet, weil nur dadurch der Arbeitsumfang des menschlichen Bearbeiters fiir die
manuelle Nachbearbeitung wirklich abgeschatzt werden kann. Die Effizienz ist am hochsten, wenn Merkmale
aus mindestens drei Merkmalsgruppen verwendet werden.

Der Verlauf der overall accuracy in Abbildung 46 ist vergleichbar mit dem der Effizienz, wobei sie auf einem
hoheren Niveau liegt. Auf eine Darstellung der error detection rates wird zu Gunsten einer besseren
Ubersicht in der Abbildung 46 verzichtet. Sie betrigt bei Ackerland immer {iber 80%, bei Griinland iiber 92%
und bei der Vereinigungsmenge bei tiber 90%, was sehr zufriedenstellende Ergebnisse sind. Diese Rate ist
ausreichend, damit die TG a posteriori immer bei iiber 95% liegt.
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Abbildung 46: Evaluierungsergebnisse der Verifikation bzgl. der Untersuchung des Einflusses der unterschiedlichen

Merkmalsgruppen auf die objektbasierte Klassifikation, hier: Betrachtung der Effizienz, overall accurcay und Anzahl

der False Positives (Zahlen iiber den Graphen) fiir A... Ackerland, G... Griinland und A/G... der Vereinigungsmenge aus
Acker- und Griinland.

Betrachtet man nur die Anzahl der False Positives, so konnte das beste Ergebnis mit den Merkmalen aus den
Merkmalsgruppen der texturellen und strukturellen Merkmale erreicht werden. Die Anzahl der False
Positives betragt hier Null. Ebenfalls gute Ergebnisse mit nur einem verbleibenden Fehler im GIS konnten fiir
die Kombinationen

e Nur strukturelle Merkmale (ein False Positives, Objektnr. 11888),

e Spektrale und strukturelle Merkmale (ein False Positives, Objektnr 12477),

e Spektrale und texturelle Merkmale (ein False Positives, Objektnr 11867),

e Spektrale, texturelle und strukturelle Merkmale (ein False Positives, Objektnr 12477) und

e Merkmale aus allen Merkmalsgruppen (ein False Positives, Objektnr 11867)
erreicht werden. Die False-Positive-Objekte sind in Abbildung 47 zu sehen. Das linke Objekt wird in der GIS-
Datenbank als Griinlandobjekt gefiihrt, tatsdachliche handelt es sich jedoch um ein Ackerlandobjekt, das auch
mit einer anderen Teilnutzung bedeckt ist. Beim mittleren Objekt handelt es sich um ein bewachsenes GIS-
Ackerlandobjekt, das im GIS als Griinlandobjekt gefiihrt wird. Dieses Objekt ist jedoch nicht grofd genug,
damit Strukturen darin detektiert werden kénnen. Der Algorithmus bewertet es daher als Griinlandobjekt,
da die spektralen Merkmale dieses GIS-Objektes einem Griinlandobjekt gleichen. Beim rechten Objekt liegt
der umgekehrte Fall vor, also ein Griinlandobjekt, das im GIS als Ackerlandobjekt gefiihrt wird. Die zu
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erkennenden leichten Linienstrukturen und eine fiir ein GIS-Griinlandobjekt nicht stark ausgepragte Form
fiihren zur Klassifikation des GIS-Objektes als Ackerlandobjekt.

Abbildung 47: False Positives mit den Objektnummern 11867 (links), 11888 (Mitte) und 12477 (rechts).

Das Evaluierungsergebnis unter der Verwendung aller Merkmalsgruppen ist in Abbildung 48 zu sehen. Es
wird die selbe Farbcodierung wie in Abbildung 41 verwendet. Das einzige False Positive GIS-Objekt (Nr.
11867) ist kaum sichtbar und daher durch einen Pfeil hervorgehoben. Unter gleichzeitiger Betrachtung der
Anzahl der False Positives und der Effizienz empfiehlt es sich, eine Kombination zu verwenden, die auf jeden
Fall spektrale und strukturelle Merkmale umfasst.

Abbildung 48: Graphische Darstellung der Konfusionsmatrix der Verifikationsergebnisse unter Verwendung von
Merkmalen aus allen Merkmalsgruppen fiir die objektbasierte Klassifikation (TP: dunkelgriin, FN: hellgriin, FP:
hellrot (durch einen Pfeil gekennzeichnet), TN: dunkelrot).

5.5.3. Bewertung

Schwerpunkt der Untersuchung war zu priifen, ob mittels der in Abschnitt 4.5 vorgestellten Merkmale unter
Verwendung einer SVM eine erfolgreiche Klassifikation und Verifikation von GIS-Ackerland- und
Griinlandobjekten eines Schlagkatasters moglich ist. Da hier besonders die Merkmale untersucht werden
sollten, wurde ein Schlagkataster verwendet, so dass auf eine Segmentierung zunichst verzichtet werden
kann. Mit den in diesem Abschnitt verwendeten Daten konnte eine erfolgreiche Klassifikation und
Verifikation der GIS-Objekte durchgefiihrt werden. Die besten Ergebnisse werden erreicht, wenn spektrale
und strukturelle Merkmale beteiligt sind. Das beste Ergebnis liegt vor, wenn neben den spektralen und
strukturellen Merkmalen auch alle anderen Merkmale in die Klassifikation eingehen. Die Ubertragbarkeit auf
andere Datensétze bleibt zunéchst offen und wird in noch folgenden Experimenten implizit untersucht.
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5.6. Untersuchung des Einflusses von verschiedenen Zeitpunkten auf die
objektbasierte Klassifikation

Nachdem der Einfluss der unterschiedlichen Merkmalsgruppen auf das Ergebnis der Klassifikation und
Verifikation untersucht wurde, wird in diesem Abschnitt gepriift, inwieweit der Zeitpunkt der Aufnahme der
Bilddaten einen Einfluss auf das Klassifikations- und Verifikationsergebnis hat. Wie bereits in Kapitel 4
diskutiert, kann sich das Erscheinungsbild von Acker- und Griinland je nach dem Stadium der Vegetation
(phanologische Anderung) stark dndern. Mit diesem Test soll gepriift werden, ob in verschiedenen Stadien
der Vegetation die Klassifikation/Verifikation erfolgreich durchgefiihrt werden kann. Dazu wird der
Testdatensatz Rukieten verwendet, fiir den als einziger Datensatz multitemporale, hochaufgeloste und
multispektrale Bilder zur Verfiigung stehen.

Da das Datum der Aufnahme fiir diese Untersuchung nicht entscheidend ist, werden bei der Auswertung die
Bezeichnungen in Tabelle 29 verwendet. Die Zuweisung von Aufnahmezeitpunkten zu den Zeitpunkten A bis
F erfolgte hier zur besseren Lesbarkeit der folgenden Diagramme zur Evaluierung. Da nicht der beste
Zeitpunkt fiir die Klassifikation/Verifikation ermittelt werden soll, sondern nur, ob eine Abhangigkeit des
Ergebnisses vom Zeitpunkt der Aufnahme besteht, hiatte die Zuweisung der Zeitpunkte A bis F zu den
Aufnahmezeitpunkte in Tabelle 29 auch anders gewahlt werden kénnen.

Bezeichnung Aufnahmezeitpunkt
Zeitpunkt A 25.06.2006
Zeitpunkt B 04.05.2006
Zeitpunkt C 09.06.2006
Zeitpunkt D 23.11.2005
Zeitpunkt E 17.04.2006
Zeitpunkt F 07.10.2005

Tabelle 29: Ubersicht iiber Bezeichnung/Aufnahmezeitpunkte.

Stichprobenartige Tests haben gezeigt, dass die Einfiihrung von geometrischen Merkmalen in dieser
Testszene zu einer Verschlechterung der Ergebnisse fiihrte. Grund dafiir ist, dass in diesem Gebiet GIS-
Griinlandobjekte oft sehr grofde sind, sowie das deren Form identisch zu den GIS-Ackerlandobjekten sind.
Aus diesem Grund wurden fiir alle Testreihen in diesem Abschnitt nur spektrale, texturelle und strukturelle
Merkmale verwendet; auf geometrische Merkmale wird verzichtet. Die Klassifikation/Verifikation wurde fiir
jeden Zeitpunkt des Datensatzes durchgefiihrt, fiir den die Kanédle NIR, R, G und B zur Verfiigung stehen.

5.6.1. Evaluierung der Klassifikationsergebnisse
In Abbildung 49 sind die Evaluierungsergebnisse der Klassifikation dargestellt. Zunachst ist anzumerken,
dass die Ergebnisse, verglichen mit denen in Abschnitt 5.5, wesentlich schlechter ausfallen. Dies hat mehrere
Griinde:

e Die Anzahl der Trainingsobjekte ist deutlich geringer (Ackerland: statt 234 nur 24 GIS-Objekte,
Griinland: statt 70 nur 14 GIS-Objekte, s. Tabelle 15 und Tabelle 21 in Abschnitt 5.2.3), somit sind
nicht alle Erscheinungsformen von Acker-/Griinland ausreichend im Trainingsdatensatz vertreten.

¢ Eingangs wurde bereits erkladrt, dass nur Zeitpunkte verwendet wurden, an denen vier Bildkandlen
zur Verfligung stehen. Trotz der Kalibrierungsprobleme des NIR-Kanals wurde angenommen, dass
dieser Kanal und der daraus abgeleitete NDVI-Kanal wertvolle Information fiir die Klassifikation
liefern konnen. Die Ergebnisse lassen diesen Schluss jedoch nicht zu.

Das schlechteste Klassifikationsergebnis wurde zum Zeitpunkt A erzielt. Erwdhnenswert ist, dass die Daten
der Testszene Halberstadt des Experiments im Abschnitt 5.5 zu einem dhnlichen Zeitpunkt aufgenommen
wurden. Wahrend fiir die Szene Halberstadt im Abschnitt 5.5 sehr gute Ergebnisse erzielt worden, kann dies
mit dem Rukieten-Datensatz nicht erreicht werden. Grinde hierfiir sind, dass:
¢ Bilddaten sowohl in ihren geometrischen also auch spektralen Merkmalen unterschiedlich sind,
e der Zeitpunkt der Aufnahme im Laufe des Tages unterschiedlich sein kann (HBS: 11:43 Uhr, RUK:
unbekannt) und somit auch andere Bedingungen, z.B. fiir die Beleuchtung, vorgelegen haben kénnen,
e weniger Trainingsdaten in der Testszene Rukieten zur Verfiigung standen (s. oben),
¢ das Stadium der Entwicklung der Vegetation in unterschiedlichen Jahren voneinander abweichen
kann und
¢ die Feldfriichte unterschiedlich sein kdnnen und manche Feldfriichte besser als andere klassifiziert
werden kénnen.
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Weitere Beobachtungen sind, dass wahrend die Ergebnisse fiir Ackerland in der Szene Rukieten
zufriedenstellend sind, der Algorithmus in der Klassifikation von Griinlandobjekten keine
zufriedenstellenden Ergebnisse erreichen kann. Die Beobachtungen, dass Ackerland sicherer als Griinland
klassifiziert werden kann, wurden bereits im Experiment in Abschnitt 5.5 gemacht. Auf Grund der gréfieren
Anzahl an Ackerlandobjekten ist die overall accuracy bei tiber 70%, der Kappa-Koeffizient liegt jedoch bei
nur ca. 33%. Zur Erinnerung: nach Fleiss (1983) ist ein Kappa-Koeffizent zwischen 40% und 60%
annehmbar, zwischen 60% und 75% als gut und dariiber hinaus als ausgezeichnet anzusehen ist. Leicht
bessere Ergebnisse fiir die Klassifikation werden bei den Zeitpunkten B und C erreicht, bei denen der Kappa-
Koeffizent bei tiber 40% liegt. Der Kappa-Koeffizient erreicht erst fiir den Zeitpunkt D einen Wert von iiber
50%, wobei die producer’s accuracy von Griinland immer noch nicht zufriedenstellend ist (kleiner als 50%).
Nur zu den Zeitpunkten E und F werden zufriedenstellende Ergebnisse erreicht. So liegt der Kappa-
Koeffizient bei 60% bzw. noch dariiber (65%). Erste Vermutungen, dass die Klassifikation zu diesen sehr
friithen bzw. sehr spiten Zeitpunkten auf Grund eventuell nicht bewachsener Ackerlandobjekte so
erfolgreich war, konnten bei Betrachtung der Bilder nicht bestatigt werden. Auch sind die strukturellen
Merkmale zu diesen Zeitpunkten weniger signifikant wie z.B. verglichen mit denen zum Zeitpunkt B (dem
zweitschlechtesten Ergebnis). Insgesamt wurden zwischen 5 und 10 Griinlandobjekte falsch klassifiziert,
ausnahmelos handelte es sich um sehr kleine Objekte. Einige falsch klassifizierte Griinlandobjekte enthielten
Spuren, zum einen auf Grund von Uberlandleitungen, zum anderen auf Grund von Maharbeiten. Es lasst sich
zusammenfassend sagen, dass der Erfolg der Klassifikation vom Zeitpunkt der Aufnahme abhdngt und dass
ndhere Untersuchungen mit einem Testdatensatz, bei dem der GIS-Datensatz mehr Ackerland- und
Griinlandobjekte beinhaltet als im Schlagkataster von Rukieten und dass die Bilddaten sdmtlicher Farbinfor-
mationen aus allen Kanélen NIR, R, G, B im vollem Umfang genutzt werden kénnen. Das ist empfehlenswert.
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Abbildung 49: Evaluierungsergebnisse fiir die Klassifikation bzgl. die Untersuchung des Einflusses
unterschiedlicher Zeitpunkte auf die objektbasierte Klassifikation des zweiten Analyseschrittes.

5.6.2. Evaluierung der Verifikationsergebnisse

Die Evaluierungsergebnisse der Verifikation sind in Abbildung 50 beziglich der TG a priori und TG a
posteriori und in Abbildung 51 beziiglich der Effizienz, der Anzahl der False Positives und der overall accuracy
zusammengefasst. Wie in Abbildung 50 zu sehen ist, liegt die TG a priori sowohl von Ackerland (81,0%) also
auch von Griinland (64,7%) und der Vereinigungsmenge der Objekte aus Acker- und Griinland (73,7%)
immer deutlich unter der geforderten Marke von 95%. Mit Hilfe des Verifikationsprozesses konnten die TG
fiir Ackerland auf 90,5%, fiir Griinland auf 88,2% bis 100% und fiir die Vereinigungsmenge aus Acker- und
Griinland auf Werte zwischen 89,5% und 94,7% gesteigert werden. Die nach BKG (2009) geforderten Werte
konnten fiir die Testszene Rukieten somit nicht ganz erreicht werden.
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Bei Betrachtung von Abbildung 51 wird deutlich, dass bei der Verifikation von Ackerland immer zwei von
vier Fehlern unentdeckt bleiben (FP = TN), weswegen die Effizienz der overall accuracy entspricht. Die
Anzahl der False Positives ist in Abbildung 51 oberhalb der Graphen dargestellt. Bei den False Positives
handelt es sich nicht immer um die gleichen Fehler, wie in Abbildung 53 deutlich wird, sondern um
insgesamt vier Objekte, die immer abwechselnd nicht gefunden werden. In Abbildung 53, in der die False
Positives von GIS-Ackerlandobjekten schwarz und die von GIS-Griinlandobjekten grau eingefarbt sind, wird
deutlich, dass die False Positives der Objektklasse Ackerland alle sehr klein sind. Die Effizienz bei der
Verifikation der Ackerlandobjekte ist immer sehr hoch und fallt nur bei einem Zeitpunkt unter 90%.
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Abbildung 50: Evaluierungsergebnisse der Verifikation bzgl. der Untersuchung des Einflusses unterschiedlicher
Zeitpunkte auf die objektbasierte Klassifikation, hier: Betrachtung der TG a priori und TG a posteriori.
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Abbildung 51:Evaluierungsergebnisse der Verifikation bzgl. der Untersuchung des Einflusses unterschiedlicher
Zeitpunkte auf die objektbasierte Klassifikation, hier: Betrachtung der Effizienz, overall accuracy und Anzahl der False
Positives (Zahlenwerte iiber den Graphen) fiir A... Ackerland, G... Griinland und A/G... der Vereinigungsmenge aus
Acker- und Griinland.
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e RIS

bildung 52: False Positive der Klasse Griinland (um 90° gedreht).

Zeitpunkt D Zeitpunkt E Zeitpunkt F

Abbildung 53: Lage der False Positives (Ackerland: schwarz, Griinland: grau) bei der Evaluierung des Datensatzes RUK
bzgl. der Untersuchung des Einflusses unterschiedlicher Zeitpunkte auf die objektbasierte Klassifikation.
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Bei der Verifikation von Griinland gibt es zwei Zeitpunkte, bei denen alle Fehler korrekt entdeckt werden
(Zeitpunkt B und D). Auch wenn die Effizienz generell sehr niedrig ist, so ist sie zu diesen Zeitpunkten
besonders niedrig. Auf Grund des hohen Anteils von fehlerhaften GIS-Griinlandobjekten (hohe Summe aus
False Positives und True Negatives) ist die overall accuracy hier besser geeignet, um den Erfolg des
Algorithmus zu bewerten. Die overall accuracy kann fast immer die 60% Marke iiberschreiten, was ein
zufriedenstellendes Ergebnis ist. Insgesamt muss der menschliche Bearbeiter aber immer abwagen, ob eine
hohe Effizienz erreicht werden soll oder ob viele Fehler gefunden werden sollen. Dieses Problem ist auch
deutlich daran zu erkennen, dass die producer’s accuracy von Grinland in Abbildung 49 einen dhnlichen
Verlauf zur Effizienz der dieser Klasse hat. Bei den nicht detektierten Fehlern (False Positive) der
Objektklasse Griinland handelt es sich um insgesamt zwei GIS-Objekte. Das eine GIS-Objekt besteht im
Widerspruch zur Tatsache eines Schlagkatasters zu einigen Zeitpunkten aus mehreren Schldgen, das andere
Objekt ist in Abbildung 52 dargestellt. Warum dieses Objekt nicht als Ackerland Kklassifiziert wurde, da
sowohl strukturelle als auch spektrale Merkmale fiir dies Klasse sprechen, kann nicht nachvollzogen werden.
In Abbildung 53 ist zu erkennen, dass es sich bei den False Positive der Klasse Griinland nicht um Kkleine,
sondern eher um normal grofde Griinlandobjekte handelt.

Die Effizienz und die overall accuracy der Vereinigungsmenge der Ackerland- und Griinlandobjekte ist zu
allen Zeitpunkten zufriedenstellend. Die Anzahl der False Positive schwankt zwischen zwei und vier GIS-
Objekten. Vier False Positive von insgesamt 10 im GIS enthaltenen Fehlern sind jedoch nicht
zufriedenstellend. Die TG a posteriori fiir diesen Zeitpunkt (Zeitpunkt E) fallt auf unter 90% zuriick. Obwohl
fiir diesen Zeitpunkt das Ergebnis der Klassifikation sehr zufriedenstellend ist (zweitbestes Ergebnis bei der
Evaluierung), kdnnen die wichtigen Objekte, die im GIS fehlerhaften Objekte, im Verifikationsprozess nicht
gefunden werden. Ein gutes Klassifikationsergebnis ist daher nicht notwendigerweise Hinweis auf ein gutes
Verifikationsergebnis, weil generell wenige Fehler in einem GIS enthalten sind.

Das beste Verifikationsergebnis unter Betrachtung der Vereinigungsmenge aus Ackerland- und
Griinlandobjekten ist bei den Zeitpunkten erreicht, bei denen nicht mehr als zwei von 10 Fehlern unerkannt
bleiben. Da immer mindestens zwei False Positive Ackerlandobjekte vorhanden sind, fallen diese Zeitpunkte
mit den Zeitpunkten zusammen, in denen es keine False Positive Griinlandobjekte gibt (Zeitpunkt B und D).
Obwohl die Effizienz zu diesen Zeitpunkten fiir die Griinlandobjekte sehr gering ist, ist die Effizienz der
Vereinigungsmenge der Ackerland- und Griinlandobjekte mit tiber 60% zufriedenstellend. Dies bedeutet,
dass weniger als die Halfte der Objekte vom menschlichen Bearbeiter manuell kontrolliert werden miissen.

5.6.3. Bewertung

Das Ziel der Untersuchung war zu evaluieren, ob der Erfolg von Klassifikation und Verifikation zeitlich von
den Zeitpunkten, zu denen die Bilddaten erfasst wurden, abhédngt. Die Untersuchung konnte eine zeitliche
Abhangigkeit feststellen, wobei fiir die Klassifikation andere Zeitpunkte besser geeignet waren als fiir die
Verifikation. Eine weitere Schlussfolgerung ist daher, dass ein gutes Klassifikationsergebnis noch kein gutes
Verifikationsergebnis bedeutet. Die in (BKG, 2009) geforderte TG a posteriori konnten fiir die Testszene
Rukieten nicht ganz erreicht werden. Mégliche Griinde dafiir sind, dass zum einen der Datensatz nur wenige
Ackerland- und Griinlandobjekte umfasst und dadurch bedingt die Anzahl der Trainingsgebiete, und zum
anderen der wichtige NIR-Kanal und der daraus abgeleitete NDVI auf Grund von Kalibrierungsproblemen
nur wenige zusdtzliche Informationen liefern konnten. Weitere Tests der Abhdngigkeit des Erfolges der
Klassifikation/Verifikation des objektbasierten Klassifikationsverfahrens zur Trennung von Acker- und
Griinland vom Zeitpunkt der Aufnahme sind mit einem groéfieren Datensatz und multispektralen Bildern
ratsam.

5.7. Evaluation des zweiten Analyseschrittes

In diesem Abschnitt soll nun der gesamte zweite Analyseschritt des Verfahrens, die objektbasierte
Klassifikation zur Trennung von Acker- und Griinland inklusive Segmentierung, auf tatsichliche GIS-Daten
angewendet werden. Fiir diese Evaluation werden dieselben Testszenen wie in Abschnitt 5.4 verwendet,
also die Testszenen Halberstadt (mit Schlagkataster und ATKIS) sowie Hildesheim und Weiterstadt (jeweils
mit ATKIS). Beim Schlagkataster der Testszene Halberstadt wird das Verfahren des zweiten Analyseschrittes
nur ohne Benutzung der Segmentierung ausgefiihrt, da die Schldge in diesem GIS bereits vorliegen und ihre
Grenzen identisch mit den GIS-Objektgrenzen sind. Die Benutzung der Segmentierung ist nur bei dem
Vorhandensein von mehreren Schldgen in einem GIS-Objekt notwendig. Die Anwendung der Segmentierung
sollte jedoch in Abhédngigkeit von der Grof3e des GIS-Objektes betrachtet werden, denn die Anwendung der
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Segmentierung kann bei kleinen GIS-Objekten mit nur einem Schlag nachteilig sein. Die Nachteile entstehen
dadurch, dass durch die Segmentierung und das Auftreten von mdglichen kleinen Segmenten im
Segmentierungsergebnis die Flache zur Analyse des Objektes unnétig eingeschrankt wird. Aus diesem Grund
werden fiir jede Testszene drei Testszenarien gerechnet: ohne Segmentierung, mit Segmentierung sowie ein
Kombinationsszenario. Erfahrungen zeigen, dass, wenn GIS-Objekte kleiner als die Mindestkartierflache (z.B.
1 ha bei ATKIS) sind, eine Segmentierung nicht sinnvoll ist. Diese GIS-Objekte bestehen i.d.R. nur aus einem
Schlag. Wenn die GIS-Objekte also Kkleiner oder gleich der Mindestkartierfliche sind, wird im
Kombinationsszenario das Klassifikationsergebnis ohne Anwendung der Segmentierung bestimmt. Sind die
GIS-Objekte grofier als die Mindestkartierfliche, wird das Ergebnis mit Benutzung der Segmentierung
berechnet. Es ergeben sich insgesamt 10 Testszenarien, die in Tabelle 30 zusammengefasst sind. Bei der
Evaluierung werden nur GIS-Objekte der Klasse Acker- und Griinland betrachtet, die tatsichlich einer dieser
beiden Klassen angehoren, also in der Referenz als GIS-Ackerland- oder Griinlandobjekte gefiihrt werden, da
das Verfahren des zweiten Analyseschrittes nur in der Lage ist, zwischen diesen beiden Klassen zu
unterscheiden. Auf eine explizite Untersuchung der Segmentierungsergebnisse wird verzichtet. Visuelle
Vergleiche zeigten den Erfolg der Segmentierung (auch in Abbildung 11, Abbildung 24, Abbildung 25 und
Abbildung 56 zu sehen). Implizit wird die Segmentierung mit diesem Versuch getestet.

Test Ort Konfiguration
est Schlagkataster (ohne | ATKIS ohne ATKIS mit ATKIS
szenario | HBS WS HI . . . .
Segmentierung) Segmentierung | Segmentierung Kombi.
1 X X
2 X X
3 X X
4 X X
5 X X
6 X X
7 X X
8 X X
9 X X
10 X X

Tabelle 30: Testszenarien fiir die Evaluation des zweiten Analyseschrittes.

5.7.1. Evaluierung der Klassifikationsergebnisse

Die Evaluationsergebnisse der Klassifikation sind in Abbildung 54 und Abbildung 57 zusammengefasst. Zur
Erinnerung: wenn der zweite Analyseschritt mit Segmentierung ausgefiihrt wird, kénnen GIS-Objekte nicht
nur der Klasse Ackerland oder Griinland, sondern auch einer Zuriickweisungsklasse zugeordnet werden
(Abschnitt 4.6.). Da eine solche Zuriickweisungsklasse im GIS nicht existiert, werden bei der Evaluierung der
Klassifikationsergebnisse zwei Diagramme erstellt. Im ersten Diagramm werden nur GIS-Objekte
berticksichtigt, die vom System entweder der Klasse Acker- oder Griinland zugeordnet werden (Abbildung
54). Im zweiten Diagramm werden auch die Ergebnisse beriicksichtigt, bei dem GIS-Objekte der
Zuriickweisungs-klasse zugeordnet werden (Abbildung 57).

In Abbildung 54 ist zu sehen, dass sowohl die producer’s accuracy als auch die user’s accuracy der Klasse
Ackerland in allen Testszenarien zufriedenstellende Ergebnisse erreichen. Fiir die Klasse Ackerland liegt die
producer’s accuracy fast immer bei liber 90% und die user’s accuracy bei fast immer tiber 85%. Bei der
Klasse Griinland war die Klassifikation weniger erfolgreich gegeniiber der Klassifikation von Ackerland, wie
dies ebenfalls bereits in vorangegangenen Tests beobachtet werden konnte. Ursache dafiir ist in dieser
Untersuchung, dass die Klassifikation von kleinen Objekten sich als besonders schwierig darstellt, wie spater
diskutiert werden wird. Und besonders bei den Griinlandobjekten handelt es sich um Kkleine, schwer zu
klassifizierende GIS-Objekte. Wahrend fiir die user’s accuracy in der Testszene Halberstadt gute Ergebnisse
mit Uber 85% erreicht werden konnten, liegt die user’s accuracy in den anderen Testszenen zwischen 50%
und 70%. Der Kappa-Koeffizient fiir Halberstadt schwankt zwischen 65% und 75%, das ist nach Fleiss
(1983) ein gutes Ergebnis. Die Ursache der niedrige user’s accuracy von Griinland in der Testszene
Weiterstadt ist, dass sehr viele unbewachsene Ackerlandobjekte der Klasse Griinland zugewiesen wurden.
Die geringe user’s accuracy von Griinland bewirkt somit auch einen kleinen Kappa-Koeffizienten. Die sehr
geringe user’s accuracy von Griinland in der Szene Hildesheim ist ebenfalls auf viele unbewachsene
Ackerlandobjekte, die der Griinlandklasse zugeordnet werden, zurilickzufiihren. Das liegt in dieser Szene vor
allem daran, dass zum Zeitpunkt der Aufnahme die Eigenschaften der Griinlandobjekte sehr stark dem der




5. Evaluation 85

unbewachsenen Ackerlandobjekte gleichen (sehr wenig Bewuchs, keine Bewirtschaftungsspuren). Der
Kappa-Koeffizient Weiterstadts fiir die Klassifikation ohne Segmentierung ist ausgezeichnet, fiir die
Anwendung der Segmentierung bzw. beim Kombinationsszenario gut. Die producer’s accuracy von Griinland
ist in der Szene Weiterstadt zufriedenstellend, fillt aber in der Szene Hildesheim unter Anwendung der
Segmentierung und beim Kombinationsszenario ebenfalls eher gering aus und liegt zwischen 55% und 65%.
Das ist ebenfalls auf die dahnlichen Eigenschaften der Klassen Griinland und unbewachsenes Ackerland in
dieser Szene zuriickzufiihren, weswegen nicht nur viele Ackerlandobjekte der Klasse Griinland, sondern
auch umgekehrt viele Griinlandobjekte der Klasse Ackerland zugewiesen werden. Der niedrige Kappa-
Koeffizient ist eine Konsequenz aus der niedrigen producer’s accuracy und user’s accuracy von Griinland in
der Szene Hildesheim. Da der Kappa-Koeffizient bei iiber 40% liegt, sind die Ergebnisse noch annehmbar.
Ein gutes Ergebnis fiir den Kappa-Koeffizienten konnte bei der Klassifikation ohne Segmentierung in der
Szene Hildesheim erreicht werden. Es ist auffdllig, dass die Genauigkeiten unter Benutzung der
Segmentierung nur in der Testszene Halberstadt zu einer Steigerung der Ergebnisse gefiihrt hat, was auf die
besonders groféen Schlage der GIS-Ackerlandobjekte in dieser Testszene zuriickzufiihren ist.
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Abbildung 54: Evaluierungsergebnisse fiir die Klassifikation von GIS-Ackerland- und Griinlandobjekten mittels des
zweiten Analyseschrittes ohne Beriicksichtigung der Klassifikationsergebnisse von GIS-Objekten, die der
Zuriickweisungsklasse zugeordnet wurden.

Der Grund fiir die geringe producer’s accuracy der Klasse Griinland in der Szene Halberstadt sind
Fehlklassifikationen von GIS-Griinlandobjekten, die iiberstrahlt bzw. teilweise liberstrahlt sind. Dies kann
z.B. geschehen, wenn GIS-Objekte, wie in Abbildung 55 zu sehen, mit Sand bedeckt sind. Dann kénnen diese
GIS-Objekte leicht mit GIS-Ackerlandobjekten vertauscht werden, die kurz vor der Ernte stehen, wie sie in
der Szene Halberstadt vorkommen und auch als Trainingsobjekte dienten. In der Szene Halberstadt gibt es
insgesamt 16 GIS-Objekte des Schlagkatasters und ATKIS, auf die dieses Problem zu trifft. Lisst man die
Objekte bei der Evaluierung der Klassifikationsergebnisse unbertiicksichtigt, dann erhoht sich im Fall des
Schlagkatasters die user’s accuracy von Ackerland von 88,45% auf 91,36% und die producer’s accuracy von
Griinland von 72,90% auf 80,37%. Im Fall von ATKIS (ohne Segmentierung) erh6ht sich die user’s accuracy
von Ackerland von 81,74% auf 85,88% und die producer’s accuracy von Griinland von 76,59% auf 78,97 %.
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Abbildung 55: Beispiele fiir fehlklassifizierte GIS-Objekte des Schlagkatasters der Testszene Halberstadt bei der
objektbasierten Klassifikation des zweiten Analyseschrittes.

Ein Beispiel dafiir, dass die Ergebnisse mit Segmentierung schlechter als ohne Segmentierung ausfallen, ist in
Abbildung 56 zu sehen. Das GIS-Objekt wurde ohne Anwendung der Segmentierung korrekterweise als
Ackerlandobjekt klassifiziert. Die Segmentierung hat insgesamt drei Schlidge ermittelt, deren Flachengroéfie
es zuldsst, sie zu Klassifizieren (rechte Darstellung in Abbildung 56). Der Schlag ganz rechts ist zu Klein fiir
die objektbasierte Klassifizierung. Zwei der drei Segmente mit einer Flache von insgesamt 1,9202 ha wurden
als Griinland Klassifiziert, wahrend das dritte Segment der Klasse Ackerland und die nicht zu
Kklassifizierenden Segmente der Zuriickweisungsklasse zugeordnet wurden. Die Flachensumme dieser
Segmente erreicht 0,8144 ha. Da die Flichensumme der Segmente, die der Zuriickweisungsklasse
zugeordnet wurden, kleiner als die Mindestkartierfliche von 1 ha ist, wurde das GIS-Objekt
falschlicherweise als Griinlandobjekt klassifiziert. Die strukturellen Merkmale, die ansatzweise in der
Abbildung zu erkennen sind, sind nicht signifikant genug, um die Segmente als Ackerland Kklassifizieren zu
kénnen.

Abbildung 56: Fehlerhaft klassifiziertes GIS-Objekt der Klasse Ackerland in der Szene WS (links: RGB-Bild
(Dimension: 350m x 240m), rechts: Segmentierungsergebnis).

In Abbildung 57 sind die Klassifikationsergebnisse dargestellt, bei denen auch GIS-Objekte beriicksichtigt
werden, die der Zuriickweisungsklasse zugeordnet wurden. Die Kappa-Koeffizienten sind wesentlich
niedriger als bei der Betrachtung zuvor (Abbildung 54), da sehr viele Ackerland-und Griinlandobjekte der
Zuriickweisungsklasse zugeordnet werden (s. Tabelle 31), es diese Klasse im GIS jedoch nicht gibt. Im linken
Teil der Abbildung 58 wird ein Uberblick iiber das Klassifikationsergebnis der Szene Hildesheim unter
Anwendung der Segmentierung gegeben. Hellgraue Objekte wurden der Klasse Ackerland, dunkelgraue der
Klasse Griinland und rote Objekte der Zurlickweisungsklasse zugeordnet. Insgesamt 110 GIS-Objekte
(17,43%) werden in dieser Szene der Zurlickweisungsklasse zugeordnet. Es ist gut zu sehen, dass es sich bei
den meisten GIS-Objekten um eher kleine langgestreckte Objekte handelt. Diese GIS-Objekte beinhalten oft
kleine Baumgruppen oder kleine Flachen anderer Nutzung, die von der Segmentierung erfolgreich bestimmt
werden. Diese Segmente sind dann jedoch so Kklein, dass eine Klassifikation der Segmente nicht mehr
moglich ist und die Mehrzahl der Segmente innerhalb eines GIS-Objektes und somit auch das GIS-Objekte der
Zuriickweisungsklasse zugeordnet wird. Das Gleiche gilt auch fiir die Szene Halberstadt, wie in Abbildung 58
auf der rechten Seite zu sehen ist. In der Szene sind jedoch gleichzeitig genug grofde GIS-Objekte vorhanden,
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so dass dieser Effekt beim Gesamtergebnis nicht so stark wie in der Szene Hildesheim spiirbar ist. Eine
Kombination der Ergebnisse ohne und mit Anwendung der Segmentierung, wie es im Kombinationsszenario
erfolgte, ist daher sinnvoll, was auch in Abbildung 57 an Hand der steigenden Werte der Qualitditsmafse fiir
die Kombinationsszenarien sichtbar ist. In der Szene Weiterstadt liegen andere Bedingungen vor. Dort gibt
es sehr viele GIS-Objekte mittlerer Grof3e, die aber unzihlige kleine Schldge enthalten (Abbildung 59), die
von der Segmentierung korrekt detektiert werden. Diese Schlige sind aber so klein, dass sie nicht
klassifizierbar sind und somit der Zuriickweisungsklasse zugeordnet werden. Gibt es mehr Segmente in
einem GIS-Objekt, die so klein sind, dass sie nicht klassifizierbar sind, als Segmente, die klassifizierbar sind,
wird das gesamte GIS-Objekt ebenfalls der Zuriickweisungsklasse zugeschlagen. Auch hier zeigt die
Kombination der Ergebnisse ohne und mit Segmentierung der Kombinationsszenarien eine Verbesserung
gegeniiber den Ergebnissen, die grundsitzlich mit Anwendung der Segmentierung erzeugt werden.
Ansonsten sind dhnliche Tendenzen beziiglich der Klassen Acker- und Griinland, bezogen auf die user’s und
producer’s accuracy, in Abbildung 57 wie in Abbildung 54 zu sehen. Griinde hierfiir wurden bereits
diskutiert. Es ist daher sogar zu empfehlen, dass der menschliche Bearbeiter vor der Verifikation
kontrolliert, ob haufig Schldge innerhalb von einem GIS-Objekt zu klein fiir die Analyse sind. Ist dies der Fall,
ist eine Analyse ohne Segmentierung zu wahlen.
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Abbildung 57: Evaluierungsergebnisse fiir die Klassifikation von GIS-Ackerland- und Griinlandobjekten mittels des
zweiten Analyseschrittes mit Beriicksichtigung der Klassifikationsergebnisse von GIS-Objekten, die der
Zuriickweisungsklasse zugeordnet wurden.

Tabelle 31: Rate der GIS-Objekte, die der Zuriickweisungsklasse zugeordnet werden (alle GIS-Objekte = 100%).

Testszene Konfiguration

ATKIS mitSeg. | ATKIS Kombi.
Halberstadt 23,65 % 13,08 %
Weiterstadt 21,15 % 15,74 %
Hildesheim 17,43 % 11,56 %
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Abbildung 58: Ubersicht iiber die Klassifikationsergebnisse der Szene HI (links) und Szene HBS (rechts) unter
Verwendung der Segmentierung (hellgrau: Ackerland, dunkelgrau: Griinland, rot: Zuriickweisungsklasse).

zu Klein fiir die objektbasierte Klassifikation sind (Objektgrenzen sind tiirkis hervorgehoben).

5.7.2. Evaluierung der Verifikationsergebnisse

Im Gegensatz zu den Untersuchungen beziiglich des Erfolges der Klassifikation werden bei den
Untersuchungen zur Verifikation alle GIS-Objekte in die Analysen einbezogen, egal, welcher Klasse sie
wahrend der Klassifikation zugeordnet wurden, d.h. werden GIS-Objekte der Zuriickweisungsklasse
zugeschrieben, so werden diese vom System abgelehnt und eine Kontrolle durch den menschlichen
Bearbeiter ist notwendig. Die Evaluierungsergebnisse fiir alle zehn Testszenarien werden in diesem
Abschnitt prasentiert. Wie in Abschnitt 5.4 wird bei der Betrachtung der Ergebnisse der Verifikation nicht
nur die Bewertung beziiglich der Anzahl der Objekte, sondern auch beziiglich der Flache durchgefiihrt. Ziel
ist das GIS zu verifizieren, so dass wie in BKG (2009) gefordert eine TG a posteriori von 95% beziiglich der
Anzahl der Objekte und der Flache erreicht wird.

Die Ergebnisse der TG a priori und TG a posteriori, bezogen auf die Anzahl der Objekte, sind in Abbildung 60
und, bezogen auf die Flache, in Abbildung 61 zusammengefasst. Wahrend in der Szene Halberstadt die
gewtinschte TG a priori fiir keine Klasse bezogen auf die Anzahl der Objekte, erreicht ist (Werte liegen
zwischen 84% und 91%), ist fiir diese Szene die TG a priori von 95%, bezogen auf die Flache fiir die Klasse
Ackerland, in allen Tests erreicht. In der Szene Halberstadt fallen die TG a priori von Acker- und Griinland im
ATKIS, bezogen auf die Anzahl der Objekte, niedriger als die TG a priori bezogen auf die Flache aus. Damit
wird die zuvor getroffene Beobachtung bestitigt, dass die im GIS falsch gefiihrten Ackerland- und
Griinlandobjekte kleiner als die durchschnittliche Flachengrofie sind. Das Schlagkataster bildet dabei eine
Ausnahme.
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Abbildung 60: Evaluierungsergebnisse der Verifikation der Klasse Ackerland, Griinland und der Vereinigungsmenge
aus Acker-und Griinlandobjekten bzgl. der TG a priori und TG a posteriori (objektweise Bewertung) des zweiten
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Abbildung 61: Evaluierungsergebnisse der Verifikation der Klasse Ackerland, Griinland und der Vereinigungsmenge
der Acker-und Griinlandobjekte bzgl. der TG a priori und TG a posteriori (flichenweise Bewertung) des zweiten

Analyseschrittes.

Nach der Verifikation konnte in allen Tests (bis auf eine Ausnahme) die gewlinschte TG a posteriori fiir alle
Objektarten, bezogen auf die Anzahl der Objekte und der Flache, von 95% erreicht werden. Die Ausnahme
bildet die TG a posteriori der Klasse Griinland, bezogen auf die Anzahl der Objekte, im Testgebiet Weiterstadt
mit Anwendung der Segmentierung. Hier wurde das Ziel mit 94% knapp unterschritten. Es ist an dieser
Stelle zu erwahnen, dass die TG a priori dieser Objektklasse bei nur 55,6% lag und damit die geringste TG a
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priori besitzt. Das Verhalten, dass die TG a posteriori bei der Anwendung der Segmentierung sinkt,
widerspricht dem Verhalten in den anderen Szenen, da dort die TG a posteriori mit Einfiihrung der
Segmentierung steigt. Eine Steigerung der TG a posteriori mit Einfiihrung der Segmentierung ist zu erwarten
und einfach zu erkliren. Mit der Einfithrung der Segmentierung werden GIS-Objekte auch der
Zuriickweisungsklasse zugeschrieben. Objekte, die der Zuriickweisungsklasse zugeschrieben werden,
miissen manuell vom menschlichen Bearbeiter kontrolliert werden. Werden mehr Objekte vom System
verworfen, ist es natlirlich wahrscheinlich, dass auch mehr fehlerhafte GIS-Objekte vom System verworfen
werden und somit die TG a posteriori steigt.

Bei den fehlerhaften GIS-Objekten, die in der Szene Weiterstadt ohne Anwendung der Segmentierung
richtigerweise vom System verworfen wurden, aber bei der Verifikation mit Anwendung der Segmentierung
unentdeckt blieben, handelt es sich um insgesamt 9 eher kleine GIS-Objekte. Ein Beispiel wurde bereits in
Abbildung 56 gezeigt und diskutiert. Das im GIS als Griinland gefiihrte Ackerlandobjekt wird ohne
Anwendung der Segmentierung korrekt als Ackerlandobjekt klassifiziert. Bei Benutzung der Segmentierung
wird das GIS-Objekt jedoch aus bereits beschriebenen Griinden als Griinlandobjekt klassifiziert und daher
vom System akzeptiert; der Fehler im GIS bleibt unerkannt.

In Abbildung 62 sind die error detection rates fiir alle Testszenarien sowohl beziiglich der Anzahl der Objekte
als auch der Flache dargestellt. Ist die error detection rate beziiglich der Anzahl der Objekte hoher als
bezogen auf die Flache, spricht dies fiir eher kleine fehlerhafte GIS-Objekte, das bestatigt zuvor gemachte
Beobachtungen in Hinsicht der Grofde der fehlerhaften Objekte. Wenn die TG a priori einer Klasse sehr hoch
ist, wie die TG a priori der Klasse Ackerland in den Szenen Weiterstadt und Hildesheim, fillt die error
detection rate dieser Szenarien geringer aus, da, wenn weniger Fehler im GIS vorhanden sind, i.d.R. auch
weniger Fehler detektiert werden. Eine error detection rate von iiber 85% der Vereinigungsmenge von
Ackerland- und Griinlandobjekten in der Szene Weiterstadt ist ein sehr zufriedenstellendes Ergebnis. Auch
in der Szene Halberstadt mit einer error detection rate von fast immer liber 80% der Vereinigungsmenge von
Ackerland- und Griinlandobjekten ist ebenso sehr zufriedenstellend. Die errror detection rate in Hildesheim
fallt eher gering aus, was auf die hohe TG a priori und den kleineren Stichprobenumfang zuriickzufiihren ist.
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Abbildung 62: Evaluierungsergebnisse der Verifikation der Klasse Ackerland, Griinland und der Vereinigungsmenge
der Acker-und Griinlandobjekte bzgl. der error detection rate des zweiten Analyseschrittes.

In Abbildung 63 sind die overall accuracies aller Testzenarien, bezogen auf die Anzahl der Objekte und der
Flache, graphisch dargestellt. Die overall accuracies der Klasse Griinland sind auch in diesem Versuch i.d.R.
geringer als die der Klasse Ackerland. Die zuvor gemachte Aussage iiber die vermutliche Grofie der
fehlerhaften GIS-Ackerland- und Griinlandobjekte ist auch in dieser Abbildung sichtbar. Die overall
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accuracies der Klassen Acker- und Griinland, bezogen auf die Anzahl der Objekte, sind immer kleiner als
bezogen auf die Flachengrofie. Wahrend die error detection rate bei den Kombinationsszenarien abfallt,
steigt die overall accuracy an. Die overall accuracy der Vereinigungsmenge aus Acker- und Griinland,
bezogen auf die Anzahl der Objekte, liegt immer tber 70%, was ein sehr zufriedenstellendes Ergebnis
darstellt, da somit nur 30% der Objekte falsch zugeordnet wurden.
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Abbildung 63: Evaluierungsergebnisse der Verifikation der Klasse Ackerland, Griinland und der Vereinigungsmenge
der Acker-und Griinlandobjekte bzgl. der overall accuracy des zweiten Analyseschrittes.

In Abbildung 64 und Abbildung 657 sind die Verifikationsergebnisse unter dem Aspekt der Effizienz
dargestellt. Die Effizienz in allen drei Testszenen lasst bei der Verifikation mit Segmentierung gegeniiber
einer Verifikation ohne Segmentierung nach. Wahrend die Effizienz in den Szenen Halberstadt und
Weiterstadt nur leicht abfallt, ist der Unterschied in der Szene Hildesheim wesentlich. Ursache ist, dass
durch die Einfithrung der Zurtickweisungsklasse bei der Verifikation mit Segmentierung mehr Objekte vom
System verworfen werden, weil sie der Zuriickweisungsklasse zugeordnet wurden, wie oben diskutiert. Wie
bereits erwdhnt, miissen alle GIS-Objekte, die der Zuriickweisungsklasse zugeordnet werden, vom
menschlichen Bearbeiter manuell iiberpriift werden, damit sinkt die Effizienz. Ahnlich wie bei der overall
accuracy der Kombinationsszenarien steigt auch die Effizienz an, besonders bezogen auf die Anzahl der
Objekte. Auch das spricht fiir die bereits genannte Beobachtung, dass besonders viele kleine Objekte vom
System bei der Verwendung der Segmentierung unberechtigter Weise abgelehnt werden. Generell kann auch
in dieser Untersuchung festgestellt werden, dass die Effizienz bei der Verifikation von GIS-
Ackerlandobjekten immer grofder als die von GIS-Griinlandobjekten ist. Wahrend die Effizienz fiir Ackerland
immer grofier als 80% ist (Ausnahme bildet die Testszene Weiterstadt ohne Anwendung der Segmentierung,
bezogen auf die Anzahl der Objekte mit einer Effizienz von nur 70%), liegt die Effizienz von Grinland
zwischen 15% und 55%, bezogen auf die Anzahl der Objekte und zwischen 35% und 75%, bezogen auf die
Flache. Betrachtet man die Vereinigungsmenge der Ackerland- und Griinlandobjekte, was dem tatsadchlichen
Aufwand des menschlichen Bearbeiters beim Verifikationsprozess entspricht, dann liegt die Effizienz,
bezogen auf die Anzahl der Objekte, fast immer iiber 55% (Ausnahme ist die Szene Halberstadt, wo die
Effizienz auf bis zu 48,5% abfallt). Fiir den menschlichen Bearbeiter entsteht damit fast immer eine
Zeitersparnis um die Halfte, verglichen zum Arbeitsaufwand ohne Verwendung des Verifikationssystems.

"In Abbildung 64 ist die Effizienz von ,Ackerland’ und ,Ackerland (> 0,5ha)’ fiir Hildesheim identisch, so dass hier nur fiinf statt
sechs Graphen zu sehen sind. In Abbildung 65 sind die Effizienz von ,Ackerland’ und ,Ackerland mit einer Flache> 0,5ha ‘ sowie
,Vereinigungsmenge aus Acker-/Griinland‘ und ,Vereinigungsmenge aus Acker-/Griinland mit einer Flache> 0,5ha‘ fast immer
identisch, weswegen die Anzahl der Graphen in der Abbildung kleiner ist als die, die in der Legende zu sehen sind.
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Abbildung 64: Evaluierungsergebnisse der Verifikation von GIS-Ackerland- und Griinlandobjekten sowie der
Vereinigungsmenge aller Acker-und Griinlandobjekte des zweiten Analyseschrittes bzgl. der Effizienz (objektweise
Betrachtung) unter Betrachtung verschiedener Flichengrofen.
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Abbildung 65: Evaluierungsergebnisse der Verifikation von GIS-Ackerland- und Griinlandobjekten sowie der
Vereinigungsmenge aller Acker-und Griinlandobjekte des zweiten Analyseschrittes bzgl. der Effizienz (flichenweise
Betrachtung) unter Betrachtung verschiedener FlachengrofRen.

In den Abbildung 64 und Abbildung 65 sind neben der Effizienz, die sich auf alle GIS-Ackerland- und
Griinlandobjekte bezieht, auch die eingetragen, bei denen die kleinen GIS-Objekte, also GIS-Objekt mit einer
Flache unter 0,5 ha, nicht beriicksichtigt werden. GIS-Objekte kleiner als 0,5 ha sind wie in Abschnitt 5.3
beschrieben auf Grund ihrer Grofde nicht klassifizierbar und werden daher grundsatzlich vom System
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verworfen. Eine Verbesserung der Effizienz, bezogen auf die Bewertung der Anzahl der Objekte, ist die
logische Folge, wahrend sich die Effizienz, bezogen auf die Flache, natiirlich kaum dndert.

In Abbildung 66 sind die Evaluierungsergebnisse farbcodiert exemplarisch fiir die Testszene Halberstadt
unter Verwendung von ATKIS (links: ohne Segmentierung, rechts: mit Segmentierung) dargestellt.

Abbildung 66: Evaluationsergebnisse der Verifikation von ATKIS der Szene HBS (links: ohne Segmentierung, rechts:
mit Segmentierung) (TP: dunkelgriin, FN: hellgriin, FP: hellrot (durch Pfeile gekennzeichnet), TN: dunkelrot).

5.7.3. Bewertung

Das Hauptziel der Verifikation, das Erreichen einer TG a posteriori von 95%, bezogen auf die Flache, konnte
in allen Testdatensitzen erreicht werden. Die TG a posteriori von 95%, bezogen auf die Anzahl der Objekte,
konnte nur in einem Fall, in der Szene Weiterstadt, unter Anwendung der Segmentierung sehr knapp nicht
erreicht werden. Die Griinde hierfiir wurden diskutiert. Das Ergebnis ist insgesamt zufriedenstellend.

Beziiglich der Effizienz ist anzumerken, dass der Vorteil der objektbasierten Klassifikation gegentiiber einer
pixelbasierten Klassifikation durch die Verwendung zusatzlicher Merkmale wie struktureller- oder
geometrischer Merkmale (Abschnitt 2.1.1.3 und Abschnitt 4.2), bei sehr kleinen GIS-Objekten nicht genutzt
werden kann. Im Gegenteil, da die zu klassifizierenden Flachen so klein sind, dass sie auf Grund ihrer Grofde
nicht klassifizierbar sind, werden diese der Zuriickweisungsklasse zugeordnet. Da diese GIS-Objekte generell
vom menschlichen Bearbeiter manuell kontrolliert werden miissen, sinkt die Effizienz des Systems. Dieser
Einfluss verstarkt sich bei der Verwendung der Segmentierung. Ein Segment kann maximal so grofs wie das
GIS-Objekt sein. Liegt ein sehr kleines GIS-Objekt vor, sinkt die Grofle der Flache des zu klassifizierenden
Segmentes unnotig. Ahnliche Schwierigkeiten treten natiirlich auch bei GIS-Objekten auf, deren Schlige und
damit auch deren Segmente so klein sind, dass sie nicht Kklassifizierbar sind (Abbildung 59). Die
Schwierigkeiten bei der Klassifikation kleiner Segmente beruhen darauf, dass einige in dieser Arbeit
verwendeten Merkmale eine gewisse Dimension des Segmentes voraussetzen. Das trifft besonders auf die
strukturellen Merkmale zu. Die Effizienz der Kombinationsszenarien konnte gegeniiber den Testszenarien
mit Anwendung der Segmentierung gesteigert werden. Eine weitere Verbesserung des Ergebnisses ist
jedoch wiinschenswert. Zwei Beispiele von GIS-Griinlandobjekten mit einer Flache kleiner als 1 ha sind in
Abbildung 67 zu sehen. Diese sehr kleinen GIS-Objekte befinden sich oft in der Ndhe von linienhaften GIS-
Objekten wie Strafien oder Fliissen, wobei die Formen der GIS-Objekte selber stark variieren konnen. Bei der
Klassifikation kleiner GIS-Objekte sollte daher auf Merkmale verzichtet werden, die eine
Mindestflachengrofie benotigen. Stattdessen konnte Nachbarschaftswissen eingefiihrt werden, welches u.a.
direkt durch das GIS gegeben ist. Liegt ein sehr kleines GIS-Objekt zwischen Straflen oder an Strafien,
Eisenbahnwegen bzw. Fliissen oder ist es komplett von Siedlung oder Industrie umgeben, handelt es sich
erfahrungsgemafs um ein GIS- Griinland- und nicht um ein Ackerlandobjekt. Ob Nachbarschaftswissen bei
grofden GIS-Ackerland- und Griinlandobjekten das Ergebnis der Klassifikation steigern kann, ist allerdings
zweifelhaft, da grofde GIS-Ackerland- oder Griinlandobjekte sowohl Bahnlinien als auch Strafsen, Siedlungen
oder Industriegebieten benachbart sind. Aufierdem liefert die objektbasierte Klassifikation fiir grofie GIS-
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Ackerland- oder Griinlandobjekte, besonders unter Verwendung von spektralen und strukturellen
Merkmalen, sehr gute Ergebnisse.

Abbildung 67: Zwei Beispiele fiir GIS-Griinlandobjekte unter 1 ha Flichengroéfle (Testszene: HI).

5.8. Evaluierung des gesamten Algorithmus

In diesem Abschnitt erfolgt die Evaluation des gesamten Algorithmus, d.h. der Kombination des
pixelbasierten Klassifikationsansatzes mit der Uberfiihrung der Ergebnisse auf GIS-Objekte zur Trennung
der gemeinsamen Klasse Acker- und Griinland von allen anderen Klassen und der objektbasierten
Klassifikation zur Trennung von GIS-Ackerland- und Griinlandobjekten mit oder ohne Anwendung der
Segmentierung. Fiir die Evaluierung in diesem Abschnitt werden dieselben Testszenen benutzt, die bereits in
den Abschnitten 5.4 und 5.7 verwendet wurden; es ergeben sich die selben Testszenarien wie in Tabelle 30
gezeigt. Fir die Experimente wird der Parameter 2 (Schwellwert s, ) fur die Uberfiihrung der pixelbasierten
Klassifikation auf ein GIS-Objekt unter Beriicksichtigung der Untersuchungen in Abschnitt 5.4 auf 30%
festgelegt. In die Analyse des Verifikationsprozesses werden auch die GIS-Objekte einbezogen, die auf Grund
der Grofe vom zweiten Analyseschritt, der objektbasierten Klassifikation zur Trennung von Acker- und
Griinland, gar nicht bewertet werden kdnnen und daher vom System verworfen werden miissen. Dies hat
eine nicht geringfligig Steigerung der False Negatives zur Folge.

5.8.1. Evaluierung der Verifikationsergebnisse

Die Evaluierungsergebnisse der Verifikation der TG a priori und TG a posteriori aller Testszenarien sind in
Abbildung 68 (objektweise Betrachtung) und Abbildung 69 (flaichenweise Betrachtung) zusammengefasst.
Die TG a priori weicht natiirlich von Abbildung 40 (Abschnitt 5.5, S.72) und Abbildung 60 (Abschnitt 5.7,
S$.89) ab, da nun sowohl Verwechslungen von GIS-Ackerland- und Griinlandobjekten mit anderen GIS-
Objekten als auch zwischen Acker- und Griinland zugelassen sind und detektiert werden miissen. Die TG a
priori (objektweise Bewertung) liegt fiir die Klasse Griinland in allen Tests unter 95%, stellenweise sogar
erheblich (Weiterstadt: 52,3%, Halberstadt (Schlagkataster): 61,7% und Halberstadt (ATKIS): 66,4%). Die
geforderte TG a posteriori von 95% (objektweise Betrachtung) lag in der Testszene Hildesheim bereits vor
(98,1%) und wird auch in Weiterstadt nur geringfiigig liberschritten (95,6%). Die TG a priori von Ackerland,
bezogen auf die Flache, liegt immer tiber den geforderten 95% und ist immer héher als die TG a priori dieser
Klasse, bezogen auf eine objektweise Betrachtung. Auch damit wird deutlich, dass die fehlerhaften GIS-
Ackerlandobjekte eher kleine GIS-Objekte sind. Ein einheitlicher Trend beziiglich der fehlerhaften GIS-
Griinlandobjekte kann nicht beobachtet werden. Wahrend es sich in der Testszene Weiterstadt und
Hildesheim um flachenmafiig grofde fehlerhafte GIS-Objekte handelt, kann dies mit der Szene Halberstadt
nicht bestidtigt werden. Die geforderte TG a posteriori von 95% der GIS-Ackerlandobjekte, bezogen auf die
Flache in allen Testszenen wurde bereits a priori erreicht; die TG a priori der GIS-Griinlandobjekte liegt
immer unter diesem Wert. In der Szene Halberstadt liegt die TG a priori (flichenweise Betrachtung) der
Klasse Griinland sogar bei nur 56,9% (Schlagkataster) bzw. 87,8% (ATKIS). Positiv ist festzustellen, dass die
geforderte TG a posteriori von 95%, bezogen auf die Anzahl der Objekte und die Flache, in allen Tests
erreicht wird. Im Vergleich zum vorhergehenden Abschnitt ist diesmal in allen Testszenen zu beobachten,
dass die TG a posteriori unter Verwendung der Segmentierung gegeniiber der Verifikation ohne
Segmentierung steigt. Bei einer Kombination der Ergebnisse ohne und mit Segmentierung fillt die TG a
posteriori gegeniiber der Verifikation unter Anwendung der Segmentierung nicht ab.
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Abbildung 69: Evaluierungsergebnisse der Verifikation der Klasse Ackerland, Griinland und der Vereinigungsmenge
aller Ackerland-und Griinlandobjekte bzgl. der TG a priori und TG a posteriori (flichenweise Bewertung).

In Abbildung 70 sind die error detection rates fiir alle Testszenarien sowohl beziiglich der Anzahl der Objekte
als auch der Flache dargestellt. Oft ist die error detection rate der Klasse Ackerland, bezogen auf die Anzahl
der Objekte, hoher als bezogen auf die Flache, was ebenfalls fiir eher kleine fehlerhafte GIS-Objekte spricht.
Bei Griinland ist es umgekehrt. Dies deutet daher auf eher grofiere fehlerhafte GIS-Objekte hin. Auch eine
andere zuvor festgestellte Beobachtung, ndmlich dass, wenn die TG a priori einer Klasse sehr hoch ist, die
error detection rate dieser Szenarien geringer ist, kann bestatigt werden. Dies trifft in Abbildung 70 auf die
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TG a priori der Klasse Ackerland in den Szenen Weiterstadt und Hildesheim zu. Bei diesen Beispielen fallt
auch die error detection rate der Kombinationsszenarien deutlicher ab, wihrend sie in der Szene Halberstadt
stagniert. Eine error detection rate von iiber 80% der Vereinigungsmenge von Ackerland- und

Griinlandobjekten

in allen Testszenarien, bezogen auf die Anzahl der Objekte, ist ein sehr

zufriedenstellendes Ergebnis.
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Abbildung 70: Evaluierungsergebnisse der Verifikation der Klasse Ackerland, Griinland und der Vereinigungsmenge
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Abbildung 71: Evaluierungsergebnisse der Verifikation der Klasse Ackerland, Griinland und der Vereinigungsmenge

der Acker-und Griinlandobjekte bzgl. der overall accuracy.

In Abbildung 71 sind die overall accuracies aller Testszenarien, bezogen auf die Anzahl der Objekte und der
Flache, graphisch dargestellt. Die overall accuracies der Klasse Griinland sind wie bei vorherigen Versuchen
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i.d.R. geringer als die der Klasse Ackerland. Weiterhin fallt auf, dass die overall accuracy, bezogen auf die
Anzahl der Objekte, immer kleiner als bezogen auf die Flachengrofie ist, was ein weitere Hinweis auf kleine
fehlerhafte GIS-Objekte ist. Wahrend die error detection rate der Vereinigungsmenge aus Acker- und
Griinland bei den Kombinationsszenarien abféllt, steigt die overall accuracy an bzw. stagniert. Die overall
accuarcy der Vereinigungsmenge aus Acker- und Griinland, bezogen auf die Anzahl der Objekte, liegt immer
iber 65%, was ein sehr zufriedenstellendes Ergebnis darstellt. Nur 35% der Objekte wurden falsch
zugeordnet.

In Abbildung 72 sind die Verifikationsergebnisse unter dem Aspekt der Effizienz dargestellt. Es fallt zunachst
auf, dass die Effizienz, bezogen auf die Flache (hellgrau), immer hoher ist als die Effizienz, bezogen auf die
Anzahl der Objekte (schwarz). Je weiter die jeweiligen Linien voneinander entfernt liegen, desto kleiner sind
die manuell zu kontrollierenden GIS-Objekte. Wahrend die TG a posterioris mit Anwendung der
Segmentierung nur geringfiigig gesteigert werden, fallt die Effizienz teils erheblich ab (einzige Ausnahme ist
die Effizienz der Klasse Ackerland in der Testszene Halberstadt). Des Weiteren fallt, wie auch bei
vorangegangen Versuchen auf, dass die Effizienz der Klasse Ackerland immer hoher als die Effizienz der
Klasse Griinland ist. Die Effizienz der Klasse Griinland liegt unter Betrachtung der Flache zwischen 20,5%
und 53,0% und unter Betrachtung der Anzahl der Objekte nur zwischen 18,1% und 37,7%. Betrachtet man
die Vereinigungsmenge der Ackerland- und Griinlandobjekte, steigt die Effizienz auf Grund der hohen Anzahl
von GIS-Ackerlandobjekten. Die Effizienz, bezogen auf die Fldche der Vereinigungsmenge der Ackerland- und
Griinlandobjekte, liegt zwischen 77,7% und 89,7% und beziiglich der Anzahl der Objekte zwischen 40,3%
und 67,6%. Soll eine hohe TG a posteriori erreicht werden, z.B. 95%, und ist gleichzeitig die TG a priori
geringer, kann ein hoher Anteil manueller Arbeit nicht vermieden werden. Ist die TG a priori hoher, ist daher
auch die Effizienz hoher (Szene Hildesheim). Trotzdem erreicht der menschliche Bearbeiter immer eine
Zeitersparnis unter Benutzung des Verifikationssystems, verglichen mit einer Verifikation ohne System.
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Abbildung 72: Evaluierungsergebnisse d. Verifikation der Klasse Ackerland, Griinland und der Vereinigungsmenge
der Acker-und Griinlandobjekte bzgl. der Effizienz (objekt- und flichenweise Bewertung) des gesamten Algorithmus.

In Abbildung 73 erfolgt die Gegeniiberstellung des Erfolgs der Verifikation, wenn zum einen alle GIS-
Griinlandobjekte und zum anderen nur GIS-Griinlandobjekte mit einer Mindestgrofie von 0,5 ha bzw. 1 ha
betrachtet werden. In dieser Abbildung werden nur GIS-Griinlandobjekte in Bezug auf die Anzahl der
Objekte dargestellt, da zuvor festgestellt wurde, dass die Effizienz besonders in Bezug auf die Anzahl der
Objekte der Klasse Griinland eher gering ist. In Abbildung 73 wird deutlich, dass die Effizienz (schwarz)
steigt und die TG a posteriori (mittlerer Grauton) konstant oder anndhernd konstant bleibt, wenn kleinere
Griinlandobjekte nicht betrachtet werden (davon abgesehen, dass die Mindestkartierfliche dieser
Objektklasse im ATKIS Objektartenkatalog mit 1 ha festgeschrieben ist). Eine anndhernd konstante TG a
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posteriori bedeutet auch eine anndhernd konstante error detection rate, auf deren explizite Darstellung
verzichtet wird. Die Steigerung der Effizienz, wenn kleine GIS-Objekte nicht betrachtet werden, ist nicht nur
auf die hohere TG a priori zuriickzufiihren, sondern auf die wesentlich geringere False Negative Rate, was
auch an der Steigerung der overall accuracy zu sehen ist (Ausnahme ist die Szene Halberstadt, wo die overall
accuracy leicht abféllt). Die False Negative Rate ist im Durchschnitt tiber alle Testszenen ca. 25% geringer bei
der Betrachtung ohne GIS-Objekte unter 0,5 ha/1 ha gegeniiber der Auswertung aller GIS-Objekte.
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Abbildung 73: Evaluierungsergebnisse der Verifikation der Klasse Griinland (objektweise Bewertung) bzgl. Effizienz,
TG a priori, TG a posteriori und overall accurcay unter Betrachtung verschiedener FlachengréfRen.

Auch diesmal werden zur Vermittlung eines besseren Eindrucks die Evaluierungsergebnisse graphisch
dargestellt (Abbildung 74). Dabei wird auch wie bisher die Testszene Halberstadt verwendet, die bei den
Tests in diesem Abschnitt das schlechteste Ergebnis erzielte.

Abbildung 74: Evaluationsergebnisse der Verifikation von ATKIS der Szene HBS (links: ohne Segmentierung, rechts:
mit Segmentierung) (TP: dunkelgriin, FN: hellgriin, FP: hellrot (durch Pfeile gekennzeichnet), TN: dunkelrot).
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5.8.2. Bewertung

Der Algorithmus zur Verifikation von GIS-Ackerland- und Griinlandobjekten konnte in allen Tests die
gestellten Anforderungen erreichen; die TG a posteriori sowohl der Klasse Ackerland als auch der Klasse
Griinland konnten die in (BKG, 2009) gestellten Anforderungen erfiillen (TG von 95%, bezogen auf die
Anzahl der Objekte und auf die Flache). Unter Verwendung der Segmentierung konnte die TG a posteriori
sowohl unter Betrachtung der Anzahl der Objekte als auch unter Betrachtung der Fldche noch weiter
gesteigert werden; gleichzeitig sank die Effizienz jedoch deutlich. Bei den Kombinationsszenarien konnte die
Effizienz wieder leicht gesteigert werden. Der menschliche Bearbeiter muss also abwéagen zwischen einer
sehr hohen TG a posteriori und dem Aufwand der manuellen Kontrolle der vom System abgelehnten Objekte.
Wenn viele Fehler in einem GIS vorhanden sind, ist die Effizienz ebenfalls gering, da korrekterweise diese
Fehler gefunden werden. Dies ist bei den evaluierten Datensatzen bei der Klasse Griinland besonders haufig
der Fall. Ebenfalls wird die Effizienz durch besonders viele kleine GIS-Objekte bzw. Schldage in den GIS-
Objekten gedriickt. Unterschreiten die GIS-Objekte bzw. Segmente eine Mindestgrofde, die fiir die
objektbasierte Klassifikation notwendig ist, sind diese nicht Kklassifizierbar, sie werden vom System
abgelehnt und miissen somit manuell kontrolliert werden. Dabei ist sehr auffallig, dass besonders viele GIS-
Grinlandobjekte existieren, die kleiner als die im GIS-Katalog festgelegten Mindestkartierflichen sind. Fazit:
Es konnen 50-60% der Arbeit gespart werden und dabei die TG a posteriori auf tiber 95% steigern.

5.9. Zusammenfassung

In diesem Kapitel wurde die Methode zur Verifikation von GIS-Ackerland- und Griinlandobjekten evaluiert.
Zunachst wurde der erste Analyseschritt, der die gemeinsame Klasse Acker-/Griinland von anderen Klassen
trennt und auf den Arbeiten von Gimel'farb (1996) und Busch et al. (2005) beruht, evaluiert. Es ist wichtig,
dass dieser Analyseschritt sehr zuverldssige Ergebnisse mit einer hohen TG a posteriori liefert, da Fehler, die
bei diesem Schritt unentdeckt bleiben, vom zweiten Analyseschritt nicht aufgedeckt werden kénnen. Das
Ergebnis des gesamten Algorithmus kann daher niemals besser als das des ersten Analyseschrittes sein. Die
gestellten Anforderungen (BKG, 2009) konnten erfiillt werden, da eine TG a posteriori von mehr als 95% in
allen Tests erreicht wird. Die Parameter fiir die pixelbasierte Klassifikation werden dabei automatisch
trainiert (Becker et al., 2009), die Parameter der Uberfithrung der pixelbasierten Klassifikation auf GIS-
Objekte gehen auf den GIS- Objektartenkatalog und Erfahrungswerte zuriick. Den grofdten Einfluss hat der
Parameter s,, der mit Hilfe von Wissen iiber die Erscheinungsformen von Acker-/ Griinland in einer Szene

eingestellt werden kann. Eine Testreihe hat die Erfahrungswerte von 30% - 40% bestatigt.

Der zweite Analyseschritt ist eine objektbasierte Klassifikation der Ackerland- und Griinlandobjekte, die
nicht vom ersten Analyseschritt abgewiesen wurden. Ziel der objektbasierten Klassifikation ist, zwischen
Acker- und Griinland zu unterscheiden. Dieser Analyseschritt ist neuartig und daher intensiver getestet.
Zunichst wurden die Untersuchungen auf ein Schlagkataster durchgefiihrt, um den Kern des zweiten
Analyseschrittes, die objektbasierte Klassifikation mittels SVM und die dafiir benutzten Merkmale, detailliert
zu evaluieren. Alle Parameter dieses Teils der objektbasierten Klassifikation werden entweder automatisch
gelernt oder werden einmalig durch empirische Tests auf Werte festgelegt, die dann in allen Tests
gleichermaflen verwendet wurden. In der ersten Untersuchung wurde zundchst der Einfluss der
unterschiedlichen Merkmalsgruppen auf den Erfolg der Klassifikation und Verifikation evaluiert. Die jeweils
besten Ergebnisse werden erreicht, wenn spektrale und strukturelle Merkmale genutzt werden. Das beste
Ergebnis wird bei der Verwendung von Merkmalen aus allen Merkmalsgruppen erzielt. Die geforderte TG a
posteriori von 95% konnte in allen Kombinationen erreicht werden, dabei schwankt besonders die Effizienz
der Klasse Griinland.

In der zweiten Untersuchung beziiglich der objektbasierten Klassifikation wurde die Abhdngigkeit des
Erfolges der Klassifikation und Verifikation vom Aufnahmezeitpunkt des Bildes betrachtet. Eine
Abhangigkeit des Erfolgs fiir die Klassifikation und Verifikation von den Zeitpunkten wurde festgestellt. Bei
dieser Testreihe haben sich unterschiedliche Zeitpunkte fiir Klassifikation und Verifikation als besonders
geeignet herausgestellt. Insgesamt kann jedoch keine abschliefende Bewertung vorgenommen werden, da
der GIS-Datensatz zum einen nur wenige Ackerland- und Griinlandobjekte umfasste und zum anderen es
Kalibrierungsprobleme beim NIR-Kanal gab. Weitere Tests der zeitlichen Abhéngigkeit des objektbasierten
Klassifikationsverfahrens zur Trennung von Acker- und Griinland mit einem grofieren GIS-Datensatz und
multispektralen Bildern sind ratsam.
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Anschliefdend wurde der zweite Analyseschritt auf GIS-Daten, die dem Inhalt und Detailierungsgrad einer
topographischen Karte mittleren Mafdstabs entsprechen, angewendet, wobei auf GIS-Objekte fokussiert
wurde, die entweder der Klasse Acker- oder Griinland angehorten und keine Fehler enthielten, die durch den
erste Analyseschritt aufzudecken sind. Die Parameter fiir die Segmentierung wurden empirisch bestimmt,
dabei wurde zwischen den verschiedenen Tests nur eine kleine Anpassung vorgenommen. Das Hauptziel der
Verifikation, das Erreichen einer TG a posteriori von 95%, bezogen auf die Flache, wurde in allen Testszenen
erreicht. Die Bedingung einer TG a posteriori von 95%, bezogen auf die Anzahl der Objekte, wurde nur in
einem Fall knapp nicht erfiillt. Der Grund hierfiir lag an teilweise falsch klassifizierten Segmenten innerhalb
von GIS-Objekten. Die Effizienz sinkt bei der Benutzung der Segmentierung des zweiten Analyseschrittes
deutlich gegeniiber einer Klassifikation ohne Segmentierung ab, wahrend die TG a posteriori leicht steigt. Mit
Hilfe der Kombination der Ergebnisse ohne und mit Segmentierung (Kombinationsszenarien) wird die
Effizienz wieder verbessert. Bei den Kombinationsszenarien konnte immer eine TG a posteriori von iiber
95% erreicht werden, was bei der Verwendung der Segmentierung auf alle GIS-Objekte in einem Fall nicht
moglich war.

Abschliefend wurde der gesamte Algorithmus, bestehend aus der Kombination beider Analyseschritte, auf
reale GIS-Daten angewendet. Der Algorithmus erreichte in allen Tests die geforderte TG a posteriori von
95%, bezogen auf die Anzahl der Objekte und die Flache, sowohl fiir die Klasse Ackerland als auch fiir die
Klasse Griinland. Unter Verwendung der Segmentierung wird die TG a posteriori sowohl unter Betrachtung
der Anzahl der Objekte als auch unter Betrachtung der Flache gesteigert; zeitgleich sinkt jedoch die Effizienz.
Bei einer kombinierten Auswertung (Kombinationsszenarien) steigt die Effizienz wieder an, erreicht aber
nicht das Niveau wie bei einer Auswertung komplett ohne Segmentierung. Der menschliche Bearbeiter muss
also abwagen zwischen einer sehr hohen TG a aposteriori und dem Aufwand der manuellen Kontrolle der
vom System abgelehnten Objekte. Ebenfalls sinkt die Effizienz durch besonders viele kleine GIS-Objekte, da
fiir die objektbasierte Klassifikation eine Mindestgrofie notwendig ist und GIS-Objekte, die auf Grund ihrer
Grofde nicht klassifizierbar sind, vom System abgelehnt und manuell kontrolliert werden miissen. Dabei ist
besonders auffillig, dass viele GIS-Griinlandobjekte existieren, die die im GIS-Katalog festgelegte
Mindestkartierflache unterschreiten.
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6. Folgerungen und Ausblick

Das Ziel der Arbeit, die Entwicklung einer Methode fiir die semi-automatische Verifikation von GIS-Objekten
der Objektarten Acker- und Griinland unter Verwendung orthorektifizierter monotemporaler Luft- und
Satellitenbilder mit einer geometrischen Auflésung von 0,5 m bis 1m, wurde, wie in Kapitel 5 gezeigt,
erreicht. Beurteilt wurde der Algorithmus nach den Kriterien fiir die Erfassung des DLM-DE, einem GIS, das
den Inhalt und Detailierungsgrad einer topographischen Karte mittleren Maf3stabs entspricht (BKG, 2009).
Die Kriterien in (BKG, 2009) lauten: eine TG von 95%, bezogen auf die Anzahl der Objekte und die Flache, ist
zu erreichen. In allen Testszenen wird die TG a posteriori gegenliber der TG a priori gesteigert, wobei fiir die
TG a posteriori immer die geforderte Marke von 95% erreicht wird (Tabelle 32). Die dabei erzielte Effizienz
schwankt zwischen 40% und 65%, bezogen auf die Anzahl aller Objekte der Klassen Acker- und Griinland.
Verglichen zu bisher existierenden Verifikationssystemen konnten erstmals die getrennten Klassen Acker-
und Griinland verifiziert werden; dem Benutzer entsteht eine Zeitersparnis von iiber 50% bei der
Verwendung des vorgestellten Verifikationsansatzes.

Objektklasse TG bezogen auf TG a priori TG a posteriori
Griinland Anzahl der Objekte 67,0 % 98,8 %
Flache 69,9 % 98,7 %
Ackerland Anzahl der Objekte 90,2 % 97,8 %
Flache 98,0 % 99,5 %
Vereinigungsmenge Anzahl der Objekte 82,4 % 98,4 %
Acker-/Griinland Flache 94,7 % 99,4 %

Tabelle 32: Vergleich der durchschnittlichen TG a priori und TG a posteriori aller Testszenen.

Das vorgestellte Verifikationsverfahren gliedert sich in zwei Schritte. Im ersten Schritt wird zwischen der
gemeinsamen Klasse Acker-/Griinland und weiteren Klassen wie Siedlung, Industrie und Wald unterschieden.
Das Verfahren beruht auf dem Ansatz von Gimel'farb (1996). Ziel dieses Analyseschrittes ist es, GIS-
Ackerland- und Griinlandobjekte zu detektieren, bei denen eine Teilfliche mit einer anderen Nutzung
vorliegt, z.B. Gebdude einer Siedlungsfliche. Welche Teilflaichen innerhalb eines GIS-Ackerland- und
Griinlandobjektes nicht erlaubt sind, wird im Objektartenkatalog des GIS definiert. Teilflichen anderer
Nutzung wurden von der pixelbasierten Klassifikation immer erfolgreich detektiert, aber bei der
Uberfithrung des pixelbasierten Ergebnisses auf ein GIS-Objekt nach Busch et al. (2005) kam es teilweise zu
Informationsverlusten, auch wenn dies selten war. In Abschnitt 5.4.3 wurde bereits erortert, dass eine
einfache Anpassung der Parameter flir diesen Schritt nicht ausreichend ist, da damit héchstens eine
Anpassung an die Testszene erreicht werden kann. Eine Mdglichkeit, diesem Problem zu begegnen, ist das
Verwenden von Nachbarschaftsrelationen. Wahrend z.B. korrekt detektierte Gebdude oft in unmittelbarer
Ndhe zu anderen Gebduden liegen (Abbildung 42, S. 73), die ebenfalls detektiert wurden, werden um
falschlich detektierte Gebdude zu meist keine weiteren Gebdude detektiert (Abbildung 43). Diese
Nachbarschaftsrelationen sollten bei der Uberfithrung des pixelbasierten Klassifikationsergebnisses auf ein
GIS-Objekt genutzt werden.

Alternativ oder zusdtzlich koénnen auch Hoheninformationen aus einem normalisierten Digitalen
Gelandemodell (DGM,, ) verwendet werden, das durch Subtraktion eines Digitalen Oberflichenmodells
(DOM) mit einem Digitalen Gelandemodell (DGM) entsteht. DGM und DOM konnen aus Laserscanbefliegung
oder Bildzuordnung von Stereobildpaaren abgeleitet werden. Mittels des DGM,,,;,,, kann dann verifiziert
werden, ob eine z.B. als Industrie detektierte Flache tatsachlich eine Industrieflache ist (Abbildung 42). Dies
kann dadurch realisiert werden, indem tiberpriift wird, ob in dieser Flache ein Gebaude vorliegt, es also eine
Erhéhung im DGM,, ., gibt.

Beim zweiten Analyseschritt, der Trennung von allen beim ersten Analyseschritt nicht abgelehnten GIS-
Objekten in die Klassen Acker- und Griinland, ist auf Grund der Spezifikation von GIS, die den Inhalt und
Detailierungsgrad einer topographischen Karte mittleren Mafistabs entsprechen, die Segmentierung eines
GIS-Objektes in verschiedene Schlage notig. Der in dieser Arbeit verwendete Algorithmus arbeitet sehr
zuverlassig und besitzt nur wenige Parameter, die leicht eingestellt werden kénnen. Die Evaluierung des
Ansatzes hat gezeigt, dass die TG a posteriori mittels Anwendung der Segmentierung gesteigert werden
kann, die Effizienz jedoch sinkt, da viele Objekte der Zuriickweisungsklasse zugeschrieben werden. Ein GIS-
Objekt wird der Zuriickweisungsklasse zugeschrieben, wenn mehr als die Hélfte der Fldche mit Segmenten
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bedeckt ist, die auf Grund deren Grofe nicht klassifiziert werden konnte oder die Flache, die das GIS-Objekt
von der Klasse Ackerland oder Griinland bedeckt, nicht die Mindestkartierfliche erreicht oder diese von
beiden Klassen erreicht wird. Eine Zuweisung des GIS-Objektes zu der Zuriickweisungsklasse tritt besonders
haufig bei sehr kleinen GIS-Objekten auf. Eine Mdglichkeit, dieses Problem nicht entstehen zu lassen, ist die
Einfilhrung eines Schwellwertes, ab wann eine Segmentierung eines GIS-Objektes vorgenommen werden
soll. Wenn dieser Schwellwert unterschritten wird, wird auf eine Segmentierung der GIS-Objekte verzichtet.
Tests haben gezeigt, dass dieser Ansatz zu einer Steigerung der Effizienz gegeniiber dem Ansatz, bei der die
Segmentierung fiir alle GIS-Objekte genutzt wird, fiihrt. Eine vergleichbare Effizienz, die ohne die
Anwendung der Segmentierung erzielt wurde, konnte jedoch nicht erreicht werden. Eine Méglichkeit, die
Effizienz weiter zu steigern, ohne dass die TG a posteriori abnimmt, ist die Einfiihrung zusatzlicher
Informationen in die Klassifikation/ Verifikation. Die sehr kleinen GIS-Objekte, bei denen es hauptséchlich zu
Schwierigkeiten bei der Klassifikation/Verifikation kommt, befinden sich oft in der Ndhe von linienhaften
GIS-Objekten wie Strafen oder Fliissen. Bei der Klassifikation kleiner GIS-Objekte konnten ebenfalls
Nachbarschaftsrelationen eingefiihrt werden, die u.a. direkt durch das GIS gegeben sind. Liegt ein sehr
kleines GIS-Objekt zwischen Strafden oder an Strafden, Eisenbahnwegen bzw. Fliissen oder ist es komplett
von Siedlung oder Industrie umgeben, handelt es sich erfahrungsgemafs um GIS- Griinland- und nicht um ein
Ackerlandobjekt. Ob Nachbarschaftsrelationen bei groflen GIS-Ackerland- und Griinlandobjekten das
Ergebnis der Klassifikation steigern koénnen, ist allerdings anzuzweifeln, da grofie GIS-Ackerland- oder
Griinlandobjekte sowohl von Bahnlinien als auch Strafden, Siedlungs- oder Industriegebiete benachbart sind.
Aufderdem liefert die objektbasierte Klassifikation fiir grofde GIS-Ackerland- oder Griinlandobjekte,
besonders unter Verwendung von spektralen und strukturellen Merkmalen, sehr gute Ergebnisse.

Bei der Evaluierung wurde festgestellt, dass der Erfolg der objektbasierten Klassifikation des zweiten
Analyseschrittes vom Zeitpunkt der Aufnahme der Bilddaten abhéngig ist. Es ist zu priifen, ob es Merkmale
gibt, die eine Trennung von Acker- und Griinland innerhalb der Zeitpunkte ermdglicht, bei denen bisher
keine befriedigenden Ergebnisse flir Klassifikation bzw. Verifikation erreicht wurden. Die Hinzunahme
dieser Merkmale in den Klassifikationsprozess kann dann eine zuverldssige Trennung zwischen Acker- und
Griinland zu fast allen Zeitpunkten gewahrleisten, was die Ergebnisse stabilisiert und zuverlassiger macht.

Abschliefiend ist zu sagen, dass diese Arbeit gezeigt hat, dass die Qualitdtskontrolle der volkswirtschaftlich
relevanten und komplexen GIS-Objekte der Klassen Acker- und Griinland automatisiert durchgefiihrt
werden kann und damit einen wichtigen Beitrag zur Automatisierung der Qualitdtskontrolle liefert.
Forschungsbedarf besteht hinsichtlich der Uberpriifung weiterer Qualititsmafle wie der geometrischen
Genauigkeit und der Uberpriifung anderer Objektarten eines GIS, die in dieser Arbeit keine Beriicksichtigung
gefunden haben, um das Ziel der automatisierten Qualitdtskontrolle von GIS-Daten zu verwirklichen, die
dann eine zuverldssige Grundlage fiir die Entscheidungen des offentlichen und privaten Lebens
gewahrleisten.
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Abkilirzungsverzeichnis

AdV Arbeitsgemeinschaft der Vermessungsverwaltungen der Lander der Bundesrepublik
Deutschland

ATKIS Deutsches Amtlich Topographisch-Kartographisches Informationssystem

B Blau (bzgl. des Kanales eines multispektralen Bildes)

BA Bildanalyse

Basis-DLM Digitale Basis-Landschaftsmodell

BKG Bundesamt fiir Kartographie und Geodasie

C5 C5-Klassifikationsverfahren

CLC Europdisches CORINE Land Cover (GIS)

CRF Conditional Random Fields

DGM Digitalen Geldandemodels

DGMnorm Normalisierten Digitalen Gelindemodels

DLM-DE Digitales Landschaftsmodell fiir Deutschland

DOM Digitalen Oberflachenmodells

FN False Negatives (Falsch negativ Entscheidung)

FP False Positives (Falsch positiv Entscheidung)

G Griin (bzgl. des Kanales eines multispektralen Bildes)

GIS Geoinformationssystem

GLCM Grey Level Co-Occurrence Matrix

GLDH Gray Level Difference Histogram

IPI Institut fiir Photogrammetrie und Geolnforamtion, Leibniz Universitdt Hannover

kNN k-Nearest-Neighborhood

LDF Linear Discriminant Function

MD Minimum-Distance

MGCP Internationales GIS des Multinational Geospatial Co-production Program

ML Maximum-Likelihood

MRF Markov Random Fields

NDVI Normalized Differenced Vegetation Index

NGTDM Neighborhood Gray-Tone Difference Matrix

NIR Nahinfrarot (bzgl. des Kanales eines multispektralen Bildes)

R Rot (bzgl. des Kanales eines multispektralen Bildes)

RAG Region Adjacency Graph (Regionennachbarschaftsgraph)

SVM Support Vector Machine

TG Thematische Genauigkeit

TN True Negatives (Richtig negativ Entscheidung)

TNT Institut fiir Informationsverarbeitung, Leibniz Universitat Hannover

TP True Positives (Richtig positiv Entscheidung)

WiPKA-QS Wissensbasierter Photogrammetrischer-Kartographischer Arbeitsplatz zur
Qualitatssicherung
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